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RESUMO

A geração de fractais é um processo computacionalmente intensivo, pois frequentemente são
utilizados métodos iterativos que necessitam de um elevado número de iterações para formar
estruturas complexas. Uma alternativa que tem sido amplamente utilizada para reduzir o tempo
de execução do processo de geração de fractais consiste no uso de programação paralela, mais
recentemente as unidades de processamento gráfico (GPUs). Apesar da vasta aplicação de frac-
tais e do crescente uso de GPUs para sua geração, existem poucos de trabalhos dedicados à
geração paralela de estruturas de corais. Portanto, este trabalho apresentou como objetivo de-
senvolver uma implementação paralela em GPU para a geração de fractais de corais em três
dimensões. O método de geração adotado foi a Agregação Limitada por Difusão (DLA), um
modelo tradicionalmente usado para simular estruturas tridimensionais encontradas na natureza.
A implementação foi desenvolvida na linguagem de programação C++ e paralelizada através
da plataforma CUDA da NVIDIA. Os resultados demonstraram que a versão paralela em GPU
obteve desempenho superior em relação à implementação sequencial com um speedup de 40.
Porém, observou-se uma queda e posterior estabilização do speedup a partir de 50:000 partícu-
las, devido ao limite máximo de threads ativas simultaneamente na GPU.

Palavras-chave: Fractais de Corais, GPU, CUDA, Agregação Limitada por Difusão.
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1 INTRODUÇÃO

Um fractal é um objeto que mantém a forma invariável à medida que a escala de obser-

vação é alterada (ASSIS, 2008). A proposta de estudar a geometria fractal, conceito introduzido

por Benoit Mandelbrot em 1975, surge do fato de que ela oferece uma descrição mais precisa da

natureza em comparação com a geometria euclidiana. De fato, a geometria euclidiana não é ca-

paz de descrever adequadamente várias das formas encontradas na natureza, como por exemplo,

nuvens, montanhas, �ores, árvores, etc (FUZZO, 2009). Assim, a geometria fractal está presente

em estudos de diversas áreas da ciência e da natureza, como por exemplo, na trajetória de partí-

culas (HANSEN et al., 1997), ondas marítimas (YANG, 2014), compressão de arquivos (HAQUE et

al., 2014), entre outras.

Uma das áreas em que a geometria fractal é aplicada no estudo dos fenômenos da natu-

reza é na análise da estrutura dos corais, onde os padrões fractais foram observados na estrutura

em pequena escala de colônias de corais de águas rasas e na distribuição de corais de águas pro-

fundas (PURKIS, 2006). A geração dessas estruturas é utilizada para simular fenômenos naturais

em diversas áreas, incluindo a simulação de um terreno em jogos e simulações computacio-

nais, na qual softwares produzem imagens que procuram representar ou simular elementos da

natureza (MENDONÇA, 2016).

O custo computacional para a geração de fractais é alto, visto que esses são formados

a partir de um processo iterativo, que possibilita a formação de estruturas de elevada comple-

xidade quando são empregadas muitas iterações (ASSIS, 2008). Dessa forma, a programação

paralela torna-se uma abordagem atrativa para acelerar o processo de geração de fractais, pois,

dependendo do tipo de fractal e do método utilizado, a geração de cada ponto pode ser feito de

forma independente, permitindo assim uma distribuição entre os múltiplos núcleos de proces-

samento (MAYFIELD et al., 2016).

Entre as arquiteturas paralelas disponíveis, a unidade de processamento grá�co (GPU,

do inglês, Graphics Processing Unit) tem se destacado como uma das alternativas mais e�cien-

tes. Atualmente, observa-se um aumento signi�cativo na utilização desse tipo de arquitetura no

desenvolvimento de aplicações paralelas (CORDEIRO; ZOLA, 2024; LEONARCZYK; GRIEBLER,

2023; FAé; GRIEBLER, 2024). Esse aumento deve-se ao elevado poder computacional dessa ar-

quitetura em comparação com as unidades de processamento central (CPU, do inglês, Central

Processing Unit). As GPUs possuem um grande número de núcleos de processamento, o que

permite a execução simultânea de um número maior de tarefas, resultando em desempenho

superior em comparação às CPUs (RAHMAD et al., 2011).

Neste trabalho foi realizado um estudo sobre a utilização de GPUs para o desenvolvi-

mento de uma aplicação paralela voltada para a geração de fractais de corais. A implementação



foi desenvolvida utilizando a linguagem de programação C++, escolhida por ser uma lingua-

gem que possui um bom desempenho em tarefas de alto custo computacional. Além disso, a

implementação foi paralelizada através do uso da plataforma CUDA (Compute Uni�ed Device

Architecture). Optou-se pela utilização da plataforma CUDA, pois essa foi desenvolvida espe-

ci�camente para as GPUs da NVIDIA, que são as mais utilizadas atualmente (COYNE, 2025).

Por �m, as implementações sequenciais e paralelas foram comparadas considerando o tempo

total de execução.

1.1 OBJETIVOS

O objetivo geral deste trabalho consistiu no desenvolvimento de uma implementação

paralela em GPU para a geração de fractais de corais, a �m de avaliar o ganho de desempenho.

Para que atingir esse objetivo, os seguintes objetivos especí�cos foram realizados:

• De�nir o fractal a ser implementado;

• Desenvolver uma implementação sequencial do fractal;

• Paralelizar a implementação para ser executada em GPUs;

• Comparar os tempos de execução das implementações sequencial e paralela.

1.2 ESTRUTURA DO TRABALHO

A estrutura deste trabalho está organizada da seguinte forma:

• Este capítulo apresentou uma visão geral do trabalho, destacando suas motivações e ob-

jetivos;

• No Capítulo 2 é feita uma conceituação sobre fractais. Além disso, são apresentados os

trabalhos relacionados;

• No Capítulo 3 é realizada uma breve conceituação de arquiteturas paralelas. Esse capítulo

detalha ainda a arquitetura das GPUs da empresa NVIDIA, que foi a arquitetura utilizada

para o desenvolvimento deste trabalho;

• No Capítulo 4 é apresentado o fractal paralelizado neste trabalho. Além disso, são apre-

sentadas a implementação sequencial e a implementação em GPU.

• No Capítulo 5 é descrita a avaliação da implementação paralela em GPU e o ambiente

utilizado para os testes. Os resultados obtidos também são apresentados e discutidos.

• Por �m, no Capítulo 6 são apresentadas considerações �nais e sugestões de trabalhos

futuros.
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2 GERAÇÃO DE FRACTAIS

A geometria euclidiana é amplamente utilizada em estudos que possuem como objetivo

compreender processos físicos e químicos (MEAKIN, 1990). No entanto, sua aplicação baseia-se

no uso de superfícies planas, formas cristalinas poliédricas e partículas esféricas, o que limita

sua utilização, principalmente à medida que a escala de análise se aproxima do comprimento

atômico (MEAKIN, 1990). Desta forma, torna-se cada vez mais relevante a busca de uma descri-

ção fractal para esses fenômenos, visto que um fractal possui um nível de detalhamento maior

com a ampliação da estrutura (JURAEV; MAMMADZADA, 2024).

O termo fractal é utilizado para de�nir objetos que apresentam uma mesma estrutura

em diferentes escalas. Esses objetos são formados por padrões que se repetem em versões me-

nores, preservando uma semelhança com a estrutura original. O estudo dos fractais tem sido

aplicado em diversas áreas do conhecimento. Na medicina, por exemplo, o estudo realizado

por Sedivy et al. (1999) aborda o uso da geometria fractal como uma ferramenta para analisar

núcleos celulares atípicos em lesões displásicas do colo do útero (Figura 1a). Neste trabalho,

foi desenvolvido um método para avaliar a irregularidade dos núcleos em diferentes graus de

neoplasia intraepitelial cervical. Na biologia, o estudo feito por Ayirli (2014) apresenta uma

análise das dimensões fractais de folhas de diferentes espécies de plantas, visando propor uma

nova metodologia para o estudo da taxonomia vegetal (Figura 1b).

Figura 1 – Exemplos de padrões fractais.

(a) Núcleo celular atípico. (b) Planta fractal.

Fonte: Sedivy et al. (1999) e Ayirli (2014) respectivamente.



2.1 CARACTERÍSTICAS DOS FRACTAIS

O estudo dos fractais envolve a compreensão de suas propriedades e características ma-

temáticas, especialmente no que se refere ao comportamento em relação ao comprimento, área

e dimensões fractais (ASSIS, 2008). Neste sentido, os fractais caracterizam-se por três propri-

edades básicas: a auto-similaridade, que consiste na semelhança entre qualquer fragmento do

fractal e a �gura total; a complexidade in�nita, que se refere ao processo iterativo in�nito usado

para a geração do mesmo; e a dimensão fractal, que é uma medida não exata que corresponde

ao espaço ocupado pelo fractal.

2.1.1 Auto-similaridade

Uma das características fundamentais dos fractais é a auto-similaridade, onde as partes

de um fractal se parecem com o todo, independentemente do nível de ampliação ou escala (SEI,

2003). Como pode ser observado na Figura 2, cada fragmento do fractal se apresenta como uma

réplica do conjunto, mas em uma escala menor.

Figura 2 – Auto-similaridade

Fonte: Assis (2008).

Segundo Fuzzo (2009), a auto-similaridade pode ser classi�cada em:

• Auto-similaridade exata: o fractal possui um formato idêntico, independente da escala de

visualização. Um exemplo clássico de fractal dessa categoria é o fractal de Floco de Neve

de Koch. Como pode ser observado Figura 3a, ao ampliar qualquer fragmento do fractal,

é possível visualizar uma réplica perfeita do todo.

• Quase-auto-similaridade: o fractal apresenta uma aparência aproximadamente igual em

diferentes escalas, embora não seja exatamente idêntico. Ou seja, em diferentes níveis de
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ampliação, pequenas diferenças podem ser observadas, o que tornam essa forma menos

rígida que a exata. Essa forma de auto-similaridade pode ser observada no fractal de

Mandelbrot (Figura 3b).

• Auto-similaridade estatística: é a forma mais sutil de auto-similaridade, onde o fractal

não mantém uma aparência idêntica ou mesmo aproximada em diferentes escalas. No

entanto, o fractal preserva medidas estatísticas de forma consistente, incluindo proporções

e padrões de distribuição que se repetem em qualquer escala de visualização. Um exemplo

de fractal com esse comportamento é o fractal de agregação por difusão limitada (DLA,

do inglês Diffusion Limited Aggregation) (Figura 3c).

Figura 3 – Exemplos de fractais com diferentes tipos de autossimilaridade.

(a) Fractal Floco de Neve de
Koch.

(b) Conjunto de Mandelbrot. (c) Agregação por difusão limi-
tada.

Fonte: Filho (2002), Mathigon (2023) e Bourke (1991), respectivamente.

2.1.2 Complexidade In�nita

A complexidade in�nita de um fractal decorre do processo de geração do mesmo, que

é recursivo. De fato, esse é construído por meio da repetição de um mesmo procedimento em

diferentes escalas. Na construção iterativa de um fractal matematicamente de�nido, a recursão

é aplicada in�nitamente, resultando em uma estrutura que possui uma complexidade in�nita

(ASSIS, 2008).

2.1.3 Dimensão fractal

Na geometria euclidiana, os elementos fundamentais, como o ponto, a reta e o plano,

apresentam dimensões topológicas de 0, 1 e 2, respectivamente (BICUDO, 2009). Assim, para

determinar a dimensão topológica de um objeto, compara-se sua estrutura com as formas ge-

ométricas básicas (ponto, reta ou plano), a �m de identi�car qual delas melhor representa a

con�guração fundamental do objeto (FUZZO, 2009).
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As dimensões fractais (ou espaciais) referem-se ao espaço ocupado pelo objeto, inde-

pendentemente da forma ou tamanho. Enquanto �guras da geometria euclidiana ocupam dimen-

sões inteiras, os fractais podem apresentar dimensões fracionárias. Estas dimensões fracionárias

podem ser calculadas a partir de dois métodos principais: dimensão por auto-similaridade e di-

mensão por contagem de caixas (ARSIE, 2008).

O método de cálculo de dimensão por auto-similaridade é utilizado quando o fractal

apresenta uma propriedade de auto-similaridade exata. Neste caso, a dimensão D é de�nida com

base na divisão de um objeto em N partes, cada uma reduzida por um fator R (ARSIE, 2008).

Por exemplo, considerando-se uma reta, que possui dimensão D = 1, quando sua extensão é

dividida, obtém-se N = 2, ou seja 2 cópias idênticas à original, cada uma com fator de redução

R = 1=2. No caso de um quadrado com dimensão D = 2, quando os lados são divididos,

obtém-se N = 4 cópias, cada uma com fator de redução R = 1=2. Da mesma forma, ao dividir

as arestas de um cubo de dimensão D = 3, obtém-se N = 8 cópias, cada uma com fator de

redução R = 1=2. Este padrão estabelece uma relação entre o número de cópias N, o fator de

redução R e a dimensão D. Essa relação pode ser expressa através da Equação 2.1.

N =
�

1
R

� D

(2.1)

Isolando-se a variável de dimensão D obtém-se a Equação 2.2, que corresponde a di-

mensão fractal.

D =
log N

log
�

1
R

� (2.2)

O método de cálculo de dimensão por auto-similaridade pode ser utilizado, por exem-

plo, para calcular a dimensão do fractal do Conjunto de Cantor (Figura 4). A lei da formação do

Conjunto de Cantor consiste em dividir o intervalo [0; 1] em três conjuntos iguais, [0;1
3 ], [1

3 ; 2
3 ]

e [23 ; 1]. Removendo-se o conjunto central ([1
3 ; 2

3 ]), tem-se que os conjuntos restantes desse pro-

cesso são [0;13 ] [ [ 2
3 ; 1]. Esse processo é repetido k vezes para cada um dos conjuntos restantes,

sendo que k tende ao in�nito.

Figura 4 – Conjunto de Cantor

Fonte: Almeida e Santos (2017).
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A partir da lei de formação do Conjunto de Cantor é possível calcular a dimensão fractal

(ARSIE, 2008). A cada etapa do processo, divide-se o conjunto em 2, assim N = 2. Esse novo

conjunto é obtido ao aplicar um fator de redução de R =1
3 . A partir da Equação 2.2 obtêm-se

uma dimensão D de 0,63, como pode ser observado na Equação 2.3.

D =
log 2

log 1
( 1

3 )

� 0; 63 (2.3)

Para realizar o cálculo de dimensões de fractais que não apresentam auto-similaridade

exata, pode ser utilizado o método de dimensão por contagem de caixas, ou box-counting

(COSTA, 2015). Este método consiste em cobrir o objeto com uma malha de quadrados com la-

dos de tamanho s (Figura 5). Depois, é feita uma contagem de quantos quadrados possuem pelo

menos uma parte do objeto a ser analisado. Essa contagem é representada por N(s). Esse proce-

dimento é repetido iterativamente utilizando malhas com quadrados de lados cada vez menores,

obtendo-se os novos valores de N. Por �m, é gerado um grá�co logarítmico log N(s) � log1
s ,

sendo traçada uma reta sobre os os pontos obtidos. A inclinação da reta obtida corresponde a

dimensão do fractal.

Figura 5 – Exemplo box-counting

Fonte: Costa (2015).

No cálculo da dimensão por contagem de caixas, a cada ciclo de construção da malha, os

lados dos quadrados da malha são reduzidos a um fator de1
2 . Com isso, obtêm-se a sequência

N(2�k ), onde k é o índice da etapa na iteração. A dimensão fractal do objeto é determinada

pela inclinação da reta ajustada aos pontos do diagrama logarítmico, conforme expressa na

Equação 2.4 (COSTA, 2015).
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D =
log N(2�(k+1) ) � log N(2 �k )

log 2k+1 � log 2 k
(2.4)

A Figura 5 apresenta um exemplo do cálculo da dimensão fractal de um objeto que

não possui uma autossimilaridade exata. Na parte superior da �gura, os dois quadros ilustram

a malhas formadas por quadrados de lado s =1
6 e s = 1

12. A contagem de quadrados que

possuem intersecção com uma parte do fractal são de N(s) = 19 para a malha de tamanho

s = 1
6 e N(s) = 52 para a malha de tamanho s =112. A inclinação da reta que une os dois

pontos no grá�co logN(s) � log 1
s é de 1; 45, conforme pode ser observado na Equação 2.5.

Ds =
log 52 � log 19
log 12 � log 6

� 1; 45 (2.5)

2.2 TIPOS DE FRACTAIS

De acordo com (FUZZO, 2009), os objetos fractais podem ser classi�cados em três cate-

gorias considerando o formato ou o modo de geração: sistema de funções iteradas ou geométri-

cos; gerados por computadores ou tempo de escape; e randômicos ou aleatórios.

2.2.1 Fractais Geométricos

Os fractais de funções iteradas ou geométricos são gerados por meio da aplicação re-

petida de um conjunto �nito de funções contrativas (operações de redução, deslocamento de

�guras geométricas, etc). Um exemplo é o fractal do Triângulo de Sierpinski, que pode ser ob-

servado na Figura 6. Esse fractal é gerado a partir de um triângulo equilátero, onde é feita uma

divisão em quatro outros triângulos, cujos vértices são os pontos médios dos lados do triângulo

original. Em seguida, remove-se o triângulo central e repete-se esse processo sucessivamente

nos triângulos restantes.

Figura 6 – Etapas da construção do triângulo de Sierpinski

Fonte: Adaptado de Santos et al. (2017).
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2.2.2 Fractais de Tempo de Escape

Os fractais tempo de escape são objetos gerados a partir de iterações de equações no

campo dos números complexos.1 O processo de geração consiste em iterar uma função espe-

cí�ca, onde diz-se que um ponto 'escapa' quando o valor da função associado a ele tende ao

in�nito. O tempo de escape é o número de iterações necessárias para determinar se o ponto

escapará para o in�nito. Um exemplo de fractal que se enquadra nessa categoria é o conjunto

de Mandelbrot, que é formado pelo conjunto de pontos que não 'escapam' para o in�nito.

O Conjunto de Mandelbrot é de�nido pela Equação 2.6, onde a iteração inicia-se com

z0 = 0 e c é um número complexo com o formato c = x + yi. Assim, para cada valor de c,

a Equação 2.6 gera uma sequência de números complexos (z0; z1; z2; :::). Neste caso, o valor

c pertence ao conjunto de Mandelbrot, se a sequência não tende ao in�nito. Caso contrário o

ponto não pertence ao conjunto de Mandelbrot.

zn+1 = z 2
n + c (2.6)

Por exemplo, para a constante c = �2, tem-se que a sequência é dada por:

z0 = 0

z1 = 02 � 2 = �2

z2 = (�2) 2 � 2 = 2

z3 = (2) 2 � 2 = 2:

Observa-se que para para qualquer valor n � 2, que o valor do termo da sequência é igual a 2 a

partir da segunda iteração. Assim, o valor c = �2 pertence ao conjunto de Mandelbrot com um

tempo de escape de 2. Já para a constante c = 3, tem-se que

z0 = 0

z1 = 02 + 3 = 3

z2 = (3) 2 + 3 = 12

z3 = (12) 2 + 3 = 147

z4 = (147)2 + 3 = 21612:

Desta forma, o valor c = 3 não pertence ao conjunto de Mandelbrot, pois a sequência tende ao

in�nito.
1 Espaço bidimensional em que cada ponto é representado por um número complexo da forma a + bi, em que a

e b são números reais e i é a unidade imaginária
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A Figura 7 apresenta o Conjunto de Mandelbrot, onde os pontos que percentem ao

conjunto representados pela cor preta. Os pontos que não pertencem são coloridos de acordo

com uma paleta de cores. A coloração dos pontos que não pertencem ao conjunto é determinada

pelo número n de iterações necessárias até que a sequência zk+1 = z 2
k + c (iniciada em z0 = 0)

atinja um limite de fuga. Se o valor de zn ultrapassar o limite de fuga, o cálculo é interrompido

e o número de iterações n é registrado. A cor do pixel é então escolhida com base no valor de

n. Se o limite de fuga não for alcançado após um número máximo de iterações, assume-se que

o ponto c pertence ao Conjunto de Mandelbrot (GARCIA et al., 2008).

Figura 7 – Conjunto de Mandelbrot

Fonte: Fractalize (2020).

2.2.3 Fractais Randômicos

Os fractais randômicos ou aleatórios são gerados por processos estocásticos, introdu-

zindo aleatoriedade em sua estrutura. Geralmente, esses fractais são utilizados para modelar

fenômenos que exibem auto-similaridade estatística (FUZZO, 2009). Como exemplo, pode-se

citar a Montanha Fractal, utilizada para geração de terrenos e cenários para jogos de computa-

dores (MEIR; HALLER, 1991).

A geração da montanha fractal parte de um triângulo equilátero que, a cada iteração,

é subdividido em quatro sub-triângulos congruentes (Figura 8a). Após, determinam-se os pon-

tos médios das arestas (nsa, ns1 e ns2) e deslocam-se esses pontos verticalmente, de forma

aleatória, dentro de um intervalo pré-de�nido. Esse processo forma quatro novos triângulos

congruentes (Figura 8b), os quais serão submetidos ao mesmo procedimento. Esse procedi-

mento repetido até atingir um número de iterações previamente de�nido, obtendo-se uma �gura

de uma montanha fractal, conforme exibido na (Figura 8 c).
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Figura 8 – Imagens da geração de uma montanha fractal.

(a) Triângulo equilátero inicial
com vértices (s1, s2 e a)
e com os pontos deslocados
pelo algoritmo (ns1, ns2 e
na).

(b) Triângulos formados a par-
tir de duas iterações do algo-
ritmo.

(c) Montanha fractal completa.

Fonte: Adaptado de Meir e Haller (1991).

2.3 TRABALHOS RELACIONADOS

Os fractais são amplamente empregados na avaliação de desempenho de ferramentas e

ambientes de computação paralela, devido ao seu elevado custo computacional e a facilidade

de paralelização. De fato, diversos estudos utilizam fractais, especialmente os do tipo escape,

como os conjuntos de Mandelbrot e Julia, para a comparação de arquiteturas paralelas e ferra-

mentas de programação. Além disso, observa-se um elevado número de trabalhos explorando a

paralelização de fractais em arquiteturas de GPU.

No trabalho de Santos (2011), foram implementadas versões paralelas do fractal de

Mandelbrot para ambientes de memória compartilhada, usando OpenMP, e para GPU, usando

CUDA. Os testes foram realizados utilizando 4096 iterações para a geração dos fractais, com

resoluções de 16384 � 16384. A implementação em OpenMP obteve um speedup2 de 7; 57 e a

implementação em CUDA obteve um speedup de 37; 55.

No trabalho realizado por Haque et al. (2014) foi desenvolvida uma implementação pa-

ralela em GPU de um algoritmo fractal para compressão de imagens médicas. A implementação

realiza a compressão das imagens explorando a autossimilaridade das mesmas por meio de um

sistema de funções iteradas. Para uma imagem de 512 � 512, o speedup obtido foi de 73, com

uma taxa de compressão de 40%. Para imagens de 1024 �1024, o speedup foi de 864, com uma

taxa de compressão de 41%.

No trabalho desenvolvido por Sallow (2021), foram desenvolvidas versões paralelas em

GPU dos fractais de Mandelbrot e de Julia. Para a geração dos fractais, foram realizadas 10000

iterações, sendo obtidos speedups de 347 para o fractal de Mandelbrot e 1139 para o de Julia.

2 Medida de quanto um programa paralelo é mais rápido que a versão sequencial.
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No trabalho de Siregar et al. (2022), também foi desenvolvida uma versão paralela para

GPU do conjunto de Mandelbrot. Neste caso, foram realizados testes gerando o fractal com

10000 iterações e uma resolução de 512 � 512. A implementação para GPU obteve um speedup

de aproximadamente 211.

No estudo realizado Duff (2023), foi desenvolvida uma versão paralela do conjunto de

Mandelbrot para GPU. Os testes foram realizados em um notebook e no supercomputador da

Universidade de Cal Poly Humboldt3. O fractal foi gerado utilizando 200 iterações, com uma

resolução de 10000 � 10000. No supercomputador, foi obtido um speedup de 29 e no notebook,

um speedup de 4.

Apesar do número considerável de trabalhos voltados à paralelização de fractais em

GPUs, não foram observados na literatura estudos envolvendo a paralelização do processo de

geração de corais utilizando fractais. No que se refere ao estudo dos corais, os conceitos de frac-

tais são utilizados principalmente para compreender os processos envolvidos em sua formação.

Por exemplo, no trabalho desenvolvido por Martin-Garin et al. (2007), foi utilizado

o método de contagem por caixas para calcular a dimensão fractal de diferentes espécies de

corais. Neste trabalho, foi utilizado um método baseado nas dimensões fractais para caracterizar

e distinguir as diferentes espécies de corais.

O estudo realizado por Purkis (2006) investiga as comunidades de corais e outros subs-

tratos marinhos no Golfo Pérsico. Usando imagens de satélite de alta resolução, os autores

analisam a distribuição dos corais para veri�car se estes seguem os padrões fractais. Neste caso,

foi utilizado o método de contagem por caixas para calcular a dimensão fractal das estruturas.

Os resultados mostraram que que as estruturas dos corais estudados seguem um comportamento

fractal.

2.3.1 Análise Comparativa dos Trabalhos Relacionados

Uma análise comparativa dos trabalhos relacionados é apresentada no Quadro 1. É pos-

sível observar que os trabalhos presentes na literatura se concentram, na sua grande maioria, na

geração de fractais de tempo de escape, como os conjuntos de Mandelbrot e Julia. Desta forma,

veri�ca-se que poucos trabalhos abordam a geração de fractais que simulam elementos da na-

tureza. Além disso, os estudos mais recentes utilizam a tecnologia CUDA para a paralelização

do processo de geração de fractais (DUFF, 2023; SIREGAR et al., 2022).

3 Universidade pública localizada em Arcata, Califórnia.
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Quadro 1 – Comparação entre trabalhos relacionados

Trabalho Objetivo Tecnologias utilizadas Resultados principais
Santos (2011) Implementar fractal de

Mandelbrot em ambien-
tes paralelos

OpenMP e CUDA
speedup de 7,57 com o
OpenMP e 37,55 com
o CUDA em resolução
16384×16384 com 4096
iterações

Haque et al. (2014) Compressão de imagens
médicas usando fractais GPU com sistema de

funções iteradas

speedup de 73 na resolu-
ção 512×512 e 864 na re-
solução 1024×1024, taxa
de compressão 40%

Sallow (2021) Geração dos fractais de
Mandelbrot e Julia em
GPU

CUDA
10000 iterações, spee-
dup de 347 no conjunto
de Mandelbrot e 1139 no
conjunto de Julia

Siregar et al. (2022) Versão paralela do con-
junto de Mandelbrot em
GPU

CUDA
10000 iterações, resolu-
ção 512×512, speedup
de 211

Duff (2023) Versão paralela do Man-
delbrot em GPU CUDA

Resolução
10000×10000, 200
iterações, speedup de 29
no supercomputador e 4
no notebook

Martin-Garin et al. (2007) Calcular dimensão frac-
tal de espécies de corais

Método de contagem por
caixas

Diferenças fractais usa-
das para caracterizar es-
pécies de corais

Purkis (2006) Analisar distribuição de
corais com imagens de
satélite

Box-counting aplicado a
imagens do Golfo Pér-
sico

Estruturas de corais
apresentaram comporta-
mento fractal

Zsaki (2016) Paralelizar o método
DLA para geração de
estruturas 3D

OpenCL em CPU e GPU Grade 768×768×768,
speedup de 8 na CPU e
55 na GPU

Fonte: O Autor (2025).

Diante da escassez de estudos voltados à geração de fractais que modelem elementos da

natureza, especialmente no que se refere à geração de fractais de corais, optou-se pelo desenvol-

vimento de uma versão paralela desse algoritmo em GPU. Para o desenvolvimento deste traba-

lho, optou-se pela utilização do método DLA (do inglês Diffusion Limited Aggregation), visto

que esse método é frequentemente utilizado para a geração de fenômenos e estruturas existen-

tes na natureza. Trabalhos desenvolvidos mostraram a viabilidade da paralelização do método

DLA em GPUs. De fato, no trabalho desenvolvido por Zsaki (2016), o método DLA foi parale-

lizado para a geração de estruturas 3D. O algoritmo foi paralelizado em CPUs e GPUs usando a

plataforma OpenCL. As simulações foram realizadas utilizando uma grade de 768 � 768 � 768.

Os resultados obtidos foram de uma speedup de aproximadamente 8 em CPUs e de de aproxi-

madamente 55 em GPUs.
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3 UNIDADES DE PROCESSAMENTO GRÁFICO

Nos últimos anos os fabricantes têm encontrado di�culdades em aumentar o poder com-

putacional dos processadores, principalmente devido a questões de consumo de energia e dis-

sipação de calor (KIRK; HWU, 2010). Essa desaceleração pode ser visualizada na Figura 9, que

mostra o crescimento do desempenho dos processadores ao longo de 40 anos, usando como

referência o processador VAX 11/780.

Figura 9 – Evolução das CPUs

Fonte: Hennessy e Patterson (2017).

Uma alternativa para contornar esse problema foi o desenvolvimento de arquiteturas

paralelas, onde diversas unidades de processamento trabalham em conjunto para acelerar a exe-

cução de um problema computacional (STALLINGS, 2017; KIRK; HWU, 2010). Existem diversos

tipos de arquiteturas paralelas, que tradicionalmente são classi�cadas utilizando Taxonomia de

Flynn (TANENBAUM, 2013; HENNESSY; PATTERSON, 2017).

A Taxonomia de Flynn classi�ca as arquiteturas computacionais com base em seu grau

de paralelismo, distinguindo entre modelos paralelos e não paralelos (FLYNN, 1966). Nesta, as

arquiteturas computacionais são classi�cadas de acordo com o número de �uxos de instruções

e do número de �uxos de dados. As classi�cações presentes na taxonomia de Flynn são:



• Single Instruction, Single Data (SISD): é a arquitetura de um computador sequencial

clássico. Esta arquitetura caracteriza-se por apresentar apenas um �uxo de instruções que

opera sobre um único �uxo de dados. O exemplo mais comum para esta categoria são os

computadores com apenas um núcleo de processamento (single-core).

• Single Instruction, Multiple Data (SIMD): um único �uxo de instruções é executado so-

bre múltiplos �uxos de dados. Neste caso, uma única unidade de controle emite uma

instrução, e várias unidades de processamento executam essa instrução em em diferentes

conjuntos de dados. Exemplos dessa arquitetura incluem os supercomputadores vetoriais

e matriciais e, mais recentemente, as GPUs.

• Multiple Instruction, Single Data (MISD): nesta arquitetura, múltiplos �uxos de instru-

ções operariam sobre um único �uxo de dados. Não existem exemplos práticos dessa

arquitetura, embora alguns autores sugerem que máquinas com pipeline1 poderiam se

enquadrar nessa classi�cação.

• Multiple Instruction, Multiple Data (MIMD): é considerada a categoria mais abrangente

de arquiteturas paralelas. A arquitetura MIMD é caracterizada pela execução de múltiplos

�uxos de instruções sobre múltiplos �uxos de dados. Nela, várias unidades de processa-

mento independentes operam sobre conjuntos de dados distintos. Os principais exemplos

dessa arquitetura são os computadores com processadores de múltiplos núcleos (multi-

core), multiprocessadores e os multicomputadores.

A arquitetura utilizada para a paralelização da geração de fractais de corais são as GPUs,

que se encontram na categoria SIMD. Sendo assim, a arquitetura SIMD será apresentada com

maiores detalhes.

3.1 ARQUITETURA SIMD

A arquitetura SIMD caracteriza-se por uma organização computacional onde uma única

unidade de controle gerencia múltiplos núcleos de processamento (Figura 10). Essa unidade de

controle decodi�ca um único �uxo de instruções e o transmite para todos os processadores, que

executam simultaneamente a mesma instrução, cada um operando sobre um conjunto distinto

de dados. A comunicação e a troca de dados entre os processadores é realizada tradicionalmente

através de uma memória compartilhada (HENNESSY; PATTERSON, 2017).

1 Uma instrução é dividida em estágios e processada sequencialmente por diferentes unidades
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Figura 10 – Arquitetura SIMD

Fonte: O Autor (2025).

De forma geral, as arquiteturas do tipo SIMD podem ser classi�cadas em dois princi-

pais tipos: os processadores matriciais e os vetoriais. Um processador vetorial é uma unidade

equipada com componentes especializados para operar sobre conjuntos de dados por meio de

uma única instrução. Trata-se de um modelo autônomo, pois possui sua própria unidade de

controle, ou seja, não necessita de outro dispositivo para gerenciar as operações. Além disso,

os processadores vetoriais podem efetuar operações escalares, ao contrário dos processadores

matriciais que dependem de outra unidade de controle para efetuar essas operações (HENNESSY;

PATTERSON, 2017).

Um processador matricial é uma unidade de processamento que não conta com uma

unidade de controle própria. A estrutura é composta por múltiplas unidades de processamento

simples com memória local, interligadas por uma rede de interconexão para a troca de infor-

mações. Assim, esse processador atua como um auxiliar em uma estrutura que envolve duas

partes: o host e o device. O host é o processador principal, que possui a unidade de controle e

gerencia toda a operação. Já o device é o processador matricial que executa as tarefas de compu-

tação intensiva (ABD-EL-BARR; EL-REWINI, 2005). As GPUs são um exemplo de processadores

matriciais, onde a CPU age como host e a GPU como device.

3.2 UNIDADES DE PROCESSAMENTO GRÁFICO

Embora a arquitetura SIMD tenha sido desenvolvida para ser usada em supercomputa-

dores, ela atualmente está presente em diversos computadores pessoais a partir das unidades de

processamento grá�co. Inicialmente, as GPUs foram projetadas para aplicações de processa-

mento e renderização grá�ca (THOMAS; DARUWALA, 2014). Contudo, devido a sua capacidade

de processar grandes volumes de dados, essas tornaram-se atrativas para uma ampla gama de

aplicações. Com isso, surgiram as GPUs de propósito geral, conhecidas como GPGPUs (do

inglês General-Purpose Computing on Graphics Processing Units) (KIRK; HWU, 2010). Atual-

mente, as GPGPUs são utilizadas em diversas áreas do conhecimento que demandam de alto

poder de processamento, como por exemplo, simulação de �uidos (HÖLSCHER et al., 2025), sis-
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temas distribuídos (YAO; HU; HOU, 2025; RYU; BYEON; KIM, 2025), entre outras (OWENS et al.,

2008).

O desempenho superior das GPUs em relação às CPUs decorre das diferenças entre as

duas arquiteturas (Figura 11). As CPUs são projetadas com poucos núcleos, porém mais com-

plexos, com lógicas de controle so�sticadas e hierarquias de cache elaboradas, sendo otimizadas

para a execução de tarefas sequenciais ou com paralelismo limitado (HENNESSY; PATTERSON,

2017). Por outro lado, as GPUs são constituídas por milhares de núcleos, individualmente mais

simples, mas otimizados para a execução simultânea de múltiplas instruções sobre dados dife-

rentes (NVIDIA, 2025a).

Figura 11 – Arquitetura CPU � GPU

Fonte: NVIDIA (2025a).

Essas diferenças entre as arquiteturas das CPUs e GPUs, contribuíram para que as

GPUs, com sua arquitetura voltada ao paralelismo massivo, apresentassem um poder de pro-

cessamento signi�cativamente maior, conforme pode ser observado na Figura 12.

Figura 12 – Comparativo de desempenho entre GPUs e CPUs

Fonte: Rupp (2016).
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3.3 ARQUITETURA DA UNIDADE DE PROCESSAMENTO GRÁFICO

A GPU utilizada no desenvolvimento deste trabalho é da fabricante NVIDIA. Por esse

motivo, optou-se por apresentar a arquitetura de uma GPU tomando como referência a arquite-

tura das GPUs desenvolvida por essa empresa. Mais especi�camente, optou-se por apresentar a

arquitetura Fermi da NVIDIA (STALLINGS, 2017).

A arquitetura das GPUs da NVIDIA é composta por um conjunto de SMs (Streaming

Multiprocessor), que possibilitam a execução simultânea de várias threads2. Nesta arquitetura,

as threads são organizadas em conjuntos chamados de warp (conjunto de 32 threads). Assim,

todas as threads de um warp são executadas simultaneamente por um SM. A execução dessas

threads segue o modelo SIMT (do inglês Single Instruction, Multiple Thread), onde todas as

threads de um warp executam simultaneamente uma mesma instrução.

Na Figura 13, tem-se uma ilustração da arquitetura Fermi da NVIDIA. Essa possui 16

SMs organizados em dois grupos de 8 SMs cada. Por sua vez, cada SM contém 32 núcleos

CUDA, totalizando 512 núcleos. Os núcleos CUDA são as unidades de processamento respon-

sáveis pela execução de operações com número inteiros e de ponto �utuante. Para otimizar o

acesso aos dados, uma memória cache L2 centralizada atende a ambos os grupos de SMs. A

arquitetura também integra seis unidades de memória DRAM e uma interface PCI-e que realiza

a comunicação com a CPU. Essa interface contém uma memória de acesso direto para a trans-

ferência de dados entre a memória do host e a memória da GPU (KIRK; HWU, 2010). Por �m,

tem-se o escalonador global GigaThread que é responsável pela distribuição e gerenciamento

das threads entre os diferentes SMs (STALLINGS, 2017).

Figura 13 – Arquitetura Fermi NVIDIA

Fonte: Adaptado de Stallings (2017).

2 Uma thread é um �uxo de execução de intruções.
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Como pode ser observado na Figura 14, cada SMs é composto por 32 núcleos CUDA.

Cada núcleo CUDA é projetado com duas unidades, sendo uma dedicada ao processamento de

números inteiros e outra de números em ponto �utuante. No entanto, apenas uma das unidades

pode ser utilizada por ciclo de clock. Ademais, uma operação em ponto �utuante de precisão

simples pode ser executada por uma única unidade de ponto �utuante. Já uma operação de preci-

são dupla exige o uso combinado de dois núcleos CUDA. Desta forma, threads com cálculos de

precisão dupla necessitam de mais tempo para serem executadas em comparação com aquelas

que utilizam operações de precisão simples (STALLINGS, 2017).

Figura 14 – Arquitetura de um SM

Fonte: Stallings (2017).

Além disso, cada SM, possui ainda um conjunto de 4 unidades de funções especiais

(SFU, do inglês Special Functions Unit). Esses componentes são projetados para executar ope-

rações matemáticas em apenas um ciclo de clock. Essas unidades são capazes de executar ope-

rações matemáticas especiais como seno, cosseno, exponencial, logaritmos, potências e raízes

(STALLINGS, 2017).

Os escalonadores de warp e as portas de despacho operam em conjunto com o escalo-

nador GigaThread. O escalonador GigaThread realiza a distribuição das threads para os dife-

rentes SMs, sendo que cada SM divide as threads em warps de 32 threads. Neste caso, cada

warp apresenta seu próprio escalonador. Todas as threads que compõem um warp iniciam exe-

cutando uma mesma instrução, porém cada thread possui seu próprio contador de programa e

um conjunto de registradores. Assim, cada thread pode criar rami�cações de forma indepen-

dente. Porém, se as threads de um warp divergirem devido a uma rami�cação, o warp executa

serialmente cada caminho da rami�cação, desativando as demais threads que não pertencem ao

caminho ativo (NVIDIA, 2025a).
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As unidades de carga/armazenamento (LSU, do inglês Load/Store Unit)) são responsá-

veis por gerenciar o acesso à memória em cada SM. A principal função de cada LSU é calcular o

endereço de origem ou destino de uma instrução. Esses endereços podem referenciar a memória

cache do SM ou a memória DRAM, para a comunicação com a CPU (STALLINGS, 2017).

3.3.1 Hierarquia de Memória de uma GPU

Uma GPU possui diferentes níveis memórias, onde cada nível de memória possui seu

propósito e características. Normalmente, esses níveis são divididos em dois tipos: memórias

que estão dentro de um SM (on-chip) e memórias que estão fora de um SM (off-chip). De acordo

com Stallings (2017) e Hennessy e Patterson (2017), os diferentes níveis de memórias presentes

em uma GPU são:

• Registradores: memória on-chip de mais alta velocidade. Esses são utilizados para o ar-

mazenamento de dados privados de cada thread. Assim, cada thread pode acessar apenas

o seu conjunto de registradores.

• Memória Compartilhada: memória on-chip, sendo utilizada para o compartilhamento de

dados entre todas as threads de um mesmo warp.

• Memórias Locais: memória off-chip que é utilizada para o armazenamento de dados cujo

tamanho excede a capacidade dos registradores de cada thread. Essa memória é privada

para cada thread.

• Memória Global: memória off-chip que é compartilhada por todas as threads de todos os

warps. Essa memória também é acessível pela CPU do host.

• Memória de Constante: memória off-chip, mas que possui uma cache dedicada dentro de

cada SM. Essa é uma memória só para leitura (read-only) que é utilizada para o compar-

tilhamento de dados entre todas as threads de todos os warps.

• Memória de Textura: esta memória off-chip que é otimizada para operações de leitura

e utiliza o mesmo espaço físico da memória global. Essa é otimizada para o acesso a

estruturas de dados unidimensionais, bidimensionais ou tridimensionais.

O Quadro 2 apresenta um resumo dos diferentes níveis de memórias presentes na arqui-

tetura de uma GPU.
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Quadro 2 – Hierarquia de memória em uma GPU

Tipo de memória Tempo de acesso rela-
tivo

Localização Tipo de acesso Escopo

Registradores O mais rápido On-chip Leitura/Escrita Thread única
Compartilhada Rápido On-chip Leitura/Escrita Todas as threads em um warp
Local Entre 100 e 150 vezes

mais lento que a compar-
tilhada e os registradores

Off-chip Leitura/Escrita Thread única

Global Entre 100 e 150 vezes
mais lento que a compar-
tilhada e os registradores

Off-chip Leitura/Escrita Todas as threads e host

Constante Entre 100 e 150 vezes
mais lento que a compar-
tilhada e os registradores

Off-chip Leitura Todas as threads e host

Textura Entre 100 e 150 vezes
mais lento que a compar-
tilhada e os registradores

Off-chip Leitura Todas as threads e host

Fonte: Adaptado de Stallings (2017).

3.3.2 Compute Uni�ed Device Architecture (CUDA)

A Compute Uni�ed Device Architecture (CUDA) é uma plataforma de computação cri-

ada pela NVIDIA em 2006 para facilitar o desenvolvimento de aplicações para as GPUs de-

senvolvidas pela empresa (NVIDIA, 2025a). Um programa em CUDA é dividido em trechos de

códigos que são executados pelo host (CPU) ou pelo device (GPU). Os trechos de código se-

quenciais são executados pelo host e os trechos de código que necessitam de paralelização são

executados no device. Um programa CUDA é escrito em um único código fonte, que engloba

tanto as instruções para o host quanto para o device (KIRK; HWU, 2010).

Dentro de um programa em CUDA, as funções a serem executadas na GPU são deno-

minadas kernels. Um kernel é de�nido a partir da declaração __global__, conforme pode

ser visto na primeira linha do Algoritmo 1, que de�ne um kernel que realiza a soma de dois

vetores e armazena o resultado em um terceiro.

Algoritmo 1 – Soma de vetores usando um kernel

1 __g loba l__ vo id VecAdd ( f l o a t* A, f l o a t * B , f l o a t * C) {

2 i n t i = t h r e a d I d x . x ;

3 C[ i ] = A[ i ] + B[ i ] ;

4 }

5

6 i n t main ( ) {

7 . . .

8 / / Chamada do k e r n e l com N b l o c o s e N t h r e a d s por b loco

9 VecAdd<<<NBLOCKS, NTHREADS>>>(A, B , C ) ;

10 . . .

11 }

Fonte: NVIDIA (2025a).
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No momento da chamada de um kernel é necessário de�nir o número de threads que

serão executadas. Dentro de um programa CUDA, as threads podem ser agrupadas em blocos

unidimensionais, bidimensionais ou tridimensionais. A invocação do kernel é feita a partir da

sintaxe <<< BLOCKS; THREADS >>>, onde o primeiro parâmetro representa o número

de blocos de threads e o segundo representa a quantidade de threads de cada bloco. Por exemplo,

caso a inicialização do kernel for com feita com 4 blocos e 4 threads por bloco, o kernel será

executado por um total de 16 threads. O Algoritmo 1 exempli�ca a chamada do kernel VecAdd

na linha 9.

Os blocos de threads podem ser agrupados em um grid. Um exemplo de grid pode ser

visualizado na Figura 15, que apresenta dois kernels, cada um sendo executado por um grid.

Esse grids, por sua vez, possuem uma estrutura bidimensional de blocos, onde cada bloco é

representado por uma estrutura tridimensional de threads.

Figura 15 – Representação de Grid de threads em CUDA

Fonte: Kirk e Hwu (2010).

Em CUDA, existem variáveis embutidas que só podem ser utilizadas dentro de um ker-

nel. Essas variáveis são frequentemente utilizadas para a divisão do processamento entre as

threads, pois possibilitam que as threads e blocos sejam diferenciados. Ou seja, a composi-

ção dessas variáveis embutidas funcionam como um identi�cador único (NVIDIA, 2025a). As

variáveis embutidas permitem que divisão seja realizada a nível de thread ou de bloco.
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A posição de uma thread em um bloco pode ser acessado através das variáveis em-

butidas threadId.x, threadId.y e threadId.z. No caso onde o kernel é inicializado

contendo blocos de apenas uma dimensão, a variável threadId.x irá retornar a posição de

uma thread dentro do referido bloco. Caso seja criado um bloco com duas dimensões, a va-

riável threadId.x irá retornar a posição de uma thread em relação ao eixo x, e variável

threadId.y a posição de uma thread em relação ao eixo y. A mesma lógica aplica-se à

organização de blocos em três dimensões. No Algoritmo 2, tem-se um exemplo de uso das vari-

áveis threadId.x (linha 5) e threadId.y (linha 6) para o acesso o acesso aos elementos

de uma matriz.

Algoritmo 2 – Soma de matrizes usando um kernel

1 __g loba l__ vo id MatAdd ( f l o a t A[N] [N] , f l o a t B[N] [N] ,

2 f l o a t C[N] [N] )

3 {

4 i n t i = t h r e a d I d x . x ;

5 i n t j = t h r e a d I d x . y ;

6 C[ i ] [ j ] = A[ i ] [ j ] + B[ i ] [ j ] ;

7 }

Fonte: NVIDIA (2025a).

A variável blockDim pode ser utilizada para obter as dimensões do bloco de threads.

No caso de um bloco criado com uma única dimensão, pode-se obter a dimensão do mesmo

através da variável blockDim.x. No caso de um bloco criado em duas dimensões obtém-se

as dimensões do bloco através das variáveis blockDim.x e blockDim.y. Já para blocos de

três dimensões são utilizadas as variáveis blockDim.x, blockDim.y e blockDim.z. O

Algoritmo 3 exempli�ca o uso das variáveis blockDim.x e blockDim.y para a obtenção

das dimensões de um bloco bidimensional.

Algoritmo 3 – Obtenção das dimensões de um bloco de threads

1 __g loba l__ vo id MatAdd ( f l o a t A[N] [N] , f l o a t B[N] [N] ,

2 f l o a t C[N] [N] )

3 {

4 i n t i = b l ock Idx . x * blockDim . x + t h r e a d I d x . x ;

5 i n t j = b l ock Idx . y * blockDim . y + t h r e a d I d x . y ;

6 i f ( i < N && j < N)

7 C[ i ] [ j ] = A[ i ] [ j ] + B[ i ] [ j ] ;

8 }

Fonte: NVIDIA (2025a).

A GPU não pode acessar os dados que encontram-se na memória do host. Para tanto,

é necessário primeiro alocar um espaço na memória da GPU e, em seguida, transferir os da-

dos. A alocação na memória da GPU é realizada através da função cudaMalloc e a trans-

ferência dos dados é realizada através da função cudaMemcpy (NVIDIA, 2025a; KIRK; HWU,
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2010). O Algoritmo 4 exempli�ca o uso das funções cudaMalloc e cudaMemcpy. A função

cudaMalloc é utilizada para a alocação dos vetores hA, hB e hC (linhas 8, 9 e 11). A trans-

ferência dos vetores para a memória do device é realizada através da função cudaMemcpy

(linhas 15 e 16). O parâmetro cudaMemcpyHostToDevice, indica que a transferência é

feita da memória do host (CPU) para o device (GPU). Após o término da execução do kernel,

a função cudaMemcpy é utilizada para a transferência dos resultado da memória do device

para a memória do host (linha 22). Essa direção de transferência é de�nida através do parâme-

trocudaMemcpyDeviceToHost. Por �m, o cudaFree (linhas 24, 25 e 26) é utilizado para

liberar a memória alocada no device das variáveis dA, dB e dC.

Algoritmo 4 – Alocação de memória na GPU

1 / / A loca v e t o r e s de dados hA and hB na memoria do h o s t

2 f l o a t * hA = ( f l o a t * ) ma l loc ( s i z e ) ;

3 f l o a t * hB = ( f l o a t * ) ma l loc ( s i z e ) ;

4 f l o a t * hC = ( f l o a t * ) ma l loc ( s i z e ) ;

5

6 / / A loca v e t o r e s na memoria do d e v i c e

7 f l o a t * dA ;

8 cudaMal loc (&dA , s i z e ) ;

9 f l o a t * dB ;

10 cudaMal loc (&dB , s i z e ) ;

11 f l o a t * dC ;

12 cudaMal loc (&dC , s i z e ) ;

13

14 / / Copia os v e t o r e s da memoria do h o s t para a memoria do d e v i c e

15 cudaMemcpy (dA , hA , s i z e , cudaMemcpyHostToDevice ) ;

16 cudaMemcpy ( dB , hB , s i z e , cudaMemcpyHostToDevice ) ;

17

18 . . . / / Execu ta um k e r n e l na GPU

19

20 / / Copia o r e s u l t a d o da memoria do d e v i c e para a memoria do h o s t

21 / / hC contem o r e s u l t a d o na memoria do h o s t

22 cudaMemcpy ( hC , dC , s i z e , cudaMemcpyDeviceToHost ) ;

23 cudaFree (dA ) ;

24 cudaFree ( dB ) ;

25 cudaFree ( dC ) ;

26 . . .

Fonte: Adaptado de NVIDIA (2025a).

Uma vez que os dados estão na memória GPU, a plataforma CUDA oferece um conjunto

de quali�cadores para gerenciar o uso da hierarquia de memória da GPU. A escolha adequada

desses quali�cadores é fundamental, uma vez que eles exercem in�uência signi�cativa sobre

o desempenho do programa (KIRK; HWU, 2010). O acesso a essas memórias é controlado por

através dos quali�cadores: __device__, __constant__ e __shared__. O quali�cador
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__device__ especi�ca que a variável é alocada na memória global da GPU, �cando acessível

à todas as threads e à CPU. Por outro lado, o quali�cador __constant__ aloca a variável na

memória constante da GPU. A memória constante é acessível apenas no modo de leitura pelas

threads da GPU, sendo modi�cável exclusivamente pela CPU antes da criação do kernel. Por

sua vez, as variáveis __shared__ são alocadas na memória compartilhada de um SM, sendo

acessíveis durante a execução do kernel por todas as threads do bloco (KIRK; HWU, 2010). No

Algoritmo 5 tem-se um exemplo da utilização dos quali�cadores para o acesso aos diferentes

níveis de memória.

Algoritmo 5 – Acesso aos tipos de memória

1 _ _ c o n s t a n t _ _ f l o a t c o n s t D a t a [ 2 5 6 ] ;

2 f l o a t d a t a [ 2 5 6 ] ;

3 cudaMemcpyToSymbol ( cons tDa ta , da ta , s i z e o f ( d a t a ) ) ;

4 cudaMemcpyFromSymbol ( da ta , cons tDa ta , s i z e o f ( d a t a ) ) ;

5

6 __shared__ f l o a t devData ;

7 f l o a t va l ue = 3 .14 f ;

8 cudaMemcpyToSymbol ( devData , &va lue , s i z e o f ( f l o a t ) ) ;

9

10 __dev ice__ f l o a t* d e v P o i n t e r ;

11 f l o a t * p t r ;

12 cudaMal loc (& p t r , 256* s i z e o f ( f l o a t ) ) ;

13 cudaMemcpyToSymbol ( devPo in te r , &p t r , s i z e o f ( p t r ) ) ;

Fonte: Adaptado de NVIDIA (2025a).
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4 IMPLEMENTAÇÃO DESENVOLVIDA

Este trabalho apresentou como principal objetivo desenvolver uma implementação pa-

ralela em GPU para a geração de estruturas de corais em três dimensões. Para isso, foi utilizado

o algoritmo Agregação Limitada por Difusão (DLA, do inglês Diffusion Limited Aggregation)

(BRAGA; RIBEIRO, 2011). Neste capítulo, inicialmente é apresentado o método DLA. Em se-

guida, é descrita sua implementação sequencial e, por �m, é descrita a implementação paralela

utilizando a plataforma CUDA.

4.1 AGREGAÇÃO LIMITADA POR DIFUSÃO

O DLA é um método proposto originalmente por Witten e Sander (1981) para descrever

o processo de formação de agregados aleatórios. Esse modelo é um fractal randômico frequen-

temente utilizado para a simulação de fenômenos da natureza, como por exemplo, a formação

de �ocos de neve, crescimento de colônias bacterianas, crescimento de recifes de corais, entre

outros (BRAGA; RIBEIRO, 2011).

A simulação computacional do DLA é realizada utilizando uma grade bidimensional ou

tridimensional. O processo inicia-se com a �xação de uma única partícula no centro da grade,

que é utilizada como o núcleo da estrutura. Após isso, novas partículas são geradas em posições

aleatórias (BRAGA; RIBEIRO, 2011). Cada uma dessas partículas executa uma caminhada aleató-

ria na rede, onde, a cada passo de tempo, a partícula se desloca de sua posição atual para um dos

sítios vizinhos, escolhido com igual probabilidade. Este tipo de movimento é uma aproximação

discreta do movimento browniano (ZSAKI, 2016).

A caminhada aleatória prossegue até que a partícula encontre um local adjacente a uma

partícula que já faz parte da estrutura. Nesse momento, ocorre a agregação, onde o movimento é

�nalizado e a partícula é �xada permanentemente na estrutura. Esta etapa de agregação é irrever-

sível, ou seja, uma vez anexada, a partícula não pode ser removida ou reposicionada (WITTEN;

SANDER, 1981). Este ciclo continua até que o aglomerado atinja um tamanho pré-determinado

ou um número especí�co de partículas seja incorporado. O �uxograma do algoritmo é apresen-

tado na Figura 16.



Figura 16 – Algoritmo DLA

Fonte: Adaptado de Braga e Ribeiro (2011).

A forma especí�ca de um agregado DLA é extremamente sensível a diversos parâmetros

da simulação, como a estrutura inicial e as regras de agregação. As condições iniciais, como o

número, a forma e a disposição espacial das partículas que iniciam o processo de agregação, são

fundamentais. Uma única partícula central, geralmente, leva a um crescimento radial (WITTEN;

SANDER, 1981), enquanto múltiplas sementes podem resultar em estruturas policêntricas, onde

diferentes agregados crescem e podem eventualmente interagir ou competir pelo espaço (ZSAKI,

2016). A Figura 17a mostra uma estrutura gerada com uma única partícula inicial no centro da

grade e a Figura 17b mostra uma estrutura com cinco partículas inicialmente colocadas na parte

superior da grade.
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