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RESUMO

A produção de energia por meio de painéis fotovoltaicos é uma tecnologia amplamente co-
nhecida e, recentemente, seu custo se reduziu a ponto de ser viável para usuários domésticos
instalarem sistemas para uso pessoal em suas casas, sítios, microempresas e afins. No entanto,
as instalações ainda apresentam um custo elevado. Por esse motivo, o monitoramento da gera-
ção de energia e a realização de manutenções são necessárias para garantir um funcionamento
duradouro e otimizado do sistema. Diversos sistemas foram desenvolvidos na tentativa de mo-
nitorar o funcionamento e predizer falhas, utilizando várias técnicas e monitorando diversas
variáveis. Neste trabalho, observa-se a tentativa de detectar e predizer falhas através de um soft-
ware de IA baseado no uso de um AutoEncoder. Redes neurais são elementos complexos no
desenvolvimento de software, e AutoEncoders se comportam de maneira específica e diferente
se comparados a outros tipos de redes neurais. Portanto, foi apresentado um estudo sobre o
funcionamento das redes neurais, como elas "aprendem"e como seus resultados são avaliados.
Como o tema deste projeto é AutoEncoders, foi dada ênfase maior a eles, conceituando o que
são, o que os diferencia das demais redes, como é sua arquitetura e seu funcionamento, além
de avaliar artigos na área de detecção de falhas usando AutoEncoders em outros tipos de si-
nais. Adicionalmente, também é apresentado o funcionamento de um sistema de geração de
energia fotovoltaico, sua instalação, manutenção, medição da quantidade de energia gerada e a
qualidade dessa geração. A importância da manutenção preventiva e preditiva para maximizar
a eficiência e a vida útil dos sistemas fotovoltaicos também foi discutida. O projeto do sistema
de detecção foi iniciado com a obtenção de um DataSet contendo medições do nível de geração
juntamente com diversas variáveis sobre o momento desta geração. A segunda etapa constituiu
na criação dos conjuntos de treino e teste, bem como no desenvolvimento do AutoEncoder e na
definição da métrica de avaliação de performance, sendo esta a divergência de Kullback-Leibler
(KL). A etapa seguinte concentrou-se no treino do modelo com diferentes números de camadas
e configurações. Por fim, as configurações e seus respectivos erros foram exibidos graficamente
para facilitar a análise e comparação. Além disso, foi analisada a viabilidade de aplicação em
larga escala e as possíveis melhorias futuras no modelo de AutoEncoder. Concluímos que os
resultados foram satisfatórios ao se avaliar a divergência dos dados após a desconstrução e re-
construção pelo AutoEncoder, comparando-os com os dados originais do dataset, demonstrando
a eficácia do método na detecção de falhas.

Palavras-chave: AutoEncoders. Fotovoltaico. Inteligência Artificial. Predição.



ABSTRACT

The production of energy through photovoltaic panels is a well-known technology, and recently
its cost has reduced to the point where it is feasible for domestic users to install systems for
personal use in their homes, smallholdings, micro-enterprises, and the like. However, installa-
tions still present a high cost. For this reason, monitoring energy generation and performing
maintenance are necessary to ensure a long-lasting and optimised system operation. Various
systems have been developed in an attempt to monitor performance and predict failures, using
several techniques and monitoring various variables. This work observes the attempt to detect
and predict failures through AI software based on the use of an AutoEncoder. Neural networks
are complex elements in software development, and AutoEncoders behave in a specific and dif-
ferent manner compared to other types of neural networks. Therefore, a study on how neural
networks function, how they "learn" and how their results are evaluated was presented. Since
the theme of this project is AutoEncoders, greater emphasis was given to them, defining what
they are, what differentiates them from other networks, their architecture and operation, as well
as evaluating articles in the field of fault detection using AutoEncoders in other types of signals.
Additionally, the operation of a photovoltaic energy generation system, its installation, mainte-
nance, measurement of the amount of energy generated, and the quality of this generation are
also presented. The importance of preventive and predictive maintenance to maximise the effi-
ciency and lifespan of photovoltaic systems was also discussed. The detection system project
began with obtaining a DataSet containing measurements of the generation level along with
various variables about the moment of this generation. The second stage involved creating the
training and testing sets, as well as developing the AutoEncoder and defining the performance
evaluation metric, which is the Kullback-Leibler (KL) divergence. The next stage focused on
training the model with different numbers of layers and configurations. Finally, the configura-
tions and their respective errors were graphically displayed to facilitate analysis and compar-
ison. Moreover, the feasibility of large-scale application and potential future improvements to
the AutoEncoder model were analysed. We concluded that the results were satisfactory when
evaluating the divergence of the data after the deconstruction and reconstruction by the AutoEn-

coder, comparing them with the original dataset data, demonstrating the method’s effectiveness
in fault detection.

Keywords: AutoEncoders, Artificial Intelligence, Photovoltaic, Prediction.
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1 INTRODUÇÃO

Inteligência arti�cial (IA) se refere a habilidade de um computador "pensar", isto é,

ser capaz de executar tarefas atribuídas a uma inteligência reservada aos humanos, sendo es-

tas exempli�cadas por ser lógica, descobrir métodos para obtenção de um resultado e, por �m,

aprender com fatos passados ou dados previamente imputados. Trata-se da arte de copiar a in-

teligência humana baseando-se em ciclos, assim, utilizando de métodos para que a mesma se

adéque e obtenha a capacidade de controlar a informação (PADALLAN , 2022). Apesar disto, a

IA não se compara a inteligência humana. A IA tem a capacidade apenas de simular a inteligên-

cia humana em alguns aspectos, tais como visual e espacial, movimentos corporais, interação

com outras pessoas, linguística e principalmente lógico matemática, sendo esta possivelmente

a única em que a IA possui um desempenho superior aos humanos (MASSARON, 2021).

Atualmente a arquitetura que mais se assemelha a um cérebro humano trata-se das Re-

des neurais arti�ciais (em inglês ANN)(PADALLAN , 2022). As redes neurais são compostas por

camadas de neurônios arti�ciais em sequência. Os neurônios se conectam entre si, por meio de

sinapses as quais são atribuídos pesos. Por meio do ajuste dos pesos para que na saída se ob-

tenha o resultado esperado, a rede "aprende"e é capaz de, com certo nível de acurácia, projetar

uma saída baseada nas entradas (MASSARON, 2021).

Evoluindo mais um passo, obtemos as redes neurais arti�ciais profundas, conhecidas

pelo nome em inglêsdeep learning. Elas consistem em redes neurais arti�ciais compostas por

mais de três camadas, sendo inclusas a camada de entrada e de saída nestes cálculos. Resu-

mindo, tem-se um modelodeep learningquando a rede possuir mais de uma camada oculta

(TAULLI , 2019).

Na �gura 1, é demonstrado o comparativo de uma rede neural arti�cial considerada

mais baixa ou comum, com uma rede neural que utiliza uma arquitetura dedeep learning(DL),

possuindo assim mais de uma camada oculta.



Figura 1 – Rede Neural Arti�cial X Rede de aprendizado profundo

Fonte: Adaptado de www.deeplearningbook.com.br/o-que-sao-redes-neurais-arti�ciais-
profundas/

Se tratando de IA, as redes podem ser classi�cadas quando ao aprendizado segundo

duas categorias principais, aprendizado supervisionado e aprendizado não supervisionado. No

primeiro, o algoritmo tem a classi�cação de cada tipo de dado, como se fossem categorias, por

exemplo, temos uma base de dados com múltiplas fotos de carros sendo que, cada foto possui

como identi�cador a marca do veiculo. Já no segundo método, o não supervisionado, os dados

não possuem nenhum tipo de classi�cação, aqui são usados os métodos de DL na tentativa de

obter padrões e classi�ca-los(TAULLI , 2019). Um dos métodos para tal são os AE, técnica que

será utilizada ao longo deste trabalho.

Autoencoderssão redes neurais arti�cias cujo objetivo primário é copiar a entrada para

a saída, sendo que o mesmo é forçado a não copiar a entrada para a saída de forma 100%

sendo assim, a rede é forçada a aprender as principais características, copiando apenas estas e

as repassando para a saída, mantendo somente as informações que realmente dão característica

aos dados (GOODFELLOW; BENGIO; COURVILLE, 2016).

Na �gura 2, é ilustrado o conceito da compressão, estudo de características e descom-

pressão de uma gravura, a�m de representar a mesma utilizando apenas o que faz a mesma ser

reconhecida como o que ela é, no caso um cogumelo do jogo Mario Bros.

Figura 2 – Exemplo prático de umAutoencoder

Fonte: Adaptado de https://www.deeplearningbook.com.br/introducao-aos-Autoencoders/
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Variados são os tipos deAutoencoders, por exemplo: regularizadores de escassez, anti

ruído, regularizadores, estocásticos e eliminadores de ruído (GOODFELLOW; BENGIO; COUR-

VILLE , 2016). Estes podem ser utilizados para múltiplos problemas, como compressão de itens,

partindo do princípio que as mesmas mantém a dimensionalidade e a magnitude de cada ponto

no espaço latente. Também podemos usar para classi�cação e detecção de anomalias, utilizando

um gabarito de avaliação. Podem ser usados também para a retirada de ruído de imagens ou si-

nais, bem como para colorir imagens em escala de cinza e podem até mesmo serem usados para

gerar novas imagens a partir do nada(LANGR, 2019).

1.1 OBJETIVO GERAL E OBJETIVOS ESPECÍFICOS

O presente trabalho propõe um estudo exploratório sobre a aplicação de modelos ba-

seados emAutoencoderspara a detecção de falhas em sistemas geradores de energia. Mais

especi�camente sistemas fotovoltaicos por meio do sinal de geração proporcionado pelos mes-

mos.

Avaliação de modelos baseados emAutoencoderspara tarefas de detecção de falhas a

partir de dados obtidos através dos sinais de corrente e tensão medidos durante a geração de

energia elétrica a partir de painéis fotovoltaicos.

Os objetivos especí�cos do trabalho são:

• Implementação de umAutoEnconderpara o problema especi�cado;

• Efetuar a aquisição de um sinal de geração de energia emitido por um sistema fotovol-

taico;

• Por meio de umAutoEnconderveri�car se é possível antecipar falhas;

• Com o uso de múltiplas métricas, avaliar a performance doAutoEnconderem todos os

pontos do processo;

• elaborar um modelo para detecção de falhas com base emAutoEnconder.

1.2 ORGANIZAÇÃO DO DOCUMENTO

O trabalho de conclusão está organizado em 4 capítulos e 13 subcapítulos e um dos

subcapítulos ainda é subdividido em 5. No capítulo 1 temos a introdução. A introdução é res-

ponsável por introduzir a área de estudo do tema, a base que levou a criação dosAutoEnconders

e uma breve citação dos tipos deste sistema de redes neurais. Os subtópicos desta seção são os

objetivo geral e objetivos e especí�cos, onde consta o que este trabalho pretende alcançar e, a

seção atual, composta pelo modo como este documento é organizado.
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No capítulo 2, constam os conceitos e aplicações do uso deAutoEnconders. No corpo do

capítulo, temos uma breve introdução sobreAutoEnconders, seguindo para o subcapítulo per-

ceptron e a rede multicamadas, onde é explicado o funcionamento de um perceptron (neurônio

arti�cial) e a organização destes perceptrons em rede, visando a criação de redes multicama-

das. Em seguida temos o subcapítulo Algoritmo deBackpropagation, responsável por explicar

e exempli�car como os pesos das redes multicamadas são atualizados segundo oBackPropa-

gation. Em seguida, um subcapítulo intitulado conceituação deAutoEnconders, capítulo este

responsável por explicar o que é umAutoEnconderse as principais tarefas realizadas por este

tipo de rede neural. Posteriormente é escrito um subcapítulo com os detalhes de arquiteturas

possíveis de se assumir para elaborar umAutoEnconders, sendo a arquitetura o arranjo dos per-

ceptrons para criar o próprioAutoEnconders. Depois, o subcapítulo é responsável por indicar

como umAutoEncondersfunciona em detalhes para assim, facilitar o entendimento do mesmo

como um todo. O penúltimo capítulo abre uma breve discussão sobre como osAutoEnconders

podem ser utilizados na tentativa não só de detectar como prever quando falhas ocorrerão e,

para �nalizar o capítulo macro sobreAutoEnconders, é posto um capítulo com considerações

�nais.

O Capítulo 3, consiste na implementação, que indica como funciona o projeto no qual

fora implementado o sistema composto porAutoEnconders. no corpo do capítulo é posta uma

introdução geral de tudo que será abordado nos subtópicos do capítulo. O primeiro subcapítulo

introduz a energia fotovoltaica, bem com o modo como a energia fotovoltaica é gerada, como

é dada a correta manutenção dos sistema em todas as suas partes e, por �m, como é avaliada

a quantia e a qualidade da energia gerada. No subcapítulo seguinte, são abordados os mate-

riais utilizados para elaborar e avaliar o sistema proposto, passando por dados, linguagem de

programação, bibliotecas, softwares e equipamentos. O terceiro subcapítulo é responsável por

indicar qual o método utilizado para determinar como o processo de concepção do software será

feito, utilizado e avaliado. Por �m, será exempli�cado na minucia, no subcapítulo de percurso

metodológico, como exatamente se dará todo o desenvolvimento do projeto de forma detalhada.

Por �m o capitulo 4 consiste em apenas um capítulo, composto pelas considerações

�nais sobre o trabalho, denotando resultados �nais e aprendizados obtidos no decorrer do pro-

cesso.
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2 AUTOENCODERS: CONCEITOS E APLICAÇÕES

Para compreender o conceito dosAutoencoders, é necessário conhecer sobre os neurô-

nios arti�ciais e os modelos de redes neurais. Uma rede neural tem por objetivo modelar o

processo que ocorre no cérebro humano.

2.1 PERCEPTRON E A REDE MULTICAMADAS

O Perceptron, concebido por McCullon e Pitts (MCCULLOCH; PITTS, 1943), representa

um modelo matemático que simula o comportamento de um neurônio humano. De maneira sim-

pli�cada, o neurônio é inicializado com conexões conhecidas como sinapses, cada uma delas

atribuída a um peso. Esse peso regula o sinal proveniente da entrada da sinapse. Todas as sinap-

ses de um determinado neurônio são agregadas através de uma função de soma, a qual pondera

os sinais de entrada que percorrem a rede. Os resultados dessa soma são então utilizados como

entradas para uma função de ativação, que restringe a amplitude do sinal de saída do neurônio,

limitando-o a um valor �nito (HAYKIN , 1998).

Mediante a utilização de neurônios arti�ciais organizados em camadas paralelas, com

vários neurônios contidos em cada camada é possível que uma rede arti�cial adquira conhe-

cimento ao ajustar repetidamente os pesos dos neurônios. A seguir, apresenta-se uma concisa

descrição de um neurônio e seus elementos constituintes (PADALLAN , 2022).

Na �gura 3 é oferecida uma descrição minuciosa de um neurônio arti�cial. Umbiasex-

terno, denotado porbk , é aplicado, e sua �nalidade é ajustar a entrada na função de ativação, au-

mentando ou diminuindo de acordo com a perspectiva. Os sinais de entrada sãox1; x2; : : : ; xm ,

e os pesos das sinapses sãowk1; wk2; : : : ; wkm , os quais variam à medida que os dados evoluem.

A combinação linear de saída é expressa comouk . O termobk é associado à representação do

bias, e, por último,' (� ) denota a função de ativação. Após o processamento pelo referido com-

ponente, culmina-se no resultado �nal dos sinais introduzidos no neurônio, identi�cados como

yk (HAYKIN , 1998).



Figura 3 – Neurônio arti�cial

Fonte: retirado de (HAYKIN , 1998)

Matematicamente, o neurônio pode ter suas saídas simpli�cadas porvk =
mP

j =0
Wkj X j e

Yk = ' (vk)(HAYKIN , 1998).

Aos neurônios é submetido um conjunto de entradas que são multiplicadas pelos seus

respectivos pesos e por �m, as multiplicações são somadas. Em seguida é adicionado um viés

(bias), resultando na saídaUk . Posteriormente, esta saída passa por uma função de ativação,

modi�cando Uk e resultando em uma saídaYk , que representa a saída �nal do neurônio em

consideração.

A �gura 4 oferece uma representação visual dos quatro principais tipos de função de

ativação amplamente utilizados na atualidade: Tangente Hiperbólica, ReLU (Recti�ed Linear

Unit), Sigmoidal e Leaky ReLU (Recti�ed Linear Unit com vazamento). Além disso, a �gura

inclui as respectivas expressões matemáticas que descrevem cada um desses tipos de função.

As mesmas tem seus respectivos grá�cos ilustrados na �gura 3, que se encontra abaixo:
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Figura 4 – Principais tipos de função de ativação

Fonte: retirado de https://ai-arti�cial-
intelligence.webyes.com.br/most-used-activation-functions-
in-neural-networks/

As funções de ativação têm como objetivo ativar o funcionamento do neurônio, determi-

nando quando a informação emitida pelo neurônio é relevante para ser incorporada à rede. No

entanto, a utilização de uma abordagem binária, com 0 para desativado e 1 para ativado, não é

su�ciente. Essas funções são essenciais para introduzir não-linearidade na rede, representando

um componente adicional nos neurônios. Isso possibilita lidar com tarefas mais complexas e ob-

ter resultados mais precisos, mesmo em situações menos complexas (RASAMOELINA; ADJAILIA;

SIN�cáK, 2020).

A função tangente hiperbólica (tanh) possui a característica de normalizar o valor de

saída, de modo que, quando o valor se aproxima de in�nito, a função tende a 1, e quando o

valor se aproxima de menos in�nito, a função tende a -1. Uma das vantagens fundamentais

desse modelo de função de ativação é a sua centralização em torno de 0, o que facilita o ma-

peamento de valores distantes de 0. Atanhtambém é amplamente utilizada para centralizar os

dados destinados à próxima camada. Além disso, pode ser derivada para mitigar um dos seus

pontos negativos: quando os valores tendem muito a zero, os gradientes ou a in�uência desse

valor na rede começam a desaparecer, resultando na interrupção do processo de aprendizado

(RASAMOELINA; ADJAILIA; SIN �cáK, 2020).

A função sigmoide exibe um comportamento bastante similar à função tangente hiper-

bólica. Elas compartilham a característica de que, conforme o valor tende a in�nito, a saída
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se aproxima de 1. No entanto, divergem quando o valor tende a menos in�nito: no caso da

sigmoide, a saída tende a 0, em contraste com a tendência a -1 natanh. A função sigmoide é

frequentemente empregada quando a saída �nal desejada pode ser interpretada em termos de

um percentual, ou quando se busca limitar o valor da saída, especialmente se é desejado evitar

saltos abruptos nos valores �nais (RASAMOELINA; ADJAILIA; SIN �cáK, 2020).

A terceira função de ativação é a funçãoReLU(Recti�ed Linear Unit), que, apesar de

sua aparência linear, se destaca por permitir obackpropagation. Uma das principais vantagens

da funçãoReLUé que nem todos os neurônios são ativados simultaneamente, neurônios com

saída menor que 0 tendem a ser desativados. Isso resulta em um processamento mais e�ciente, já

que neurônios não utilizados são desligados, acelerando a convergência dos gradientes. Quando

ativada, a funçãoReLUage de maneira linear, o que contribui para essa e�ciência. No entanto,

a função de ativaçãoReLU enfrenta um problema conhecido como "morte da ReLU"(Dying

ReLU). A parte negativa do grá�co retorna um resultado neutro, independentemente do valor, o

que signi�ca que, em certos cenários, os pesos e bias dos neurônios não são atualizados durante

o backpropagation. Isso pode resultar na ativação rara de alguns neurônios (RASAMOELINA;

ADJAILIA; SIN �cáK, 2020).

A problemática doDying ReLUé mitigada com a utilização da funçãoLeaky ReLU.

Nessa função, na parte negativa do grá�co, é introduzida uma ligeira inclinação na reta. A

Leaky ReLUmantém as mesmas vantagens de sua contraparte, a funçãoReLU, mas com a ca-

pacidade de lidar com obackpropagation. No entanto, mesmo com a solução para o problema,

quando valores negativos são introduzidos, a função não oferece predições consistentes e de-

manda um tempo signi�cativo de treinamento na rede nessa região (RASAMOELINA; ADJAILIA;

SIN�cáK, 2020).

Uma rede neural arti�cial é composta por várias camadas, e cada camada pode conter

vários neurônios. A camada de entrada (input) é responsável por receber os dados da base de

dados e transmiti-los às sinapses dos neurônios arti�ciais. A camada intermediária, também

chamada de oculta, desempenha o papel de processar os dados na busca pelo resultado dese-

jado, ajustando os pesos das conexões entre os neurônios. Por �m, a camada de saída (output)

transforma a saída da última camada intermediária em uma codi�cação adequada para o pro-

blema de aprendizado em questão. A camada intermediária é crucial para classi�car as redes

neurais arti�ciais em dois conjuntos principais: as redes neurais arti�ciais, que possuem uma ca-

mada oculta com um número variável de neurônios, e as redes de aprendizado profundo (Deep

Learning), que contam duas ou mais camadas ocultas (HAYKIN , 1998).

A �gura 5 ilustra uma rede neural do tipo Perceptron MulticamadasDeepLearning, com

uma indicação das camadas de entrada, intermediárias e saída.
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Figura 5 – Rede neural com descrição de camadas

Fonte: retirado de https://srnghn.medium.com/deep-learning-overview-of-neurons-and-
activation-functions-1d98286cf1e4

Os limites de uma rede neural nesta con�guração incluem a necessidade de os dados de

entrada serem numéricos e preparados manualmente por um ser humano, geralmente seguindo

um método semi-automático. A codi�cação das características do problema também é realizada

manualmente pelo ser humano. No entanto, para problemas complexos, como detecção de fa-

lhas, visão computacional e monitoramento de objetos, as características especí�cas podem ser

númerosas e é desa�ador identi�car quais delas são realmente relevantes para um modelo de

aprendizagem.

Para superar essa questão, foram desenvolvidas e testadas arquiteturas que processam

imagens e outros sinais de forma a integrar a extração de características ao processo de aprendi-

zado. Essas abordagens visam automatizar a identi�cação e utilização das características mais

pertinentes para o modelo, permitindo que a rede neural aprenda de maneira mais e�ciente e

e�caz.

2.2 ALGORITMO BACKPROPAGATION

O BackPropagationrepresenta um algoritmo fundamental utilizado no treinamento e�-

caz de redes neurais arti�ciais, sendo particularmente relevante no contexto do aprendizado

profundo. Sua aplicação visa a otimização dos pesos vinculados às conexões neurais, promo-

vendo uma melhoria gradual na capacidade preditiva da rede por meio da análise e correção dos

erros antecipados ((ED.), 1995).

O processo tem início com a apresentação dos conjuntos de treinamento à rede neural.

É então conduzida umaForwardPropagation, na qual os dados são passados desde a camada de
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entrada até a camada de saída. Durante essa fase, cada neurônio calcula sua saída com base nos

estímulos de entrada e nos pesos das conexões correspondentes.

Após aForwardPropagation, o erro ou perda é avaliado comparando as saídas geradas

pela rede com os valores desejados, ou seja, os rótulos dos conjuntos de treinamento. Essa

métrica de erro quanti�ca a discrepância entre as predições da rede e o ideal almejado. A etapa

subsequente envolve aBackwardPropagationou retro propagação. Seu propósito é calcular

as variações mínimas nos pesos das conexões que possam reduzir a perda identi�cada. Esse

cálculo é realizado aplicando a regra da cadeia de derivadas, permitindo determinar o gradiente

da função de perda em relação a cada peso ((ED.), 1995).

O gradiente obtido é utilizado para reajustar os pesos das conexões, visando minimi-

zar a perda. Destaca-se o papel crucial da taxa de aprendizado, um parâmetro essencial que

regula a magnitude das alterações nos pesos a cada iteração do algoritmo. O ciclo composto

por ForwardPropagatione BackwardPropagationé iterado várias vezes, através do processo

conhecido como épocas de treinamento. Ao longo dessas iterações, os pesos são gradualmente

ajustados para minimizar a função de perda, otimizando a precisão preditiva da rede neural com

base nos estímulos de entrada ((ED.), 1995).

Assim, oBackPropagationse estabelece como o pilar fundamental no treinamento de

redes neurais, viabilizando a aprendizagem a partir dos dados fornecidos e o aprimoramento

contínuo do desempenho da rede ao longo das iterações ((ED.), 1995).

O algorítimo 1 apresenta um código, usando a bibliotecaTensorFlowbem como biblio-

tecas auxiliares

Algoritmo 1 – Rede neural usando BackPropagation

1 import t e n s o r f l o w as t f

2 from s k l e a r n . d a t a s e t simport l o a d _ d i g i t s

3 from s k l e a r n . m o d e l _ s e l e c t i o nimport t r a i n _ t e s t _ s p l i t

4 from s k l e a r n . p r e p r o c e s s i n gimport S t a n d a r d S c a l e r

5 from s k l e a r n . m e t r i c s import a c c u r a c y _ s c o r e

6

7 # Carregar o c o n j u n t o de dados MNIST

8 d i g i t s = l o a d _ d i g i t s ( )

9 X, y = d i g i t s . da ta , d i g i t s . t a r g e t

10

11 # Pre�p rocessamento dos dados

12 s c a l e r = S t a n d a r d S c a l e r ( )

13 X = s c a l e r . f i t _ t r a n s f o r m (X)

14

15 # D i v i d i r o c o n j u n t o de dados em t r e i n o e t e s t e

16 X_t ra in , X_ tes t , y _ t r a i n , y _ t e s t = t r a i n _ t e s t _ s p l i t

17 (

18 X, y , t e s t _ s i z e =0 .2 , r an do m_s ta te =42

19 )
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21 # Parametros da rede n e u r a l

22 i n p u t _ s i z e = X _ t r a i n . shape [ 1 ]

23 h i d d e n _ s i z e = 128

24 o u t p u t _ s i z e = 10

25 l e a r n i n g _ r a t e = 0 .01

26 epochs = 1000

27

28 # D e f i n i r o modelo da rede n e u r a l

29 model = t f . k e r a s . S e q u e n t i a l ( [

30 t f . k e r a s . l a y e r s . Dense ( h i d d e n _ s i z e , a c t i v a t i o n = ' s igmoid ' ,

31 i n p u t _ s h a p e =( i n p u t _ s i z e , ) ) ,

32 t f . k e r a s . l a y e r s . Dense ( o u t p u t _ s i z e , a c t i v a t i o n = ' so f tmax ' )

33 ] )

34

35 # Compi lar o modelo

36 model .compi le ( o p t i m i z e r = t f . k e r a s . o p t i m i z e r s .

37 SGD( l e a r n i n g _ r a t e = l e a r n i n g _ r a t e ) ,

38 l o s s = ' s p a r s e _ c a t e g o r i c a l _ c r o s s e n t r o p y ' ,

39 m e t r i c s =[ ' accu racy ' ] )

40

41 # T r e i n a r o modelo

42 model . f i t

43 (

44 X_t ra in , y _ t r a i n , epochs=epochs , b a t c h _ s i z e =32 ,

45 v a l i d a t i o n _ s p l i t =0 .1 , ve rbose =1

46 )

47

48 # Ava l i acao do modelo

49 p r e d i c t i o n s = model . p r e d i c t ( X _ t e s t )

50 p r e d i c t e d _ l a b e l s = np . argmax ( p r e d i c t i o n s , a x i s =1)

51 accu racy = a c c u r a c y _ s c o r e ( y _ t e s t , p r e d i c t e d _ l a b e l s )

52 p r i n t ( " Acu rac ia no c o n j u n t o de t e s t e : " , accu racy )

Fonte: O Autor (2024)

2.3 CONCEITUAÇÃO DEAUTOENCODERS

Os modelos de IA, pelo modo como operam, necessitam de um grande número de amos-

tras para cada classe que se busca classi�car, especialmente quando há um grande número de

features, para atribuir uma faixa de valores adequada a cada característica (JOLLIFFE, 2002).

Para ilustrar, suponha um conjunto de dados sobre veículos. Quando observa-se o comprimento

e a largura de um veículo, nota-se que o número de janelas aumenta, assim como a quantidade

de vidro usado na fabricação e possivelmente o tamanho das janelas. No entanto, para identi-

�car o tipo de veículo, não são necessárias todas essas quatro variáveis. Teoricamente, é mais
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e�caz para o modelo se pelo menos duas delas forem removidas. Isso resolve tanto o problema

da redução de dados desnecessários para o treinamento do modelo quanto a necessidade de um

grande número de amostras para a classi�cação adequada (JOLLIFFE, 2002).

Linearmente, para a obtenção de atributos distintivos, é empregada uma metodologia

denominada análise de componentes principais ou, em inglês,Principal Component Analysis

(PCA). O PCA opera ao identi�car as dimensões dos dados que apresentam maior dispersão,

identi�cando, dessa maneira, as características preponderantes que diferenciam substancial-

mente as classes presentes no conjunto de dados. Estas características são, então, preservadas.

Uma desvantagem do método PCA (Principal Component Analysis) em comparação

com os Autoencoders (AEs) é que o PCA é um método linear, o que signi�ca que ele otimiza

ao longo de uma linha, enquanto os AEs são capazes de otimizar ao longo de uma curva, propor-

cionando uma abordagem mais �exível e mais adaptável para a redução de dimensionalidade e

extração de características (JOLLIFFE, 2002). A �gura 6, ilustra as diferenças dentre os processo

de Otimização do PCA e dos AEs.

Figura 6 – Diferença na redução de dimensionalidade de PCAs e AEs.

Fonte: retirado de www.researchgate.net/�gure/Comparison-between-PCA-and-
Autoencoder-15_�g1_340049776

Autoencoderssão derivados de redes neurais arti�ciais, sendo uma con�guração especí-

�ca destas. OsAutoencoders(AEs) foram inicialmente concebidos com o propósito de reduzir a

dimensionalidade dos dados, eliminando elementos considerados dispensáveis para representar
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as características essenciais dos mesmos, sem perda signi�cativa de informação. Nesse sentido,

os AEs destacam-se por sua capacidade de aprender características inerentes ao conjunto de

dados em análise (GOODFELLOW; BENGIO; COURVILLE, 2016). Funcionam através da inserção

dos dados de entrada na primeira camada, denominada camada deencode, seguida de proces-

samento por múltiplas camadas ocultas até a de�nição de um modelo dos dados na camada de

latência. Posteriormente, esses dados são reconduzidos a uma representação compreensível para

os seres humanos, por meio da camada de decodi�cação (BANK; KOENIGSTEIN; GIRYES, 2023).

Em termos simpli�cados, a missão dos AEs é aprender uma representação de um conceito (algo)

com o objetivo de reproduzir a entrada o mais precisamente possível, de maneira autônoma. Por

esse motivo, são classi�cados como uma forma de aprendizado não supervisionado (ATIENZA ,

2020).

A redução de dimensionalidade tem como objetivo eliminar o maior número possível de

variáveis inseridas em um modelo de treinamento. Em uma base de dados extensa, com centenas

de características, é comum encontrar características redundantes, que contribuem pouco ou

quase nada para de�nir um item conforme sua natureza. Dessa forma, busca-se identi�car as

variáveis principais, aquelas que têm uma relação não linear com outras variáveis. Esse processo

é crucial devido à "maldição da dimensionalidade"(BELLMAN , 1957). Um termo que abrange

todos os problemas ocasionados pelo excesso de características (features).

O Autoencoder(AE) pode utilizar diversas fontes de dados, como discursos, texto, ima-

gens, vídeos e uma variedade de sinais, incluindo elétricos e de rádio, para coletar informações.

A �m de otimizar a incorporação dos dados no codi�cador, é fundamental realizar um trata-

mento que vise a máxima limpeza dos mesmos. Nesse contexto, o AE busca codi�car uma

entrada em um vetor de baixas dimensões, processo representado pela equaçãoh = f (x), em

quef (x) corresponde às características latentes ou ao vetor latente. Este vetor latente constitui

uma representação compacta dos dados, quase totalmente comprimida. Em seguida, tem-se a

etapa da decodi�cação, expressa pela equaçãog(f (x)) = x, na qual obtem-se os dados pro-

cessados que visam ser o mais semelhantes possível aos dados originais. O vetor latente deve

possuir uma dimensão su�cientemente reduzida para possibilitar a reconstrução dos dados de

entrada por meio do decodi�cador, mas não tão grande a ponto de fazer com que o AE se limite

a memorizar e simplesmente reproduzir na saída a mesma informação (ATIENZA , 2020).

A �gura 7 ilustra o ciclo feito pelo AE de forma simpli�cada, sendo x os dados iniciais,

f o codi�cador, h o vetor latente, g o decodi�cador e, por �m, os dados resultantes representados

por r.
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Figura 7 – Fluxograma básico de umAutoencoder.

Fonte: retirado de (GO-

ODFELLOW; BEN-

GIO; COURVILLE,
2016)

A �gura 8 representa a redução e aumento de dimensionalidade de umAutoencoder

durante seu processo de aprendizado, usando como exemplo a reconstrução de uma imagem.

Figura 8 – Representação das camadasEncodeeDecoder.

Fonte: retirado de https://poulami98bakshi.medium.com/Autoencoders-367b386fa4e9

Explorando as camadas em maior detalhe, a função primordial da camada de codi�cação

é converter a entrada no vetor latente, efetivamente constituindo uma representação reduzida

em dimensionalidade da entrada. Dessa forma, a camada de codi�cação é orientada a aprender

apenas o que julga ser essencial para facilitar uma reconstrução adequada. Para alcançar tal

objetivo, o AE emprega diversas arquiteturas, esboçadas a seguir.

2.4 ARQUITETURAS DEAUTOENCODERS

Existem várias maneiras de codi�car e decodi�car informações por meio deAutoenco-

ders (AEs). Esses métodos são variados e selecionados de acordo com a natureza especí�ca

do problema a ser abordado. Dessa forma, a arquitetura é adaptada para cada caso, levando

em consideração não apenas a capacidade computacional necessária, mas também o resultado

desejado. Nas seções subsequentes, serão delineadas algumas das principais arquiteturas.

No início, a concepção de umAutoencoder(AE) que simplesmente compacta e des-

compacta um conjunto de dados genérico pode parecer excessivamente elementar. No entanto,
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sua aplicação se justi�ca pelo fato de que o vetor latente deve capturar o máximo de infor-

mações possíveis acerca da base de dados em consideração. Esse "máximo"é determinado por

uma pessoa, e o AE é responsável por selecionar quais informações são as mais relevantes. O

aprendizado desta é apresentado com uma forma simpli�cada de uma minimização da função

de perda, representada pela equação:

L(x; g(f (x))) (2.1)

Onde L é a função de erro que penaliza a reconstrução pelo decodi�cador representado

por g(f(x)).

Como efeito adicional, oAutoencoder(AE) demonstra capacidade de aprender o subes-

paço primordial das informações presentes no conjunto de treinamento. Em relação aos AEs

não-lineares, destaca-se um maior poder computacional quando comparado aos Métodos de

Componentes Principais (PCAs), tecnologia para a qual os AEs foram desenvolvidos como

uma alternativa otimizada, embora por meio de uma abordagem distinta (GOODFELLOW; BEN-

GIO; COURVILLE, 2016).

Em seguida, foram desenvolvidosAutoencoders(AEs) regularizados, na tentativa de

garantir que, após determinar a dimensão adequada do espaço latente e a capacidade apropriada

para o codi�cador e o decodi�cador, o AE não �casse restrito apenas a copiar a entrada para a

saída, mediante ajustes na função de perda. Em vez de limitar a capacidade do codi�cador, do

espaço latente e do decodi�cador, essa abordagem permite que o AE adquira outras habilidades,

além da mera replicação da entrada. OsAutoencoderssão tão abrangentes que qualquer modelo

generativo que envolva variáveis latentes e seja capaz de calcular representações latentes de

uma entrada de dados especí�ca pode ser classi�cado como um AE (GOODFELLOW; BENGIO;

COURVILLE, 2016).

Com o intuito de evitar a simples replicação da entrada para a saída, diversos métodos

foram propostos para possibilitar algum tipo de aprendizado. Em um desses casos, que será

delineado a seguir, emprega-se a penalização por escassez.Esta operação pode ser, de forma

simpli�cada, representada por:

L(x; g(f (x))) + 
( h) (2.2)

Sendo
( h) diretamente aplicado a saída do codi�cador.

Autoencoders(AEs) desse tipo são frequentemente aplicados em situações em que a de-

tecção de características é necessária, sendo essas características posteriormente utilizadas em

outras aplicações. Eles são direcionados para fornecer uma análise estatística dos recursos con-

tidos no conjunto de dados, tornando-se especialmente úteis em cenários que requerem tarefas
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de classi�cação. O termo! (h) pode ser interpretado como um fator de normalização, adicio-

nado com o propósito de mitigar o problema mencionado anteriormente, no qual o AE apenas

transmite os dados de um ponto a outro sem que algo particularmente útil ocorra (GOODFEL-

LOW; BENGIO; COURVILLE, 2016).

Podemos empregar a alteração da função de custo por meio da penalização da função

de custo, mencionada anteriormente como
 . Essa abordagem visa modi�car o erro de recons-

trução quando o vetor latente é revertido à sua dimensão original.

Exempli�cação da já conhecida penalização da função de custo:

L(x; g(f (x))) (2.3)

Neste método ela é substituída uma representação simpli�cada, representada por:

L(x; g(f (~x))) (2.4)

Nesse cenário,~x representa nada mais do que uma cópia dex que foi impactada por

algum tipo de ruído, geralmente de natureza que afeta diretamente a medição. Devido a essa

característica, osAutoencoderstêm a capacidade de, durante o processo, remover esse ruído,

resultando na limpeza dos dados (GOODFELLOW; BENGIO; COURVILLE, 2016).

Outra abordagem propõe a utilização de penalização através de
 , porém com uma

metodologia diferenciada em relação à abordagem convencional. Esta operação pode ser, de

forma simpli�cada, representada por:


( h; x) = �
X

i

k 5 xhi k2 (2.5)

O propósito dessa abordagem é garantir que, se a função xx sofrer uma pequena varia-

ção, a função resultante não varie signi�cativamente. Esse método visa capturar as informações

relevantes diretamente da distribuição do conjunto de treinamento, e é conhecido como contra-

tivo, uma variação dosAutoencodersque incorpora conexões semidiretas por meio da remoção

de ruído (GOODFELLOW; BENGIO; COURVILLE, 2016).

Nos usos mais típicos, osAutoencoderssão geralmente empregados com apenas uma

camada tanto na etapa de codi�cação quanto na de decodi�cação. No entanto, assim como

diversos outros tipos de redes neurais, eles se bene�ciam consideravelmente da adição de múl-

tiplas camadas, resultando nos chamadosDeep Encoders(DE). Por serem redes do tipoFeed-

Forward, osAutoencoderstêm a garantia de poder representar qualquer função, característica

essa decorrente do teorema da aproximação universal. Isso é particularmente valioso, pois com
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várias camadas, é possível impor restrições arbitrárias (GOODFELLOW; BENGIO; COURVILLE,

2016).

Uma vantagem adicional é a capacidade de reduzir substancialmente o custo computa-

cional ao escolher uma função adequada e usar camadas adicionais. Além disso, se não houver

uma exigência de menor capacidade computacional, é viável manter a e�cácia do treinamento

com uma quantidade menor de dados de treinamento. Frequentemente, é recomendado que,

para melhor e�cácia, o DE seja treinado com múltiplos AEs, formando assim uma arquitetura

composta (GOODFELLOW; BENGIO; COURVILLE, 2016).

Dado que osAutoencoders(AEs) são do tipoFeedForward, todas as características

inerentes a esse tipo de rede são aplicáveis de forma natural aos AEs. Isso inclui a obtenção de

uma saída distribuída, representada porp(yjx), cuja minimização é expressa por� logp(yjx),

ondeY é composto por vetores alvo. Cada posição nesses vetores descreve a classe de dado

presente no vetor latente. Vale ressaltar que o vetorx, além de servir como dado de entrada,

representa o dado que desejamos obter.(GOODFELLOW; BENGIO; COURVILLE, 2016).

Mesmo com essa abordagem, é possível empregar as mesmas arquiteturas mencionadas

anteriormente, porém treinadas através da minimização da função de�nida por� logpdecoder(yjx),

cuja de�nição principal está relacionada apdecoder. Uma estratégia mais inovadora leva em con-

sideração a generalização da função de codi�caçãof (x), transformando-a em uma codi�cação

distribuídapencoder(hjx). Nesse contexto, qualquer variável latente do modelopencoder(hjx) pode

atuar como um codi�cador estocástico, ondepencoder(hjx) = pmodel, e como um decodi�cador

estocástico, ondepdecoder(hjx) = pmodel (GOODFELLOW; BENGIO; COURVILLE, 2016).

Outro modelo amplamente empregado são osAutoencodersremovedores de ruídos

(DAE na sigla em inglês). Esses constituem um tipo especí�co de AE com o propósito de eli-

minar ruídos em determinado dado, ao tentar prever o dado original a partir da versão ruídosa.

Esse processo propaga o dado livre de ruídos para a camada de saída, conforme exempli�cado

na �gura 9.

Figura 9 – Fluxograma básico de umDenoising Autoencoder.

Fonte: retirado de (GO-

ODFELLOW; BEN-

GIO; COURVILLE,
2016)
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O DAE usa um processo de corrompimentoC(xj~x), que representa uma distribuição

condicional sobre as amostras corrompidas~x, com base em um conjunto de dadosx. O DAE

aprende através da reconstrução probabilísticapreconstruct(xj~x) dos dados imputados e corrompi-

dos(x; x )(x; x ). A abordagem envolve retirar uma amostrax do conjunto de treino, corrompê-

la usandoC(xj~x = x), e, �nalmente, estimar a reconstrução distribuídapreconstruct(xj~x) =

pdecoder(xjh), ondeh é a saída do codi�cadorf (~x), epdecoderé de�nido porg(h).

A �gura 10 ilustra dois variantes de DAE, onde o primeiro delineia uma con�guração de

rede submetida a uma base de dados ideal, porém, contendo dados comprometidos. Enquanto

isso, a segunda representação à direita ilustra uma base de dados isenta de qualquer tipo de

corrupção.

Figura 10 – Variações de umDenoising Autoencoder

Fonte: retirado de (PISAet al., 2020)

Após a exploração aprofundada do universo dosAutoencoders, uma categoria versátil de

redes neurais que vai além da mera compressão de dados, tornou-se evidente que essas estrutu-

ras têm a capacidade de aprender representações latentes altamente signi�cativas e promissoras.

Desde a con�guração tradicional do AE até variações mais avançadas, como osdenoisingAEs,

percebemos que essas arquiteturas são pro�cientes em aprender representações latentes de con-

siderável potencial e relevância. Os AEs desempenham um papel fundamental em tarefas de

reconstrução e geração, oferecendoinsightsvaliosos para uma ampla variedade de aplicações,

abrangendo desde a redução de dimensionalidade até a criação de novos conjuntos de dados.

2.5 COMPREENDENDO O FUNCIONAMENTO DOAUTOENCODERS

A �m de que seja possível compreender como um modelo baseado emAutoencodersé

construído, um exemplo aplicado é descrito nesta seção. Para iniciar, é importante compreender

que uma arquiteturaAutoencodersé baseada em camadas sucessivas, conforme ilustrado na

�gura 11.
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Figura 11 – Fluxograma de umAutoencodercom legenda.

Fonte: retirado de: https://www.researchgate.net/�gure/An-example-Autoencoder-model-
architecture-with-symmetrical-encoder-and-decoder-networks_�g2_352703131

As camadas responsáveis peloencoderem umAutoencodersão fundamentais para com-

primir os dados de entrada em uma representação de menor dimensionalidade, chamada de vetor

ou espaço latente. O processo deencodese desenrola da maneira descrita a seguir.

Começando com a camada de entrada, ilustrada na �gura como X, os dados brutos são

inseridos na rede neural, onde cada nó representa umafeaturedos dados de entrada. Em seguida,

seguimos para a camada L1, onde ocorrem transformações lineares por meio de multiplicação

de pesos e adição de viés a cadafeaturede entrada. Essa operação é representada comoZ =

WX + BZ = WX + B, ondeZZ é a saída da camada,WW são os pesos,XX são as entradas

eBB são os vieses.

Após a transformação linear, temos a camada L2, onde é aplicada uma função de ativa-

ção não linear, como ReLU, Sigmoid ou Tanh, introduzindo não linearidades na representação

e permitindo a captura de padrões complexos nos dados. As camadas intermediárias subsequen-

tes, que seriam múltiplas camadas tais quais L2, continuam aplicando transformações lineares e

funções de ativação não lineares, resultando em uma redução progressiva da dimensionalidade

dos dados. Isso comprime as informações, preservando as características mais relevantes.

A última camada doencoder, conhecida como camada latente, gera o espaço latente,

representado por L3. O espaço latente é a representação de menor dimensionalidade dos dados,

contendo as características mais signi�cativas. Durante o treinamento, os parâmetros da rede

(pesos e vieses) são otimizados por meio de algoritmos de otimização, como gradiente descen-

dente, para minimizar uma função de custo que compara a saída doencoder(o Espaço latente)

com a entrada original.
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O encoderbusca aprender uma representação compacta e informativa dos dados, permi-

tindo uma signi�cativa redução na dimensionalidade sem perda de informações cruciais. Essa

representação latente pode ser usada para reconstruir os dados originais pelodecoderou para

outras tarefas, comoclusteringou transfer learning. Já a segunda camada, a camada dede-

coderem umAutoencodersdesempenha um papel crucial ao reconstruir os dados originais a

partir da representação latente, gerada peloencoder. Examina-se a seguir de forma detalhada

como essa camada opera. A entrada, que é o Espaço latente, representado por L3, uma repre-

sentação compacta de menor dimensionalidade gerada peloencoder. Cada componente desse

código latente é multiplicado pelos pesos correspondentes e somado ao viés, uma operação in-

versa à realizada nodecoder, representada pela camada L4. Essa operação é expressa como

Z = W 0X + B 0Z = W 0X + B 0, ondeZZ é a saída da camada,W 0W 0 são os pesos inversos e

B 0B 0são os vieses inversos.

Após as transformações lineares, é aplicada uma função de ativação não linear a cada nó

da camada, Representada pela camada L5, introduzindo não linearidades na reconstrução e per-

mitindo que o modelo capture padrões complexos e sutilezas presentes no Espaço latente. Au-

mentando progressivamente a dimensionalidade, cada camada intermediária dodecoderbusca

reconstruir as características dos dados originais, expandindo a representação e tornando-a mais

similar à entrada original.

A última camada dodecoderé a camada de saída, esta representada porx̂, responsável

por gerar a reconstrução �nal dos dados, mantendo a mesma dimensionalidade que a entrada

original. Durante o treinamento, uma função de custo, é calculada comparando a saída dode-

codercom os dados de entrada originais. Essa função penaliza as diferenças, incentivando o

modelo a aprender uma reconstrução precisa.

No processo de treinamento, os parâmetros dodecoder, incluindo pesos e vieses, são

otimizados para minimizar a função de custo. Isso é feito utilizando algoritmos de otimização,

como o gradiente descendente, para melhorar a qualidade da reconstrução e garantir que o

decoderrecrie os dados originais com precisão.

Assim, o papel essencial dodecoderé reverter a compactação feita peloencoder, re-

construindo os dados originais a partir do código latente. Isso permite avaliar a e�ciência da

representação latente aprendida e a qualidade global do modelo deAutoencoders.

2.6 APLICAÇÕES NA ÁREA DE DETECÇÃO DE FALHAS

A análise de algoritmos está frequentemente ligada a um problema especí�co, a uma

tarefa para a qual foram desenvolvidos. O mesmo se aplica aosAutoencoders. Este capítulo

explora suas aplicações em contextos práticos, predominantemente associados à análise e inter-

pretação de sinais.

Uma das partes mais relevantes para tal é a escolha de artigos, para assim avaliar os
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mais relevantes, como é utilizado e, por �m, resultados obtidos por estes. Para tal foi utilizada a

plataforma Google acadêmico, que indexa artigos, livros, revistas e demais conteúdos oriundos

de projetos de pesquisa. A plataforma Google acadêmico permite acesso a publicações disponí-

veis em portais, tais como Springer1, ScienceDirect e Cornell University. Assim, a plataforma

recomenda publicações revisados por pares. Como palavras chave, foram utilizadas para as pes-

quisas as seguintes sequências:Autoencoders Failure; Autoencoders Signal; Autoencoders for

Anomaly Detection; Autoencoders Survey; Autoencoders Overview. O período de publicação

foi �ltrado para conter artigos posteriores a 2018.

O primeiro estudo examinado é o trabalho que deu origem à ideia de implementação

apresentada aqui, o qual foi escrito por João Pedro Cardoso Pereira com o título "Unsupervi-

sed Anomaly Detection in Time Series Data using Deep Learning". Este trabalho de mestrado

concentra-se principalmente na detecção de anomalias em dados de séries temporais sem o

uso de supervisão, empregando abordagens de aprendizado profundo. O principal objetivo da

dissertação é desenvolver uma estrutura inovadora para identi�car anomalias, levando em con-

sideração as relações temporais inerentes a esses tipos de dados. A abordagem proposta deve

se destacar por sua capacidade de escalabilidade, e�ciência computacional e habilidade de ope-

rar sem a necessidade de rótulos prévios para as anomalias. Além disso, a dissertação busca

integrar princípios advindos de diversos domínios, como processamento de linguagem natural,

reconhecimento de fala e processamento de imagens, em um único conjunto de ferramentas

para a detecção de anomalias em séries temporais (PEREIRA, 2018).

A abordagem proposta se vale de uma técnica fundamentada emAutoencoderspara de-

tectar anomalias em conjuntos de dados de séries temporais. Esse processo se divide em duas

etapas distintas: a aprendizagem da representação e a própria detecção das anomalias. O de-

senvolvimento do modelo para a aprendizagem da representação é baseado em um AE, sendo

apresentadas diferentes estratégias para a detecção. O objetivo é criar uma técnica que seja não

supervisionada e escalável, capaz de capturar as relações temporais nos dados de séries tempo-

rais e identi�car anomalias sem depender de rótulos especí�cos para essa �nalidade (PEREIRA,

2018).

O resultado da dissertação foi a concepção de um arcabouço abrangente, versátil e es-

calável para a detecção de anomalias em dados de séries temporais. A proposta desenvolvida

atende plenamente aos critérios estabelecidos e demonstra e�cácia na detecção de padrões anô-

malos em dados provenientes de diversos setores, como energia e saúde. Oframeworkfaz uso de

modelos de aprendizado profundo, incluindoAutoencoders, redes neurais recorrentes e meca-

nismos de atenção, para aprender representações altamente informativas dos dados e identi�car

observações fora do padrão (PEREIRA, 2018).

O segundo estudo analisado guarda semelhanças com o primeiro, pois se concentra na

criação e aplicação de um sistema de detecção e classi�cação de falhas utilizando umAuto-
1 https://link.springer.com/
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encoderconvolucional esparsamente conectado (CSAE) para sinais provenientes de múltiplos

canais. O objetivo é aprimorar o desempenho no diagnóstico de falhas ao extrair características

robustas e informativas dos sinais, viabilizando uma classi�cação precisa dos diversos tipos de

falhas. O artigo aborda a estrutura voltada para a detecção e classi�cação de falhas, baseada

no CSAE, bem como a implementação e desempenho desse método em diversos contextos.

Além disso, o autor compara a abordagem CSAE proposta com métodos já existentes e avalia

a e�cácia dela na classi�cação de falhas (CHEN; HU; HE, 2018).

A conclusão da avaliação sobre a e�cácia do método CSAE na classi�cação de falhas

é que o método proposto alcança taxas de acerto elevadas, quase atingindo 100% para todos

os tipos de falhas. O método demonstra uma robustez frente a ruído e erros de medição, evi-

denciando uma capacidade substancial de aplicação generalizada. Além disso, revela-se ágil e

preciso na detecção e classi�cação de falhas, tornando-o viável para a proteção em tempo real

de linhas de transmissão (CHEN; HU; HE, 2018).

O terceiro artigo apresentado adota uma abordagem mais mecânica, concentrando-se no

desenvolvimento de um método inteligente para detecção de falhas em rolamentos e monito-

ramento de suas condições, por meio da utilização de umAutoencodertotalmente conectado,

combinado com uma técnica conhecida como "winner-take-all", uma técnica em que somente

o melhor resultado da etapa segue adiante. A pesquisa explora a aplicabilidade de técnicas de

aprendizado profundo, especialmente os AEs, para extrair características e diagnosticar falhas

em maquinaria rotativa. O método proposto visa obter um desempenho aprimorado e maior

resistência ao ruído em comparação com algoritmos já existentes. A tese também aborda ex-

perimentos que avaliam os efeitos de diferentes hiperparâmetros e compara o método proposto

com técnicas de ponta. Além disso, proporciona visualizações do modelo proposto para com-

preender o seu mecanismo interno (LI et al., 2018).

O método adotado para a detecção de falhas em rolamentos e monitoramento de suas

condições é um método de diagnóstico inteligente baseado em umAutoencoderFC-WTA (To-

talmente Conectado com Seleção do Vencedor). Este método faz uso da estrutura simples e da

capacidade de aprendizado não supervisionado dos AEs para extrair características valiosas dos

dados. O AE FC-WTA é ajustado de forma a extrair características que possuem propriedades

desejáveis para o diagnóstico de falhas em rolamentos. Além disso, é aplicado um método de

conjunto para aprimorar ainda mais o desempenho do método proposto (LI et al., 2018).

A conclusão do método de diagnóstico inteligente, fundamentado noAutoencoderFC-

WTA e no método de conjunto adotado, indica que ele superou os algoritmos de referência em

desempenho e demonstrou robustez diante de ruídos. O método proposto exibiu uma maior acu-

rácia de classi�cação e consistência em comparação a outros métodos avançados, como SVM

(Support Vector Machine), DNN (Deep Neural Network) e WDCNN (Deep Convolutional Neu-

ral Networks with Wide First-layer Kernels). Além disso, o método de conjunto, que aplicou

votação suave entre segmentos de sinal, contribuiu para elevar a precisão e a estabilidade do mé-
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todo FC-WTA. De modo geral, o método proposto mostrou ser e�caz no diagnóstico de falhas

em rolamentos (LI et al., 2018).

Uma aplicação bastante frequente dosAutoencodersé a sua utilização em sinais de Ele-

trocardiogramas (ECGs). Os ECGs, por possuírem um padrão previsível, são altamente úteis

para a comparação de diversos modelos, visando a detecção de discrepâncias em relação ao

padrão normal. O estudo em questão concentra-se na comparação de vários modelos de apren-

dizado profundo para a remoção de ruídos em sinais de ECG, incluindo a Rede Totalmente

Convolucional (FCN), a Rede Neural Profunda (DNN) e a Rede Neural Convolucional (CNN).

O principal objetivo da pesquisa é avaliar o desempenho desses modelos em termos de recons-

trução dos sinais e preservação das informações clínicas. Além disso, os pesquisadores investi-

gam o impacto das camadas totalmente conectadas na qualidade da reconstrução dos sinais. Os

modelos de aprendizado profundo são treinados de maneira a minimizar o erro quadrático mé-

dio entre as formas de onda limpas e asdenoised. Além disso, a técnica dedropouté aplicada

nesses modelos para melhorar a e�cácia (CHIANG et al., 2019).

A conclusão da comparação entre diferentes modelos de aprendizado profundo para a

remoção de ruídos em sinais, apresentada na tese, destaca que a Rede Totalmente Convolucio-

nal (FCN) se destaca em relação aos modelos de Rede Neural DNN e CNN. A FCN consegue

preservar de maneira mais e�caz a morfologia dos sinais de ECG, mantendo a forma dos com-

plexos QRS (Forma de onda de uma parte especi�ca do eletrocardiograma) e extraindo as prin-

cipais características morfológicas dos sinais. Além disso, alcança uma redução de ruído mais

e�ciente e mantém detalhes essenciais das informações clínicas em comparação com os outros

modelos. Enquanto o modelo DNN apresenta uma perda acentuada nas amplitudes dos picos R,

o modelo CNN possui distorções menores nos complexos QRS. De modo geral, a abordagem

de remoção de ruídos baseada na FCN demonstra um desempenho superior em termos de preci-

são na remoção de ruídos e preservação da relevância clínica. Dessa forma, fornece orientações

sobre o método mais indicado para aplicação no contexto abordado por este trabalho (CHIANG

et al., 2019).

Outra aplicação relevante reside na utilização de agrupamento profundo baseado em

redes neurais profundas para analisar dados sísmicos. A proposta apresentada na tese engloba

uma estratégia de agrupamento em duas etapas, onde osAutoencoderstotalmente convoluci-

onais sub completos são empregados para extrair características dos dados sísmicos e reduzir

sua dimensionalidade. A sintonização �na dos pesos na rede profunda é, então, executada para

otimizar a aprendizagem das características e a atribuição de agrupamento. A e�cácia desta

abordagem é demonstrada pela tese em diversas tarefas, como a determinação da polaridade do

primeiro movimento e a discriminação entre eventos sísmicos locais e tele-sísmicos (MOUSAVI

et al., 2019).

Na primeira etapa, são empregadosAutoencoderstotalmente convolucionais sub com-

pletos para extrair automaticamente características dos dados sísmicos de entrada e reduzir a
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dimensionalidade dessas características. Esse procedimento se revela crucial para aprimorar o

desempenho do agrupamento, pois reduz a dimensionalidade dos dados, realizando o agrupa-

mento em um espaço de características, em vez do espaço dos dados originais. Na segunda

etapa, os pesos da rede neural profunda são re�nados de maneira iterativa, otimizando simul-

taneamente a aprendizagem de características e a atribuição de agrupamento. Este processo

assegura que a rede aprenda características e�cazes para a tarefa especí�ca de agrupamento. Ao

realizar o agrupamento em um espaço de características otimizado com base na atribuição de

agrupamento, o método obtém representações de características aprendidas que são altamente

e�cazes para agrupar os sinais sísmicos. Globalmente, o método combina a capacidade das re-

des neurais profundas de aprender características complexas com a e�cácia dos algoritmos de

agrupamento, resultando em uma abordagem robusta para o agrupamento não supervisionado

de dados sísmicos (MOUSAVI et al., 2019).

O resultado �nal do método aplicado para o agrupamento profundo baseado em redes

neurais profundas na análise de dados sísmicos é uma acurácia global de 0.97. As métricas

de precisão, revocação e pontuação F para polaridades ascendentes são, respectivamente, 0.99,

0.82 e 0.9, enquanto para as polaridades descendentes, os valores correspondentes são 0.72,

0.99 e 0.83. Essa abordagem não supervisionada alcançou níveis de precisão comparáveis aos

obtidos por métodos supervisionados, sem a necessidade de dados rotulados, elaboração manual

de características e conjuntos de treinamento extensos (MOUSAVI et al., 2019).

Após a leitura, análise e resumo de 5 aplicações correlacionadas com a proposta deste

trabalho, seguem abaixo tabelas comparativas de características, métodos e demais partes re-

levantes dos mesmos. O comparativo tem por �nalidade elucidar os pontos principais de cada

trabalho apreciado para assim justi�car a escolha da arquitetura e base de dados para o proposto

neste projeto.

O quadro 1, efetua um comparativo entre todos os artigos.
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Quadro 1 – Comparativo entre artigos

Artigo Dataset Método de analise
Acurácia obtida nos

estudos
Unsupervised Anomaly
Detection in Time Series
Data using Deep
Learning

Sinal de geração vindo
de Paineis solares

Recurrent Neural
Network

98,43%

Detection and
Classi�cation of
Transmission Line Faults
Based on Unsupervised
Feature Learning and
Convolutional Sparse
Autoencoder

Corrente e tensão de
linhas de transmissão

Convolutional Sparse
Autoencoder

99,29%

Bearing Fault Diagnosis
Using Fully-Connected
Winner-Take-All
Autoencoder

Acelerômetros nos
rolamentos

Fully-conected Winner
Take All AutoEnconder

98,53%

ECG Signal
Enhancement based on
Fully Convolutional
Denoising Autoencoder

Sinal de
eletrocardiograma (

MIT-BIH Arrhythmia)

Fully Convolutional
Network

25,79%

Unsupervised Clustering
of Seismic Signals Using
Deep Convolutional
Autoencoders

Sinais e ruídos em tempo
real em sismógrafos

Fully Convolutional
Network

98,41%

Fonte: O Autor (2024).

2.7 CONSIDERAÇÕES FINAIS DO CAPÍTULO 2

A e�caz implementação dosAutoencodersdemanda a consideração de diversos aspec-

tos como: escolha da arquitetura, dimensionamento do espaço latente, uso de algoritmos de

regularização e inicialização de pesos, entre outros. No âmago desta tarefa, encontra-se a arqui-

tetura dosAutoencoders, determinada por fatores primordiais, tais como o número de camadas,

as dimensões do código latente e a con�guração dos blocosencodere decoder. É prudente re-

alizar experimentações com distintas arquiteturas a �m de identi�car a que melhor se adéqua à

aplicação em análise.

Lidar com conjuntos de dados extensos representa um desa�o adicional em termos de

escalabilidade. Expandir para lidar com volumes consideráveis de dados exige recursos compu-

tacionais substanciais e o emprego de técnicas especí�cas. Além disso, a escolha adequada das

funções de ativação para cada camada é de extrema importância para assegurar que o modelo

aprenda padrões complexos nos dados.

Encontrar a combinação ótima de hiperparâmetros, como a taxa de aprendizagem, o

tamanho dobatche o número de épocas, constitui um desa�o adicional, exigindo iteração e

experimentação extensiva. Por �m, a e�ciência computacional durante o treinamento e a infe-

rência doAutoencoderspode ser problemática, especialmente em cenários com recursos com-
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putacionais limitados. O equilíbrio entre o desempenho e o uso e�ciente dos recursos representa

uma di�culdade adicional a ser superada. Essas complexidades ressaltam a importância de uma

compreensão profunda dos princípios e práticas relacionadas à implementação deAutoenco-

ders, bem como a necessidade de experimentação iterativa para superar os desa�os e obter

resultados e�cazes.

Em termos de estado da arte, osAutoencoderstêm desempenhado um papel signi�-

cativo nas aplicações de aprendizado de máquina e Inteligência Arti�cial. Sua versatilidade é

notável, abrangendo desde a reconstrução de imagens, compressão de dados, geração de dados

até o pré-treinamento de redes neurais profundas e aprendizado de representações. Nesse con-

texto, alguns avanços notáveis incluem osVariational Autoencoders(VAEs), conhecidos por

sua formulação probabilística que os torna e�cazes na geração de imagens e aprendizado de

distribuições latentes.

Além disso, destaca-se o surgimento dosVariational AutoencodersBeta (� -VAE), que

introduzem o hiperparâmetro� para controlar e balancear a �delidade da reconstrução e a di-

versidade das representações latentes. Também merecem menção as RedesAdversarial Auto-

encoder(AAE), que combinam elementos dosAutoencoderscom a estruturaadversarialdas

Generative Adversarial Networks(GANs), resultando em representações latentes mais coesas.

No contexto da arquitetura, observa-se uma tendência para modelos mais profundos e

complexos, incluindo redesAutoencodersprofundas e arquiteturas residuais. Além disso, há

uma crescente aplicação dosAutoencodersem cenários multimodais, integrando diversas mo-

dalidades de dados, como texto e imagem, em um único modelo para aprendizado de represen-

tações abrangentes.

Para além disso, há um crescente foco na interpretabilidade e robustez dosAutoenco-

ders, com pesquisa em técnicas que visam torná-los mais interpretáveis e aplicáveis em domí-

nios onde a explicabilidade do modelo é essencial. Também são notáveis os avanços em trans-

ferência de aprendizado comAutoencoders, utilizando modelos pré-treinados para melhorar o

desempenho em tarefas relacionadas.

Portanto, há mérito substancial neste estudo, dado o potencial impacto positivo que a

aplicação deAutoencodersna detecção de falhas em painéis fotovoltaicos pode ter. Os sistemas

de energia fotovoltaica desempenham um papel fundamental na transição para fontes de ener-

gia mais sustentáveis e e�cientes. No entanto, a ocorrência de falhas em painéis fotovoltaicos

pode prejudicar signi�cativamente a e�ciência e a produção de energia desses sistemas. É nesse

contexto que a utilização de técnicas avançadas, como osAutoencoders, para identi�car e di-

agnosticar falhas em tempo hábil se torna crucial. Ao permitir a detecção precoce e precisa de

falhas, osAutoencoderspodem contribuir para a manutenção proativa e e�caz dos sistemas fo-

tovoltaicos, otimizando a geração de energia e, consequentemente, impulsionando a e�ciência

e a sustentabilidade dessa fonte energética.
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A aplicação dosAutoencodersse destaca ao oferecer uma abordagem e�caz para proces-

sar os dados gerados pelos painéis fotovoltaicos, capturando padrões sutis que indicam falhas ou

degradação do sistema. Com a capacidade de aprender representações latentes complexas dos

dados de entrada, osAutoencoderspodem discernir anomalias que podem passar despercebidas

por métodos tradicionais. Além disso, a detecção precoce de falhas em painéis fotovoltaicos é

crucial para minimizar custos de manutenção, evitar interrupções não planejadas e prolongar a

vida útil dos sistemas. Portanto, este estudo não apenas aborda um tema de relevância tecnoló-

gica e ambiental, mas também apresenta um potencial signi�cativo para otimizar o desempenho

dos sistemas fotovoltaicos e contribuir para um futuro energético mais sustentável.
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3 IMPLEMENTAÇÃO DE MODELO PARA DETECÇÃO DE FALHAS

EM SISTEMAS FOTOVOLTAICOS A PARTIR DA ANÁLISE DE SI-

NAL DE GERAÇÃO

Este capítulo trata sobre a implementação de sistemas de geração de energia elétrica

por meio do uso de painéis fotovoltaicos passando por toda a estrutura e tecnologia ligada a

eles como inversores, conversores, controladores, �os e demais componentes pertinentes. Jun-

tamente a isto, são tratados osAutoencoderse como eles podem ser usado para detectar falhas

em estruturas de geração que utilizam painéis fotovoltaicos para tal.

Painéis fotovoltaicos, tecnologia de conversão direta da luz solar em eletricidade, têm

se destacado como uma fonte para a geração de energia elétrica de maneira ambientalmente res-

ponsável, constituindo uma alternativa limpa e sustentável frente aos métodos convencionais.

Este tipo de tecnologia exerce um impacto positivo signi�cativo no meio ambiente, particular-

mente no que concerne à redução da pegada de carbono (Emissão de gases do efeito estufa em

comparação com outros meios de geração) e à atenuação dos efeitos das mudanças climáticas.

A adoção de painéis fotovoltaicos contribui substancialmente para a redução da dependência de

combustíveis fósseis, tais como carvão, petróleo e gás natural, fontes não renováveis de energia

que produzem gases de efeito estufa. A transformação direta da luz solar em eletricidade pelos

painéis solares resulta na ausência de emissões de gases poluentes durante seu funcionamento,

implicando, assim, na redução direta das emissões de dióxido de carbono (CO2) e de outros po-

luentes prejudiciais ao ambiente. Além disso, a geração de energia por meio de painéis solares

minimiza a necessidade de desmatamento para a construção de usinas hidrelétricas ou outras in-

fraestruturas de geração de energia, contribuindo para a preservação de ecossistemas terrestres

e aquáticos valiosos. Ressalta-se que a utilização dos painéis fotovoltaicos auxilia na mitigação

dos riscos associados à exploração de recursos naturais, como os vazamentos de petróleo e a

contaminação de corpos d'água.

É pertinente salientar que, embora os benefícios dos painéis solares para o meio ambi-

ente sejam notáveis, a produção e o descarte desses dispositivos necessitam de cuidados espe-

cí�cos para minimizar possíveis impactos ambientais adversos. Na produção de alguns tipos de

painéis são utilizadas substâncias potencialmente tóxicas, como chumbo, cádmio e selênio, que

podem representar riscos para a saúde humana e o meio ambiente se não forem manuseados e

descartados corretamente. Portanto, descarte impróprio de painéis fotovoltaicos no �nal de sua

vida útil pode resultar em contaminação do solo e da água devido à liberação das substâncias

anteriormente citadas, para tal, recomenda-se a reciclagem que, infelizmente ainda não está

amplamente estabelecida ou economicamente viável em todas as regiões.

Nesse contexto, a geração de energia por meio de painéis fotovoltaicos não se apresenta



desprovida de desa�os, como é o caso de todas as tecnologias. Dentre esses desa�os, as con-

dições climáticas, tais como a presença de nebulosidade, chuvas e neve, constituem um fator

limitante. A e�ciência dos painéis solares está diretamente correlacionada com a quantidade

e intensidade da radiação solar disponível. Em regiões com menor incidência solar ou longos

períodos de baixa luminosidade, observa-se uma redução na produção de energia. A sazonali-

dade também exerce in�uência, manifestando-se com maior geração de energia solar no verão e

menor no inverno, impactando a estabilidade do fornecimento energético. Além disso, ao con-

siderar a energia solar como fonte exclusiva, torna-se evidente a intermitência inerente, sendo

imperativo recorrer a baterias ou outras formas de armazenamento para manter o fornecimento

contínuo. Entretanto, esse recurso implica em um aumento considerável no impacto ambiental

devido à necessidade de descarte adequado das baterias, o que representa um desa�o adicional.

3.1 ENERGIA FOTOVOLTAICA, GERAÇÃO, MANUTENÇÃO E AVALI-

AÇÃO

A energia fotovoltaica constitui uma forma direta de obtenção de energia elétrica a partir

da irradiação solar, valendo-se de células fotovoltaicas, também referidas como células solares,

como unidade fundamental. Tais células, compostas primariamente por semicondutores, nota-

damente o silício, convertem a energia solar em eletricidade por meio da interação dos fótons

luminosos com os elétrons do material semicondutor, desencadeando a emissão desses elétrons

do estado de repouso. Esse processo origina uma corrente elétrica contínua (CC), decorrente

da diferença de potencial gerada pela interação mencionada. Posteriormente, as células foto-

voltaicas são agregadas e encapsuladas em módulos solares ou painéis solares, cujo design visa

proporcionar uma saída elétrica em termos de corrente e tensão especí�cas.

Com o intuito de integrar a eletricidade produzida pelos painéis fotovoltaicos nos dispo-

sitivos elétricos convencionais, torna-se imperativa a conversão da corrente contínua (CC) em

corrente alternada (CA). Este processo é desempenhado por meio de um dispositivo denomi-

nado inversor, cuja função primordial é adequar a eletricidade produzida para atender à maioria

das demandas das aplicações elétricas tradicionais. Além disso, a eletricidade proveniente dos

painéis solares pode ser consumida localmente, direcionada à integração na rede elétrica ou

armazenada em baterias para utilização em momentos subsequentes. A aplicação resultante ali-

menta uma ampla gama de dispositivos, abrangendo desde eletrodomésticos até estações de

carregamento para veículos elétricos.

A �gura 12, demonstra a nível de componentes, como é feita a geração, conversão e

distribuição de energia por meio de painéis fotovoltaicos.
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Figura 12 – Instalação macro de um sistema fotovoltaico

Fonte: retirado de https://mitratech.com.br/como-funciona-energia-solar-fotovoltaica/

A energia fotovoltaica se con�gura como uma fonte de energia renovável e limpa, de-

sempenhando um papel signi�cativo na mitigação das emissões de gases de efeito estufa e

na promoção da sustentabilidade ambiental. A incessante evolução desta tecnologia tem como

meta a ampliação da e�ciência e a redução dos custos associados, propiciando maior acessibi-

lidade e disseminação global.

A adequada implantação de painéis fotovoltaicos, demanda uma análise cuidadosa da

orientação, inclinação e localização geográ�ca. Estes elementos revestem-se de fundamental

importância para otimizar a e�ciência e o desempenho do sistema, levando em consideração as

particularidades climáticas da região. A orientação dos painéis deve visar a máxima exposição à

luz solar. No hemisfério norte, a direção ótima é voltada para o sul; enquanto no hemisfério sul,

a orientação voltada para o norte é mais indicada. Essa disposição visa captar ao máximo a luz

solar durante o dia, com impacto direto na otimização da produção de energia. A intensidade da

radiação solar recebida é diretamente in�uenciada pela altitude e latitude do local. Regiões em

altitudes mais elevadas recebem uma radiação solar mais intensa, o que pode ter um impacto na

inclinação ideal dos painéis. Além disso, a latitude do local também afeta o ajuste da inclinação

dos painéis, sendo necessário um ajuste compensatório para otimizar a absorção da energia

solar. Em locais com alta incidência solar, uma inclinação próxima à latitude pode ser e�caz.

Nesse cenário, os painéis ajustáveis têm a capacidade de adaptar a inclinação de acordo com

as variações sazonais. A �gura 13 ilustra de forma grá�ca o modo de avaliação para a correta

escolha de posicionamento do mesmo.
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Figura 13 – Orientação ótima de um painel solar

Fonte: retirado de https://www.solavistaenergy.com.br/a-posicao-do-painel-solar-no-
telhado-pode-in�uenciar-na-producao-de-energia

A minimização de sombreamento representa aspecto crucial para a e�ciência dos pai-

néis. Portanto, é imperativo posicionar os painéis em locais onde não haja sombreamento sig-

ni�cativo de vegetação, edi�cações ou outras estruturas, especialmente durante os períodos de

maior incidência de radiação solar. O posicionamento estratégico, levando em consideração a

topogra�a e as possíveis obstruções, assume um papel fundamental. Terrenos mais elevados

ou áreas desobstruídas possibilitam a instalação ideal dos painéis, potencializando a captação

de luz solar. As condições climáticas locais devem ser consideradas para assegurar a adequada

aclimatação dos painéis. Em regiões com temperaturas elevadas, é essencial contemplar estra-

tégias de dissipação de calor dos painéis, visando garantir o desempenho ótimo do sistema.

Considera-se, adicionalmente, condições climáticas extremas, tais como tempestades, neve ou

ventos intensos. Tal previsão visa garantir a durabilidade e a longevidade do sistema fotovol-

taico, além de minimizar possíveis impactos advindos desses eventos.

Os painéis solares possuem uma vida útil estimada de 25 a 30 anos, podendo continuar a

gerar energia útil mesmo após esse período, embora possa haver uma leve redução na e�ciência

ao longo dos anos. Para assegurar um desempenho e�caz e duradouro desses sistemas, a imple-

mentação de manutenções adequadas é crucial. A manutenção apropriada dos painéis solares

engloba uma série de aspectos essenciais. Em primeiro lugar, é crucial realizar limpezas regula-

res para garantir a absorção ideal da luz solar, uma vez que impurezas e sujeira podem prejudicar

a e�ciência do sistema. Adicionalmente, inspeções visuais periódicas são fundamentais para

detectar possíveis danos físicos, como arranhões ou rachaduras, os quais podem interferir no

desempenho. Caso tais danos sejam observados, intervenções de reparo devem ser executadas

prontamente. Outro aspecto signi�cativo é a manutenção das conexões elétricas, que precisam

ser checadas e ajustadas regularmente para prevenir falhas no sistema. O monitoramento do de-

sempenho também é essencial, e a implementação de sistemas de monitoramento pode auxiliar

no acompanhamento constante do sistema solar, possibilitando a detecção precoce de eventuais

problemas. Além disso, os inversores, que desempenham a conversão da corrente contínua para

45



a corrente alternada, necessitam de manutenção periódica para garantir seu funcionamento ade-

quado. A estrutura de montagem dos painéis também requer inspeções frequentes para garantir

sua segurança e estabilidade. Em caso de desgaste ou falhas identi�cadas em qualquer com-

ponente, a substituição imediata se con�gura como uma medida preventiva necessários para o

correto funcionamento e, adicionalmente por questões de segurança .

Resumidamente, a implementação de um plano de manutenção abrangente, contem-

plando desde a limpeza regular até a veri�cação de componentes e conexões elétricas, revela-se

essencial para garantir o funcionamento adequado e duradouro dos painéis solares, otimizando

sua vida útil e contribuindo para a e�ciência e sustentabilidade do sistema energético.

Já em se tratando de mensuração, a energia produzida por meio de painéis fotovoltaicos

se concretiza por intermédio de um instrumento denominado "medidor de energia bidirecio-

nal"ou "medidor bidirecional de energia". Este dispositivo é instalado no local onde ocorre a

geração de energia solar, geralmente em proximidade aos painéis solares ou no inversor, re-

gistrando tanto a energia gerada pelo sistema fotovoltaico quanto a energia consumida da rede

elétrica. O medidor bidirecional registra a quantidade de eletricidade produzida pelos painéis

solares em termos de kilowatt-hora (kWh), possibilitando a medição da energia utilizada lo-

calmente e, em caso de excedente, a energia injetada de volta na rede elétrica. A avaliação

da qualidade da energia gerada pelos painéis fotovoltaicos é realizada por meio de parâmetros

elétricos e técnicos, garantindo a conformidade da energia com os requisitos de qualidade esta-

belecidos. Aspectos cruciais para essa avaliação incluem a tensão e frequência, as quais devem

estar dentro dos limites aceitáveis conforme as normas locais ou internacionais. A presença de

harmônicos na forma de onda da energia gerada deve ser controlada dentro dos parâmetros esta-

belecidos, visando assegurar um fornecimento de energia de alta qualidade. O fator de potência,

próximo de 1, indica uma e�ciência adequada na utilização da energia gerada. A forma de onda

senoidal é essencial para garantir a compatibilidade e a segurança dos dispositivos elétricos co-

nectados à rede. Adicionalmente, a estabilidade da tensão e �utuações mínimas são necessárias

para garantir a con�abilidade do fornecimento de energia, bem como a Distorção Harmônica

Total (THD) deve permanecer dentro dos limites aceitáveis para evitar danos nos equipamentos

elétricos e eletrônicos.

A �gura 14, ilustra múltiplas condições que podem afetar um sistema fotovoltaico em

termos de geração/medição. Observamos o meter, foco principal desta etapa, normalmente ca-

racterizado por voltímetros e/ou amperímetros serve para medir a corrente e tensão de geração.

Sendo que, quando se torna necessária uma medição mais precisa ou, o acompanhamento da

onda de geração como um todo, é usado um Osciloscópio para tal.
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Figura 14 – Algumas condições que afetam a geração/medição em sistemas fotovoltaicos

Fonte: retirado de https://www.saurenergy.com/solar-energy-blog/here-is-how-you-can-
calculate-the-annual-solar-energy-output-of-a-photovoltaic-system

A avaliação desses parâmetros é conduzida utilizando equipamentos de medição espe-

cializados, como analisadores de energia, osciloscópios e medidores de qualidade de energia.

As normas e regulamentações especí�cas de cada país estabelecem os requisitos e padrões para

a qualidade da energia gerada por sistemas fotovoltaicos, assegurando, assim, a segurança e e�-

ciência no fornecimento de energia elétrica proveniente da energia solar. Este rigor normativo

contribui para a consolidação de um fornecimento de energia solar seguro e e�caz.

3.2 MATERIAIS

A base de dadosSolar Energy Power Generation, selecionada para este trabalho, pode

ser acessada na plataformaKaggle1. Tal plataforma online é reconhecida por armazenar dados

de competições na área de ciência de dados e aprendizado de máquina, oferecendo um ambiente

global que permite a participação de pro�ssionais e entusiastas em desa�os práticos. Favore

ainda a troca de conhecimentos, o acesso a conjuntos de dados e a colaboração em projetos por

meio de ferramentas comoJupyter Notebook, hospedados em nuvem e recursos educacionais

gratuitos.

Como linguagem de programação, a escolha doPythonpara o desenvolvimento de so-

luções emmachine learningé fundamentada nos trabalhos precedentes da área e prevalente na

comunidade de ciência de dados e aprendizado de máquina. Python lidera como a linguagem de

programação mais prevalente em 2021 para atividades como mineração de dados, aprendizado
1 https://www.kaggle.com/datasets/stucom/solar-energy-power-generation-dataset
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de máquina e aplicativos de aprendizado profundo, sendo amplamente empregado tanto em con-

textos de pesquisa quanto de produção, abrangendo projetos de diversas escalas(SCHNEIDER,

2022). Existem bibliotecas escritas em linguagem Python para todas etapas do processo de

aprendizado de máquina, tornando-a uma candidata para projetos nesta área. Em decorrência

destes recursos, ela possui ampla aceitação e à presença de uma comunidade ativa e colabora-

tiva, proporcionando um suporte robusto, documentação acessível e uma riqueza de recursos

para os projetos nesse domínio.Pythonoferece uma ampla gama de bibliotecas especializadas,

como TensorFlow, Scikit-learne Keras, NumPy MatPlotLibsimpli�cando a implementação

e�ciente e descomplicada de algoritmos complexos. Sua sintaxe clara, legibilidade e simplici-

dade aceleram o ciclo de desenvolvimento, permitindo que os desenvolvedores se concentrem

no cerne do problema. A �exibilidade e versatilidade doPythontambém são notáveis, viabili-

zando a integração com outras linguagens e sistemas, aspecto crucial ao incorporar algoritmos

de aprendizado de máquina em diversas aplicações, como aquelas destinadas à web, dispositi-

vos móveis e automação. Além disso, oPythonproporciona bibliotecas robustas de visualização

de dados, a exemplo deMatplotlib, Seaborne Plotly, que auxiliam na análise e interpretação

e�caz dos resultados obtidos por meio do aprendizado de máquina. Além de sua relevância

no aprendizado de máquina, oPythondesempenha um papel fundamental na análise de da-

dos, sendo essencial em etapas prévias à concepção de modelos de aprendizado de máquina.

Bibliotecas como Pandas,NumPyeSciPysão notáveis neste contexto. O ecossistema de apren-

dizado de máquina emPythonestá em contínua expansão, incorporando atualizações e avanços

tecnológicos de forma frequente, mantendo-se à vanguarda da inovação. Portanto, a escolha

do Pythoncomo linguagem de programação para o aprendizado de máquina é respaldada pela

sua popularidade, pela ampla variedade de bibliotecas especializadas, pela facilidade de uso,

pela �exibilidade e pelo sólido suporte colaborativo da comunidade, consolidando-o como uma

escolha sólida e con�ável para os pro�ssionais que buscam explorar e implementar soluções

inovadoras no âmbito do aprendizado de máquina.(PYTHON, 2024)

Dentre as bibliotecas selecionadas para o desenvolvimento do software, a bibliotecaKe-

ras para a implementação deAutoencodersencontra sua fundamentação em diversos fatores

que a tornam uma ferramenta altamente adequada para esta �nalidade. Primeiramente,Keras

é uma biblioteca de código aberto amplamente adotada na comunidade de aprendizado de má-

quina e ciência de dados, conhecida por sua simplicidade e e�ciência no desenvolvimento de

redes neurais, incluindo arquiteturas deAutoencoders. Sua sintaxe intuitiva e modular permite

a construção e con�guração de redes complexas de maneira descomplicada, o que é especial-

mente relevante para a elaboração deAutoencoders, que necessitam de camadas customizadas

e uma arquitetura especí�ca. Além disso,Keraspossui uma vasta gama de funcionalidades e

otimizações, facilitando a implementação de diferentes variantes deAutoencoders, comova-

riational Autoencoders(VAEs) e sparse Autoencoders, ampliando assim as possibilidades de

pesquisa e experimentação. Ademais,Kerasintegra-se perfeitamente com outrosframeworks

de aprendizado de máquina, comoTensorFlowe Theano, proporcionando um ambiente de de-
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senvolvimento uni�cado e robusto. Dessa forma, a seleção da bibliotecaKeraspara a implemen-

tação deAutoencodersse embasa na sua e�ciência, �exibilidade e compatibilidade com outras

ferramentas de aprendizado de máquina, culminando na viabilização de pesquisas e aplicações

voltadas para a e�caz representação e reconstrução de dados latentes.(KERAS, 2024)

Outra das principais bibliotecas selecionadas, aMatplotlib se justi�ca primariamente

pela sua e�ciência e versatilidade no âmbito da visualização de dados no contexto da pesquisa

em ciência de dados e áreas a�ns.Matplotlib é uma ferramenta de código aberto amplamente

reconhecida e consolidada na comunidade cientí�ca, possibilitando a criação de uma ampla

gama de visualizações grá�cas de alta qualidade, incluindo grá�cos de dispersão, histogramas,

barras, linhas, entre outros. Essa diversidade de representações grá�cas é crucial para a análise

exploratória dos dados, fornecendo aos pesquisadores a capacidade de apresentar informações

complexas de forma clara e compreensível. Além disso, a customização detalhada dos grá�cos

oferecida peloMatplotlib permite a adequação das visualizações às necessidades especí�cas

de cada projeto, atendendo aos requisitos de apresentação e interpretação de dados de maneira

precisa e informativa. Sua integração com outras bibliotecas eframeworksamplamente utili-

zados na comunidade de ciência de dados, comoNumPye Pandas, aprimora a e�ciência e a

praticidade no tratamento e exibição de dados. Portanto, a utilização da bibliotecaMatplotlib

rea�rma-se como uma escolha pertinente e valiosa na materialização da análise exploratória de

dados, proporcionando a representação grá�ca de informações de forma e�caz e instrumental

para o avanço do conhecimento.(MATPLOTLIB , 2024)

Por �m, como a última biblioteca julgada como principal e vital para o desenvolvimento,

o uso daNumPyse justi�ca como uma escolha fundamental para o desenvolvimento de solu-

ções em aprendizado de máquina e ciência de dados.NumPyé uma biblioteca de código aberto

em Pythonamplamente reconhecida e adotada, notável pela sua e�ciência na manipulação e

processamento de arrays multidimensionais e estruturas de dados numéricos. Esta e�ciência

advém da implementação de operações matemáticas otimizadas, essenciais para a execução de

algoritmos complexos, sendo um recurso crucial na construção e análise de modelos de apren-

dizado de máquina. Além disso,NumPyfacilita a integração e a interoperabilidade com outras

bibliotecas importantes utilizadas na análise de dados, como Pandas,Scikit-learne Matplo-

tlib, proporcionando um ecossistema coeso para o desenvolvimento de soluções completas. A

sua ampla aceitação na comunidade cientí�ca e a vasta documentação disponível enriquecem a

base de conhecimento e a compreensão, consolidando-a como uma ferramenta valiosa na rea-

lização de análises exploratórias e implementações e�cazes em pesquisas cientí�cas. Assim, o

uso deNumPyse destaca como uma opção essencial para cientistas de dados e pesquisadores,

contribuindo signi�cativamente para a excelência e a precisão nas análises e modelagens de

dados.(NUMPY, 2024)

A escolha do ambiente de desenvolvimentoVisual Studiose fundamenta na sua robustez

e abrangência de ferramentas que otimizam o processo de codi�cação. OVisual Studio, desen-
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volvido pela Microsoft, oferece uma ampla gama de recursos integrados, incluindo editores de

código poderosos, depuradores, per�s de desempenho, além de suporte e�ciente a diferentes

linguagens de programação, como C++, C#,Pythone muitas outras. Essa versatilidade é fun-

damental para acomodar as variadas demandas de projetos, possibilitando a escrita de código

e�ciente e de alta qualidade em diferentes contextos. Além disso, oVisual Studiose destaca pela

sua interface amigável e intuitiva, que contribui para uma experiência de desenvolvimento �u-

ente e produtiva. A integração com sistemas de controle de versão, a facilidade de colaboração

e a disponibilidade de extensões epluginssão elementos adicionais que enriquecem o ambi-

ente de desenvolvimento, promovendo maior e�ciência e facilitando a manutenção e gestão de

projetos. Dessa forma, a escolha doVisual Studiose apresenta como uma opção sólida para

codi�cação, proporcionando um ecossistema completo que atende às necessidades de desen-

volvedores e favorece o sucesso e a qualidade dos projetos de software.(VISUALSTUDIOCODE,

2024)

A escolha do aplicativoiTermpara codi�cação se baseia na sua qualidade e funcionali-

dades aprimoradas, contribuindo signi�cativamente para um ambiente de desenvolvimento mais

e�ciente e produtivo. OiTermé um terminal paraMacOSque oferece uma interface amigável

e poderosa para interação com o sistema operacional e execução de comandos. Sua capacidade

de dividir a tela em várias sessões proporciona a execução simultânea de múltiplos processos,

o que é particularmente útil para desenvolvedores ao lidar com várias tarefas de codi�cação

ao mesmo tempo. Além disso, oiTermoferece recursos avançados, como busca em histórico,

atalhos de teclado personalizáveis, con�gurações de aparência e suporte a guias, aprimorando a

experiência do usuário e tornando o �uxo de trabalho mais �exível e adaptável às necessidades

individuais. Adicionalmente, sua integração compluginse extensões, bem como a compatibi-

lidade com uma variedade deshellse linguagens descript, ampliam suas capacidades e fun-

cionalidades, enriquecendo a experiência de desenvolvimento. Portanto, a utilização doiTerm

para codi�cação se justi�ca pela sua e�ciência, versatilidade e contribuição para um ambiente

de desenvolvimento mais organizado e produtivo, atendendo às demandas dos pro�ssionais que

buscam aprimorar suas práticas de codi�cação.(ITERM, 2024)

O uso de um MacBook para atividades de desenvolvimento é respaldada por diversos

atributos que o tornam uma plataforma altamente adequada e con�ável. Os produtos da Apple,

conhecidos pela sua qualidade de construção e design inovador, apresentam uma integração

única entre hardware e software. No caso do MacBook, o sistema operacionalMacOSoferece

um ambiente robusto e estável para desenvolvedores(APPLEMB, 2024), fornecendo um ecossis-

tema coeso e e�ciente para programação. Além disso, a performance e potência dos compo-

nentes de hardware presentes nos MacBooks, como processadores avançados e armazenamento

de alta velocidade, permitem a execução suave e e�caz de aplicativos e ferramentas de desen-

volvimento, acelerando o ciclo de desenvolvimento. A experiência do usuário, marcada pela

interface intuitiva, �uidez e segurança, também se traduz em produtividade aprimorada durante

o desenvolvimento de projetos. A presença de um ecossistema de desenvolvimento rico, in-
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cluindo ferramentas comoXcodee Terminal, contribui para um �uxo de trabalho integrado e

e�caz, essencial para desenvolvedores que buscam e�ciência e alta performance em suas ativi-

dades. Portanto, a opção pelo MacBook para o desenvolvimento se baseia em sua combinação

única de hardware e software, proporcionando uma experiência con�ável e otimizada para pro-

�ssionais de desenvolvimento em busca de excelência e e�ciência em suas tarefas.(APPLEOS,

2024)

3.3 MÉTODO

A pesquisa adota uma abordagem de natureza exploratória. A pesquisa exploratória re-

presenta uma etapa preliminar essencial no início de um processo de investigação cientí�ca.

Tem por escopo promover uma compreensão inicial e ampla de um determinado tema ou fenô-

meno, visando identi�car lacunas de conhecimento, padrões, tendências e variáveis relevantes

que demandam uma análise mais aprofundada. Este estágio é de suma importância para deli-

mitar o escopo e a trajetória da pesquisa subsequente. A utilização de métodos como revisão

bibliográ�ca, entrevistas e observação, aliada à análise de dados preexistentes, contribui para o

levantamento de informações einsightsfundamentais que direcionarão a formulação de hipó-

teses e o delineamento da pesquisa de forma mais detalhada e conclusiva. (GIL et al., 2002)

Em seguida foi realizada a revisão sistemática, tratando-se de uma metodologia rigo-

rosa utilizada no âmbito da pesquisa acadêmica, com o objetivo de sintetizar e analisar minu-

ciosamente as evidências já existentes relacionadas a uma questão de pesquisa especí�ca. Essa

modalidade de revisão segue um protocolo prede�nido, incorporando critérios de inclusão e ex-

clusão criteriosamente delineados, estratégias de busca pormenorizadas, avaliação criteriosa da

qualidade dos estudos incluídos e análise estatística ou qualitativa dos dados. O intuito é agre-

gar e consolidar as descobertas provenientes de múltiplas fontes de pesquisa, proporcionando

uma visão holística e imparcial do tema em análise. A revisão sistemática se mostra de extrema

relevância para embasar decisões fundamentadas e impulsionar o avanço do conhecimento em

uma determinada área, ao integrar de maneira objetiva o estado atual da evidência cientí�ca

disponível.

Ao se falar de modelos de inteligência arti�cial (IAs) múltiplas métricas podem ser utili-

zadas na avaliação da performance. As principais consistem em: acurácia, precisão, erro médio

absoluto e quadrático. A acurácia é uma métrica amplamente usada para avaliar proporção de

instâncias corretamente classi�cadas em relação ao número total de instâncias. A precisão mede

a proporção de previsões positivas corretas em relação ao número total de previsões positivas.

Essas métricas são calculadas a partir da matriz de confusão, que permite visualizar os verda-

deiros positivos, falsos positivos, verdadeiros negativos e falsos negativos, proporcionando uma

visão do desempenho do modelo classi�cador. O erro médio absoluto percentual (Mean Abso-

lute Percentage Error - MAPE) é uma métrica de precisão que calcula a média das diferenças

absolutas entre as previsões e os valores reais, expressa como uma porcentagem do valor real.
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O erro quadrático médio da raiz (Root Mean Square Error - RMSE) é uma métrica de avaliação

de modelos que estima a média das diferenças entre previsões e valores reais, com os erros

quadrados sendo somados, extraindo-se a raiz quadrada. Estas métricas fornecem uma medida

da dispersão dos erros.

3.4 PERCURSO METODOLÓGICO

Esse trabalho caracteriza-se como uma pesquisa de natureza exploratória, que busca

investigar, compreender e aplicar técnicas deDL no contexto da detecção de falhas, tais como

eventuais diminuições na geração de energia, em painéis fotovoltaicos. Para isso, o trabalho

seguiu um método composto pelas seguintes cinco etapas:

• Etapa 1: Identi�cação dedataset

• Etapa 2: Pré-processamento dos dados

• Etapa 3: Aplicação de algoritmos comAutoencoder

• Etapa 4: Avaliação dos resultados obtidos

• Etapa 5: Indicação do melhor modelo para o problema de detecção de falhas

As seções a seguir descrevem o desenvolvimento de cada uma destas etapas.

3.4.1 Etapa 1: Identi�cação dedataset

O datasetutilizado neste estudo foi selecionada por meio de uma pesquisa realizada

no siteKaggle, que é uma plataforma conhecida por disponibilizar uma ampla variedade de

datasetsabrangendo uma vasta gama de temas, tópicos e formatos. Estedataseté identi�cado

no site sob o títuloSolar energy power generation dataset2.

O datasetem questão contém informações sobre a quantidade de energia gerada por um

painel solar em um período de tempo, bem como as condições às quais o painel estava subme-

tido no momento da geração. Essas condições incluem variáveis como temperatura, umidade,

velocidade e direção do vento, além de outras características relevantes para a geração de ener-

gia solar. O quadro 2 indica as variáveis, o que signi�cam e as principais características dos

seus valores.
2 https://www.kaggle.com/datasets/anikannal/solar-power-generation-data
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Quadro 2 – Descrição dos atributos dodataset

Atributo Signi�cado
Valor
Min

Valor
Max

Média
Desvio
padrão

temperature 2 m
above gnd

Temperatura medida a
dois metros acima do

solo
-5,3 34,9 15,6 8,85

relative humidity 2
m above gnd

Umidade relativa dois
metros acima do solo

7% 100% 51,36 23,5%

mean sea level
pressure MSL

Média de pressão ao
nivel do mar

997,5 1046,0 1019,33 7,02

total precipitation
sfc

Precipitação média 0 3,2 0,03 0,17

snowfall amount sfc Quantidade de neve 0 1,8 0,002 0,03

total cloud cover
Cobertura total de

nuvens
0% 100% 34,05 42,84%

high cloud cover
high cld lay

Cobertura total de
nuvens em alta altitude

0% 100% 14,45 30,71%

Medium cloud
cover high cld lay

Cobertura total de
nuvens em media

altitude
0% 100% 0,02 36,38%

Low cloud cover
high cld lay

Cobertura total de
nuvens em baixa altitude

0% 100% 21,37 38,01%

shortwave radiation
backwards

Radiação de ondas
curtas inversa

0 952,3 387,75 278,45

wind speed 10 m
above gnd

Velocidade do vento dez
metros acima do solo

0 61,18 16,22 9,87

wind direction 10 m
above gnd

Direção do vento dez
metros acima do solo

0,54 360 195,07 106,62

wind gust 10 m
above gnd

Velocidade das rajadas
de vento dez metros

acima do solo
0,72 84,96 20,58 12,64

wind speed 80 m
above gnd

Velocidade do vento
oitenta metros acima do

solo
0 66,88 18,97 11,99

wind direction 80 m
above gnd

Direção do vento oitenta
metros acima do solo

1,12 360 91,16 108,76

wind speed 900 m
above gnd

Velocidade do vento
novecentos metros

acima do solo
0 61,11 16,36 9,88

wind direction 900
m above gnd

Direção do vento
novecentos metros

acima do solo
1,12 360 192,44 106,51

angle of incidence
Angulo de Incidência

dos raios solares
3,75 121,63 50,83 26,63

zenith zênite solar 17,72 128,41 59,98 19,85
azimuth azimute solar 54,37 289,04 169,16 64,56

generated power kw potencia gerada em Kw 0,000595 3056,79 1134,34 937,95
Fonte: O Autor (2024).

A fase inicial do processo consistiu na inicialização dos dados, uma etapa conduzida

por meio da utilização da biblioteca Pandas3. Esta biblioteca desempenha uma função essen-

cial ao receber um arquivo no formato .CSV e importá-lo para o ambiente de análise. Através
3 PANDAS URL
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dessa operação, o conjunto de dados é carregado e disponibilizado para manipulação e explora-

ção dentro do ambiente de programação. Para simpli�car o processo, a biblioteca é comumente

inicializada sob o apelido de "pd", possibilitando a execução de comandos relacionados à bibli-

oteca de forma mais concisa na �gura 15.

A inicialização dos dados é realizada através do comandoread_csv, que carrega o ar-

quivo CSV para uma variável denominada "data". Esta variável é utilizada posteriormente para

realizar diversas operações de manipulação e análise dos dados. A �gura 16 apresenta a instru-

ção de carga dodataset.

Figura 15 – Importação da biblioteca Pandas por meio do apelido PD

Fonte: O autor (2024)

Figura 16 – Carregamento para a variável data em formatodataframe

Fonte: O autor (2024)

Em seguida, foi utilizado o comandoshape, apenas para �ns de con�rmação de que a

base de dados possui 4231 linhas (número de instâncias) e 21 colunas (número de atributos).

Na �gura 17 é possível observar a execução do comando e o resultado obtido.

Figura 17 – Uso do comandoShapepara con�rmar o tamanho da matriz

Fonte: O autor (2024)

Prosseguindo com as veri�cações iniciais, utilizou-se o comandocolumns. Este co-

mando é empregado para identi�car os rótulos de cada coluna, caso estejam presentes. A exe-

cução dessa instrução está ilustrada na �gura 18.
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Figura 18 – Uso do comandoColumnspara con�rmar o tamanho da matriz

Fonte: O autor (2024)

Após uma primeira análise visual dos dados, procede-se com a utilização de comandos

que visam analisar os dados. Nesse contexto, o comandoinfo emerge como uma ferramenta

útil da biblioteca Pandas para extrair informações sobre as colunas, fornece a contagem de

elementos não nulos em cada coluna, bem como o formato dos dados. A �gura 19 apresenta o

uso desta instrução.
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Figura 19 – Uso do comandoinfo() para exibir informações mais técnicas sobre a tabela e suas
colunas

Fonte: O autor (2024)

Prosseguindo, foi utilizado o comandodescribe()para obter uma descrição de cada

coluna. Este comando proporciona uma ampla gama de características estatísticas para cada

coluna, incluindo o número de elementos, média dos valores, desvio padrão, valor mínimo,

percentis 25%, 50% e 75%, bem como o valor máximo. O resultado da execução deste comando

pode ser parcialmente visualizado na �gura 20.

Figura 20 – Uso do comandoDescribe()para exibir informações mais estatísticas sobre as co-
lunas

Fonte: O autor (2024)
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Para gerar representações grá�cas dos dados, foram empregadas as bibliotecasSeaborn

e Matplotlib, inicializadas sob o nome de sns e plt, respectivamente (conforme mostrado na

�gura 21). Essas bibliotecas foram responsáveis por produzir os histogramas e osscatterplots.

Além disso, para explorar as relações entre todas as variáveis, foram elaborados grá�cos nos

formatos deheatmapepairplot.

Figura 21 – Inicialização da bibliotecaSeaboarneMatPlotLib

Fonte: O autor (2024)

O primeiro grá�co escolhido para ser plotado e analisado foi o histograma. Um histo-

grama é uma representação grá�ca que mostra a distribuição de frequência de um conjunto de

dados. Ele é útil para visualizar padrões, identi�caroutlierse compreender a distribuição dos

dados. Os picos e vales no histograma indicam onde os dados estão concentrados, tornando-se

uma ferramenta essencial em estatística para análise e tomada de decisões.

Para gerar os histogramas para cada variável foi utilizado um laço de repetição do tipo

for, no qual cada coluna do conjunto de dados foi iterada. Oloop foi executado com todas as

colunas dodataset. Para criar os grá�cos foi utilizado o comandohistplotda bibliotecaSeaborn,

e para a plotagem propriamente dita, o comando�gure(). A implementação desses comandos,

com as devidas parametrizações, pode ser visualizada na �gura 22.

Figura 22 – Plotagem dos histogramas

Fonte: O autor (2024)

O segundo grá�co escolhido foi umscatterplotrelacionando os pontos de todas as va-

riáveis com os pontos da variável alvo: potência gerada em Kilowatts/hora. Inicialmente, foi

empregado um laço de repetição utilizando as colunas do conjunto de dados como atributo de

iteração, e o critério de �nalização foi de�nido como todas as colunas do banco de dados. Em

seguida, foi utilizado o comando�gure() para ajustar o tamanho da �gura. Posteriormente, o

comandoscatterplotfoi utilizado para gerar o grá�co.

Os comandos subsequentes foram utilizados para adicionar legendas ao grá�co: o co-

mandotitle para inserir a variável comparada com a potência gerada em Kilowatts/hora, os

comandosxlabele ylabelpara de�nir as descrições nos eixos do grá�co. Por �m, o comando

showfoi empregado para exibir o grá�co na tela. A implementação desses comandos pode ser
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visualizada na �gura 23, bem como um exemplo do grá�co gerado, considerando dois atribu-

tos apenas, na �gura 24. Observa-se na visualização que os pontos representam as instâncias e

algunsclustersmais concentrados se localizam próximos aos eixos.

Figura 23 – Plotagem dosscatterplot

Fonte: O autor (2024)

Figura 24 – Exemplo descatterplot

Fonte: O autor (2024)

Para detectar correlações entre as variáveis, indicando variáveis que podem ser removi-

das do treinamento ou gerar algum viés no modelo, foi gerado umheatmapde correlação entre

todas as variáveis. Para isso, inicialmente foi utilizado o comando�gure da bibliotecaMatplo-

tlib com o parâmetro�gsize para determinar o tamanho da �gura. Em seguida, o comandoheat-

mapda bibliotecaSeabornfoi utilizado, tendo como principal parâmetro o comando.corr() da

bibliotecaPandaspara calcular a correlação entre todas as variáveis. Por �m, o comandoshow

foi empregado para exibir o grá�co na tela.

Tanto o código na IDE, quanto o grá�co gerado, podem ser visualizados nas �guras 25

e 26.
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Figura 25 – Código de geração doheatmap

Fonte: O autor (2024)

Figura 26 –Heatmap

Fonte: O autor (2024)

O grá�co de correlação é muito importante na análise exploratória dos dados, pois ele

permite uma visão ampla sobre o comportamento dos valores dos atributos.Neste caso, optou-

se por realizar uma análise dos atributos separados por categorias. Eles foram agrupados em

quatro categorias distintas: clima, nuvens, vento e posição. Para cada categoria são apresenta-

dos resumos contendo os valores máximos e mínimos de cada variável, oferecendo uma visão

geral das extremidades dos dados. Além disso, para cada categoria, foi compilado um conjunto

de histogramas representando a distribuição das variáveis pertencentes a essa categoria. Essa
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organização estruturada e detalhada proporciona uma análise mais completa dos dados, permi-

tindo uma compreensão mais profunda de suas características e padrões. Os resumos fornecem

insightsvaliosos sobre a dispersão e variação dos dados em cada categoria, facilitando a identi-

�cação de tendências e padrões relevantes para a análise e modelagem subsequentes.

Na categoria referente ao clima destaca-se os valores obtidos para cinco características

determinantes. Primeiramente, considerando-se a característica da temperatura a dois metros

acima do nível do solo, observa-se que seus valores variam entre -5,30 e 34,9 graus Celsius.

Outra característica, a umidade relativa a dois metros acima do solo possui variação de 7 a

100%. A média da pressão atmosférica em relação ao nível do mar apresenta uma faixa de

variação entre 997 e 1046 milibares. A precipitação total possui valores variando de 0 a 3,2

mm/m2. A última característica destacada é a ocorrência de queda de neve, cujos valores variam

entre 0 e 1,68 cm. Por meio do diagrama de correlação 26 observa-se uma correlação moderada

a forte (0.77) entre as variáveis temperatura e umidade, evidenciando uma relação signi�cativa

entre essas duas características climáticos.

A �gura 27 é um agrupamento da distribuição dos valores de todas as variáveis agrupa-

das na categoria clima.

Figura 27 – Variáveis referentes ao clima

Fonte: O autor (2024)

Na classi�cação das nuvens, são reconhecidas quatro categorias distintas: cobertura to-

tal de nuvens, cobertura de nuvens de alta altitude, cobertura de nuvens de média altitude e

cobertura de nuvens de baixa altitude, todas quanti�cadas em uma escala de 0 a 100%. Uma

correlação interessante é observada, uma vez que é natural que a cobertura total de nuvens esteja

correlacionada com as nuvens de baixa, média e alta altitude. Os valores de correlação entre a

cobertura total de nuvens e cada uma dessas categorias são 0,75, 0,71 e 0,44, respectivamente.
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Essa informação sugere que as principais nuvens responsáveis por bloquear a radiação solar na

maioria dos dias são as de baixa e média altitude.

A �gura 28 é um compilado da distribuição dos valores de todas as variáveis agrupadas

na categoria nuvens.

Figura 28 – Variáveis referentes a nuvens

Fonte: O autor (2024)

Na categoria dedicada ao vento, que abrange o maior número de categorias, totalizando

sete, são contempladas todas as características relacionadas à incidência do vento. Essas ca-

racterísticas incluem: a direção do vento a uma altura de dez metros acima do nível do solo,

variando de 0,53 a 360 graus; a velocidade do vento a dez metros acima do solo, variando de 0

a 61,18 km/h; a velocidade das rajadas de vento a uma altura de dez metros acima do solo, osci-

lando de 0,72 a 84,96 km/h; a direção do vento a uma altura de oitenta metros acima do nível do

solo, variando de 1,12 a 360 graus; a velocidade do vento a uma altura de oitenta metros acima

do nível do solo, variando de 0 a 66,8 km/h; a direção do vento a uma altura de novecentos

metros acima do nível do solo, com variação de 1,12 a 360 graus; e a velocidade do vento a

uma altura de novecentos metros acima do nível do solo, variando de 0 a 61,11 km/h.

Neste contexto, observa-se uma correlação forte da velocidade em todos os três níveis

de vento, representada pela média de correlação de 0,9. Além disso, há uma correlação forte,
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representada pela média de valores de 0,91, na direção do vento nos três níveis.

A �gura 29 é um compilado da distribuição dos valores de todas as variáveis agrupadas

na categoria vento.

Figura 29 – Variáveis referentes ao vento

Fonte: O autor (2024)

A classi�cação �nal deste estudo aborda a posição dos painéis solares, compreendendo

quatro categorias que avaliam tanto a orientação dos painéis quanto sua posição em relação ao

globo terrestre. Esta análise inicia-se com a mensuração do ângulo de incidência solar, variando

de 3,75 a 121,63 graus. Em seguida, é considerado o zênite solar, que representa o ângulo ver-

tical entre a direção do Sol e a linha vertical local, registrando variação entre 17,72 e 128,41

graus em relação ao horizonte. O azimute solar, indicando a direção horizontal do Sol em rela-

ção ao norte geográ�co, oscila entre 54,37 e 289,04 graus. Por �m, a análise inclui a re�exão

da radiação de ondas curtas, cujos valores variam de 0 a 952,30.

Nesta categoria, observa-se uma correlação moderada a forte entre o ângulo de incidên-

cia e o zênite, representada pelo valor de 0,71.

A �gura 30 é um compilado da distribuição dos valores de todas as variáveis agrupadas

na categoria posição.
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Figura 30 – Variáveis referentes a posição

Fonte: O autor (2024)

Por �m, o dado principal deste estudo é a geração proveniente do painel solar, apre-

sentando uma variação de 0.000595 até 3056.79 kilowatt-hora. Este é o campo que almejamos

monitorar, avaliando sua e�ciência, qualidade e padrão. Esta variável apresenta uma correla-

ção máxima com outras variáveis, sendo mais notavelmente correlacionada com o ângulo de

incidência e o zênite, seguido pela radiação de ondas curtas. Isso sugere que, para uma maior

geração de energia solar, as principais variáveis a serem observadas são essas, conforme evi-

denciado pelo conjunto de dados utilizado para este estudo.

A �gura 31 é a distribuição dos valores na categoria kilowatt-hora.
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Figura 31 – Variável referente a geração

Fonte: O autor (2024)

3.4.2 Etapa 2: Pré-processamento dos dados

Nesta etapa é importante observar a normalização dos dados. A normalização de dados

é um processo estatístico usado para colocar diferentes variáveis em uma escala comum. Isso

é feito para garantir que as variáveis tenham uma distribuição similar e não causem viés em

análises estatísticas ou algoritmos de aprendizado de máquina. A normalização pode envolver

ajustar os valores para que estejam dentro de um intervalo especí�co, como [0, 1] ou [-1, 1], ou

transformá-los para terem uma média zero e um desvio padrão de um. Essa etapa é crucial para

garantir a consistência e comparabilidade dos dados em análises subsequentes.

Pra normalizar odatasetfoi escolhido o método Min-Max que consiste em uma técnica

de pré-processamento de dados que transforma os valores das variáveis para um intervalo es-

pecí�co, geralmente entre 0 e 1. Isso é feito subtraindo o valor mínimo da variável e dividindo

pela diferença entre o valor máximo e mínimo. A fórmula básica é:

valor_normalizado=
valor � min
max� min

A normalização é necessária em algoritmos de aprendizado de maquina pois diferentes

escalas nas variáveis podem afetar o desempenho dos modelos, garantindo que todas as carac-

terísticas contribuam de maneira equilibrada para o treinamento.

a seguir, na �gura 32 temos uma demonstração de como este passo foi feito via código.

Figura 32 – Código para normalização

Fonte: O autor (2024)
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