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RESUMO

Um volume crescente de dados de sequéncias genbmicas esta disponivel em banco
de dados publicos e privados. Além desse armazenamento ocorre, paralelamente, a
necessidade de analise desses dados através de plataformas computacionais. A
exploracdo destes dados por um processo mediado por computador caracteriza-se
uma tarefa de mineracdo de dados e pode ser realizada por meio de diferentes
abordagens, dentre as quais a clusterizacao (clustering, agrupamento, ou analise de
cluster). Este trabalho consiste em efetuar uma andlise genébmica do DNA da
bactéria E. coli (Escherichia coli) através da aplicacdo dos métodos de clusterizacao
como os algoritmos K-Means e CURE (Clustering Using Representatives —
Clusterizacdo Utilizando Representantes). Estes algoritmos foram implementados
em uma linguagem de programacdo de modo a processar 0S segmentos de
promotores, genes e terminadores do DNA da bactéria, através do uso de
ferramentas diferenciadas e uma metodologia propria, com base nas etapas da
analise de cluster. Os resultados obtidos foram analisados e comparados de modo a
demonstrar a eficacia do reconhecimento de padrdes por vias computacionais,
contribuindo assim nos estudos de pesquisas com padrbes de genes, promotores e
terminadores desta bactéria. Sendo que, os clusters gerados apresentaram
aglomeracdes pertinentes ao contexto bioldgico, isto €, cluster com muitas
sequéncias pertencentes a uma mesma classificacdo. Considerando que ambos o0s
algoritmos apresentaram grupos de objetos bem definidos, em pelo menos um
contexto de configuracéo, a técnica mostra-se valida e aberta a aplicagfes futuras.

Palavras-Chave: Bactéria. Escherichia coli. DNA. Algoritmo. Clusterizacao.
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1 INTRODUCAO E JUSTIFICATIVA

A quantidade de dados, da biologia e demais ciéncias, encontra-se em
amplificacdo e crescimento acelerado (CALLEBAUT, 2012). Este volume crescente
de dados no mundo, principalmente os dados de sequéncias genbmicas, esta
disponivel em banco de dados publicos e privados. Além desse armazenamento
ocorre, paralelamente, a necessidade de analise desses dados, o que torna
indispensavel a utilizacdo de plataformas computacionais eficientes para a
interpretacdo, oportunizando assim o surgimento da Bioinformatica. Esta, por sua
vez, ocasiona a unificacdo de diversas linhas de conhecimento como a matematica,
a estatistica, a ciéncia da computacéo e a biologia molecular (PROSDOCIMI et al.,
2002).

Devido ao elevado crescimento de dados relacionados a sequenciamentos
de DNA por varios projetos em andamento, observou-se que as transformacdes e as
manipulacbes destes dados através de operagbes manuais sdo, muitas vezes,
impraticaveis. Desta forma, tornou-se necessaria a exploracao destes dados por um
processo mediado por computador. Com esta necessidade, a mineracdo de dados
agregou-se como um campo de pesquisa a ser explorado, permitindo que muitos
cientistas realizem pesquisas sem nem mesmo utilizar um laboratério ou uma
magquina de sequenciamento (BERGERON, 2003).

As tarefas de mineracdo de dados comumente aplicadas nos dados de
sequéncias de DNA sdo agrupamentos (clustering, clusterizacdo, ou analise de
cluster) e classificacdo. Clustering € uma atividade puramente orientada a dados que
utiliza apenas os dados do estudo ou experiéncia para agrupar as medicfes. A
classificacdo, em contrapartida, utiliza dados adicionais, incluindo heuristicas e
medidas para atribuir aos grupos (BERGERON, 2003). A tarefa de clusterizacao
aborda a analise de dados através de atributos, com o objetivo de identificar padrées
para a organizacdo de conjuntos fisicos ou abstratos de objetos similares. Consiste
em criar agrupamentos de objetos que identificam uma classe de objetos similares
entre si e dissimilares entre as classes (DE AMO, 2004; MAIMON e ROKACH, 2010;
JAIN et al., 1999; SHAMIR e SHARAN, 2001). Estas tarefas de clusterizacdo s&o
compostas por algoritmos que sdo utilizados para a identificagdo de padroes
relevantes em conjuntos de genes, com 0 objetivo de encontrar caracteristicas

importantes que compdem cada organismo vivo e, a partir delas, obter um estudo
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mais eficaz em relacéo a estes organismos (SHAMIR e SHARAN, 2001). Além disso,
€ possivel fornecer percep¢bes sobre a funcdo de um determinado segmento de
DNA, como o gene. Por exemplo, se dois genes possuem caracteristicas
semelhantes observadas através de padrdes da estrutura do segmento, eles podem
estar funcionalmente relacionados (BERGERON, 2003). Dentre 0s organismos
vivos, alguns sdo considerados modelos bioldgicos, por ser de facil manipulacdo em
laboratério. Um exemplo é a bactéria Escherichia coli (E. coli), que vive no intestino
do ser humano (TORTORA, 2005).

Este trabalho consiste em efetuar uma analise genémica do DNA da bactéria
E. coli através da aplicacdo dos algoritmos de clusterizacdo K-Means e CURE
(Clustering Using Representatives — Clusterizagdo Utilizando Representantes).
Deste modo, procurou-se identificar quais algoritmos de clusterizacdo encontram
melhores resultados na busca de padrdes nas sequéncias gendmicas da bactéria E.
coli. Esta aplicacdo € realizada através da construcdo de um programa para a
plataforma desktop que implementa os algoritmos citados por uma linguagem de
programacao. Os resultados obtidos sdo comparados entre si de modo a identificar a
eficacia do reconhecimento de padrbes. Além disso, os resultados séo apresentados
a area de biologia e sdo analisados de forma a contribuir nos estudos e pesquisas

com padrdes de genes, terminadores e promotores da bactéria E. coli.
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1.1 ESTRUTURA DO TRABALHO

O estudo deste trabalho inicia-se pelo Capitulo 2, onde sdo abordados os
fundamentos biol6gicos necessarios para a clusterizacdo de dados genéticos, no
qual é descrita a bactéria E. coli e os fundamentos genéticos envolvidos na
expressdo génica da mesma. No Capitulo 3, sdo descritos os algoritmos de
clusterizacdo (K-Means e CURE) utilizados na analise gendmica, assim como as
etapas necessarias para a realizacdo do processo de analise de cluster, da qual
possui a etapa de extracdo de atributos. Na descricdo da extracdo de atributos sdo
demonstrados os métodos de extracdo de atributos em escala linear e ndo linear e o
método da coocorréncia, complementares no processo de determinacdo de
caracteristicas para a formatacdo dos objetos do algoritmo. Ainda no Capitulo 3, sdo
apresentados trabalhos de clusterizacdo semelhantes, aplicados na area da biologia,
biomedicina e genética, que sustentam a viabilidade de realizacdo deste trabalho.
No Capitulo 4 é apresentada a metodologia utilizada na solu¢éo desenvolvida. Neste
capitulo, encontra-se o fluxo de trabalho realizado, fonte de dados, ferramentas
utilizadas, entre outros. Finalizando o estudo, tem-se o Capitulo 5, onde séo
apresentados os resultados da solucdo aplicada e descritas as simulacdes de
clusterizacdo. Por ultimo, conclui-se o estudo através do Capitulo 6, que envolve
uma discussao dos fatos ocorridos no decorrer do processo, assim como sugestdes

de trabalhos futuros nesta area de pesquisa.
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2 FUNDAMENTOS BIOLOGICOS

Neste capitulo sdo abordados os conceitos biologicos fundamentais para a
compreensao dos objetivos do trabalho, bem como o melhor entendimento das
implicacdes bioldgicas presentes nos resultados obtidos. Deste modo, ndo serdo
apresentados todos os detalhes biolégicos relacionados com as sequéncias
analisadas, uma vez que estas nao sao necessarias ao escopo deste trabalho.

2.1 A BACTERIA ESCHERICHIA COLI

A bactéria Escherichia coli (E. coli) é uma espécie de bactéria de facil
manipulacdo em laboratorio, pois se reproduz com bastante facilidade, obtendo-se
uma nova cOpia em cerca de vinte minutos. Por este e outros motivos, é utilizada por
bi6logos como um organismo modelo (padréo biolégico) na realizagdo de pesquisas
cientificas (TORTORA, 2005). Assim como as algas cianoficeas, as bactérias, de um
modo geral, sdo procariontes, ou seja, organismos de uma Unica célula em sua
maioria e que nao contém o DNA delimitado por uma membrana, ficando este
disposto diretamente no citoplasma da célula (MURRAY et al., 2010).

A E. coli foi descrita pela primeira vez em 1885 pelo pediatra aleméo
Theodore Escherich e inicialmente sob a denominagdo de Bacillus coli comune.
Porém, ap6s uma revisao, foi renomeada para Escherichia coli em referéncia ao
pesquisador que a descobriu (CHEN, 2005). De um modo geral, é classificada como
uma bactéria que faz parte da familia Enterobacteriaceae. Possui formato alongado
e semelhante a um bastonete, designando-se assim um bacilo, conforme observa-se
na Figura 1 (HOLT, 1993). S&o bactérias que vivem no intestino humano, sendo que
a parceria de relacdo, neste caso, se constroi atraveés da troca de vitaminas K e B
criadas pela bactéria, e os nutrientes fornecidos pelo hospedeiro (TORTORA, 2005).
Muitas cepas (variantes) da E. coli ndo sdo patogénicas, ou seja, ndo provocam
doencas. Porém, as que provocam, podem resultar em infec¢cdes urinarias,
septicemias, meningites e outros tipos de infeccdo como as intestinais e
extraintestinais (TRABULSI, 1999).
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Figura 1 - Bactéria E. coli

Fonte: ALBERTS et al. (2011)

A partir dos estudos genéticos realizados com esta bactéria, foram criadas
diversas variantes a partir de mutagcbes em seu genoma, sendo essas geradas
espontaneamente ou a partir agcdes antropicas (modificado pela acdo humana).
Dentre as cepas existentes estd a Escherichia coli K12 K12 MG1655, a qual sera
analisada neste trabalho. Por se tratar de um organismo padréo, as inferéncias
realizadas a partir dela podem ser aplicadas em outras bactérias (MURRAY et al.,
2010).

2.2 FUNDAMENTOS GENETICOS DA EXPRESSAO GENICA DE E. coli

Nesta secdo sao apresentados 0s conceitos genéticos elementares para
compreensao de como 0s genes de uma bactéria sdo expressos durante os seus
processos vitais.

A estrutura do DNA (deoxyribonucleic acid — &cido desoxirribonucleico) foi
descrita originariamente por James Watson e Francis Crick, no ano de 1953. Através
de estudos com base em varios trabalhos da época, publicaram na revista Nature
um trabalho denominado Molecular Structure of Nucleic Acids - A Structure for
Desoxyribose Nucleic Acid (Estrutura Molecular dos Acidos Nucleicos - Uma
Estrutura para o Acido Desoxirribonucleico) (DE ROBERTIS, 1993 apud DE AVILA E
SILVA, 2006).
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O DNA ou acido desoxirribonucleico € uma molécula que existe
praticamente em todas as células dos organismos vivos e de alguns virus,
com a funcdo de armazenar a informacédo genética (DE ROBERTIS, 1993
apud DE AVILA E SILVA, 2006, p. 19).

O DNA é um polimero composto de unidades quimicas individuais
chamadas de nucleotideos. Essas bases se ligam em uma estrutura de forma
alternada e repetitiva, formando assim uma cadeia, chamada de cadeia de DNA. As
quatro bases nitrogenadas que compdem as sequéncias de DNA sao: adenina (A),
guanina (G), citosina (C) e timina (T) (BERG et al., 2002).

A cadeia de DNA é composta por duas fitas de nucleotideos que se ligam
entre si paralelamente. Em uma das fitas, na extremidade de cada um dos
nucleotideos, esta uma base nitrogenada, que se liga com seu par alternadamente
correspondente na fita oposta. As quatro bases nitrogenadas configuram ligacdes
par a par, denominadas pares de bases (pb), entre si através das pontes de
hidrogénio que, conforme sua variagdo de niumero de pontes, determina que A liga-
se sempre com T e C liga-se sempre com G. Ou seja, A sempre estabelece ligacdo
com um nucleotideo de T e um nucleotideo de C sempre estabelece ligagdo com G
(ALBERTS et al., 2002).

Estes pares de fitas, unificados através de pontes de hidrogénio, enrolam-se
em sentido vertical obtendo um formato helicoidal. Desta forma, a molécula é
composta por duas fitas complementares e antiparalelas, conhecida como dupla-
hélice (ALBERTS et al., 2002). Na Figura 2 observa-se parte do polimero e os seus

elementos. A sequéncia representada € A-C na fita da esquerda (5’ - 3’) e sua
sequéncia complementar T-G na fita da direita (3’ - 5’). As bases nitrogenadas estéo
no centro da molécula. As pontes de hidrogénio estdo representadas pelo grupo

destacado (DE AVILA E SILVA, 2006).
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Figura 2 - Esquema representando a molécula de DNA
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Fonte: COX et al. (2012)

Ao longo da extenséo da fita de DNA encontra-se partes de segmentos de
nucleotideos responsaveis por diferentes fungbes biologicas. Deste modo, a
molécula torna-se uma estrutura segmentada, na qual cada segmento possui um
papel especifico para a célula: promotores, regido codificante (também chamada de

gene) e terminadores, por exemplo, conforme observa-se na Figura 3.

Figura 3 - Fita de DNA segmentada

Promotor Gene (Regido Codificadora) Terminador

Cl|C|IA]IA

DNA4

Fonte: GIANNINI (2013)

A expressdo génica é formada por dois processos: transcrigdo e traducéo. A
transcricido é a criacdo do RNA mensageiro (RNAm, Ribonucleic Acid - Acido

Ribonucleico) e a traducéo se caracteriza pela sintese de proteinas.
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Considerando a estrutura exposta, percebe-se que o DNA assume a funcéo
de armazenar as informacdes genéticas dos organismos, sendo estas informacgdes
decodificadas em acdes por estruturas biolégicas especificas. Assim, 0s promotores
e terminadores possuem a informagcdo necessaria para controlar a expressédo dos
elementos codificadores. Desta forma, estes elementos possuem funcao regulatoria,
pois controlam a quantidade de produtos génicos disponiveis na célula em um dado
momento (LEWIN, 2001 apud DE AVILA E SILVA, 2006; SIVARAMAN et al., 2005).

O estudo da expressédo génica, bem como de sua regulacdo, € um ponto
importante de estudo, ja que a transcricdo (primeiro passo da expressao
génica) é regulada pela interagcéo entre sequéncias especificas da molécula
de DNA e proteinas que ai se ligam (DE AVILA E SILVA, 2006, p. 15).

Os promotores, ou a regido promotora, sdo responsaveis pelo inicio do
processo de transcricdo, sendo necessario o seu reconhecimento pela enzima do
RNA polimerase (RNAp). A localizacdo dos promotores € ligeiramente anterior a
regido codificante (Open reading frame - ORF) (SIVARAMAN et al., 2005 apud DE
AVILA E SILVA, 2006). Esta ultima por sua vez, € também chamada de gene, e
pode ser definida como qualquer trecho de DNA que codifica um produto com
funcdo biologica potencialmente. A identificacdo de um gene é a primeira indicacdo
de que um segmento de DNA pode ser funcional. Por fim, hd os terminadores, os
quais sdo responsaveis por finalizar o processo de transcricdo desencadeado pela
enzina RNAp (LEWIN, 2001).

Fazendo uma analogia com a computacao, € possivel associar o DNA a uma
string de dados. Ou seja, uma sequéncia linear de informacbes que podem ser
representadas por caracteres. Em termos de estrutura, o DNA se comporta como
informacéo estética, semelhante a um banco de dados e, conforme a necessidade
de utilizacdo destas informacdes pelos demais sistemas celulares, as mesmas sao
consultadas de uma forma controlada pela enzima RNAp, semelhante a um
programa de computador, escrito por uma linguagem especifica, em consulta a uma
base de dados (HOWARD e BENSON, 2002).

Neste trabalho, a composicdo estrutural apresentada pelos promotores,
genes e terminadores, sera de grande relevancia, pois a partir dela serdo analisados
padrdes estruturais ocultos, por meio de metodologia computacional (ou seja, uma

metodologia in silico).
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2.3 CONSIDERACOES FINAIS

Os fenbmenos bioldgicos sdo complexos e requerem integracdo de muitas
areas do conhecimento para ampla compreensdo de suas implicacdes (BARRERA
et al, 2004). Neste capitulo, procurou-se abranger apenas os conceitos relacionados
aos processos que envolvem genes, promotores e terminadores, uma vez que estes
foram os elementos escolhidos para a analise deste trabalho. Além disso,
considerando a ampla gama de seres vivos, alguns sdo considerados modelos como
a bactéria E. coli. Deste modo, o conhecimento gerado a partir dela pode ser

expandido para outras bactérias.
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3 ALGORITMOS DE CLUSTERIZACAO E APLICACOES NA BIOLOGIA

Este capitulo apresenta a fundamentagdo tedrica sobre os algoritmos de
clusterizagéo, procurando detalhar os aspectos computacionais e matematicos, bem
como, estabelecendo relacdo com trabalho de cunhos biologicos.

A analise de cluster, conhecida também como clusterizacdo (clustering), é
uma tarefa de mineragéo de dados que consiste em um processo de analisar dados,
através de seus atributos, objetivando a identificacdo de padrBes para a organizacao
de conjuntos fisicos ou abstratos de objetos similares (também denominados
elementos ou componentes). Através dela, é possivel criar agrupamentos que
identificam uma classe de objetos similares entre si e dissimilares entre as classes.
Estas classes de objetos, ou grupos de objetos similares, sdo denominadas cluster.
A clusterizacdo € uma tarefa ndo supervisionada, ou seja, hdo necessita de um
aprendizado prévio para a identificacdo de padrdes, diferentemente da classificacao
convencional utilizada em redes neurais (inteligéncia artificial), na qual é necessario
treinar a rede com um escopo resumido de dados para que a esta possa identificar
padrées em dados em escopos diferentes. Esta forma, auto-organizavel de
selecionar os dados, determina uma aprendizagem por observacdo, na qual o
algoritmo aprende observando um Unico escopo dados, ao mesmo tempo em que o
classifica. Em consequéncia disso, ao iniciar o processo de analise, ndo é
necessario determinar etiquetas (classes) previamente conhecidas (DE AMO, 2004;
MAIMON e ROKACH, 2010; JAIN et al., 1999; SHAMIR e SHARAN, 2001).

O processo de andlise dos dados € realizado através da comparacao de
seus atributos. Estes atributos sao elencados através da extracdo das
caracteristicas relevantes de cada tipo de dados. A realizacdo desta selecédo e
extracdo de atributos é tdo fundamental quanto a execucéo do algoritmo em si. Com
a comparacao dos atributos, € definida a similaridade entre os elementos do cluster,
representada pela distancia entre estes, que é calculada a partir de equacbes
especificas de cada algoritmo. Desta forma, quanto maior a distancia entre um
elemento e outro, maior a probabilidade destes elementos pertencerem a clusters
diferentes. O inverso também é verdadeiro, ou seja, quanto menor a distancia entre
os elementos, maior é a probabilidade de pertencerem ao mesmo cluster e fazer
parte da mesma categoria (DE AMO, 2004). A fundamentacdo tedrica da selecéo

dos atributos pode ser encontrada na Sec¢éo 3.2.
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3.1 ETAPAS DA ANALISE DE CLUSTER

A aplicagdo dos algoritmos somente se torna possivel apds algumas etapas
essenciais, de preparacdo dos dados de entrada, conforme o algoritmo escolhido.
Apos a aplicacdo do algoritmo, a validacdo e interpretacdo dos resultados s&o
igualmente importantes para a obtencdo de dados significativos na questdo em
andlise.

A clusterizacdo possui fases que segmentam o processo de analisar os
dados. Conforme Xu e Wunsch (2005), descreve-se uma sequéncia de quatro
principais estagios de operacdes que devem ser realizadas. Trata-se da selecdo ou
extracdo de atributos, desenvolvimento ou selecdo do algoritmo de clusterizacao,
validacdo dos clusters e interpretacdo dos resultados, conforme observa-se na
Figura 4. Estes passos sdo retroalimentaveis, desta forma, estdo intimamente
relacionados e afetam os clusters resultantes. Consequentemente, € um processo
gue deve ser repetido multiplas vezes, até atingir um resultado significativo para o

objetivo proposto.

Figura 4 - Processo de clusterizagéo

LA
Selegao ou == | Desenvolvimento ou % { VI3
extragao de selegao de algoritmo )
- - .y
atributos de clustering e = o ]

@ e | INt@Tpretacéo dos Validagao dos
resultados — clusters

Conhecimento

Fonte: XU e WUNSCH (2005), p. 646

Dados Clusters

O primeiro estagio é a selecédo ou extracdo de atributos. Esta fase tem por
objetivo a organizacdo dos dados atraves de suas caracteristicas de forma a definir
os atributos que s&o utilizados pelo algoritmo no calculo de distancia entre os
objetos do cluster. Esta operacdo pode, conforme a necessidade, efetuar
transformacdes nos dados originais, modificando estes dados a fim de qualificar a
extracdo, diminuindo a carga de trabalho dos algoritmos (JAIN e DUBES, 1998; JAIN
et al., 1999; XU e WUNSCH, 2005).
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Os dados sao arranjados em uma matriz de objetos, disposta em duas
estruturas diferenciadas, escolhida conforme a abordagem utilizada na extracao dos
atributos. A primeira estrutura contém, em cada linha, um objeto e, em cada coluna,
um atributo que caracterizam estes objetos, definindo assim uma matriz de dados
(HAN e KAMBER, 2001; DE AMO, 2004), como mostra a Figura 5 (a). A segunda
estrutura contém as distancias entre dois objetos previamente calculadas, no qual o
elemento da coluna j e linha i da matriz € o numero d(i, j) que representa a distancia
(dissimilaridade) entre os objetos i e |, ver Figura 5 (b), desta forma é denominada
matriz de dissimilaridade (DE AMO, 2004). O calculo de obtencéo da dissimilaridade,
a extracao dos valores da matriz de dados e as possiveis transformacdes dos dados
originais para a obtencéo destes atributos, serdo detalhados na Secéo 3.2.

A geracao da matriz de dados e de dissimilaridade € realizada normalmente
durante a fase de selecdo ou extracao de atributos. No entanto, podem ser alteradas
e/ou recriadas durante a fase de execucdo (desenvolvimento ou selecdo do
algoritmo de clusterizacao), para realimentar o sistema (HAN e KAMBER, 2001; DE
AMO, 2004).

Figura 5 - Matriz de dados (a) e matriz de dissimilaridade (b)

(-\'u SURE TR P 0
d(2,1) 0
B e By e T d(3,1) d(3,2) 0

L Xt 0 Xy o Xp ) | d(m1) d(n,2) - - 0]
(a) (b)
Fonte: HAN e KAMBER (2001)

Para que uma distancia existente na matriz de dissimilaridade seja valida, é
necessario e suficiente que as seguintes condi¢des sejam satisfeitas, para quaisquer
objetos i, |, k, indiferentemente da equacéao utilizada.

1.d(i,j) = 0;

2.d(i,i) =0;

3.d(i,j) =d(j,i) » simetria;

4.d(i,j) <d(i,k) + d(k,j) » desigualdade triangular.

A condicdo 1 implica que todos os elementos da matriz de dissimilaridade

sao positivos (incluindo zero). A condicdo 2 implica que a diagonal da matriz de
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dissimilaridade é formada por zeros. A condi¢do 3, por sua vez, implica que a matriz
de dissimilaridade é simétrica com relagdo a diagonal e por isso, registra-se nela
somente os elementos abaixo da diagonal. A condicdo 4 trata da desigualdade
triangular, no qual o comprimento de um dos lados € sempre inferior a soma do
comprimento dos outros dois lados. Assim, qualquer equacdo que satisfaz as quatro
condi¢des pode gerar uma distancia valida (DE AMO, 2004; JAIN e DUBES, 1998).
O detalhamento matematico para a obtencdo dos valores de distancia, analisados
nas condicdes de 1 a 4, sdo detalhados na Secao 3.2.

O segundo estdgio € o desenvolvimento ou selecdo de um algoritmo de
clustering, devidamente apropriado para o conjunto de dados. Uma vez escolhidos
os atributos, a construcdo ou reutilizacdo de um algoritmo de clusterizacdo torna o
reconhecimento dos clusters um problema de otimizacdo, o qual € definido
matematicamente e traz consigo varias solucbes disponiveis na literatura. E
importante investigar o problema em questdo para selecionar um algoritmo de
clusterizacdo adequado, uma vez que nao existe um algoritmo suficientemente
abstrato que abrange todas as areas, sendo todos muito especificos ao contexto do
problema (KLEINBERG, 2003). A descricdo detalhada dos algoritmos de
clusterizagédo encontra-se na Seg¢éo 3.3.

O terceiro estagio € a validacdo dos clusters. Nesta fase, verificam-se os
agrupamentos gerados e identifica-se a coeréncia entre os agrupamentos. E preciso
utilizar critérios de avaliacéo eficientes para identificar os padrdes, de modo que o
resultado obtido a partir do algoritmo seja confiavel. Deve-se, para isso, responder
guestdes como: quantos clusters estdo escondidos dentre os dados? Outra questao
€: por que se escolhe um algoritmo ou método ao invés de outro? A validacéo
matematica € diferente para cada algoritmo empregado (JAIN et al., 1999). A medida
que os resultados séo obtidos, pode-se discernir entre modificar ou readaptar o
método de clusterizacdo escolhido. Caso ndo seja alterado, pode-se continuar
reaplicando o mesmo método, prosseguindo assim com o objetivo de conseguir um
resultado que realize a distribuicdo dos grupos da melhor maneira possivel (JAIN e
DUBES, 1998; XU e WUNSCH, 2005).

O quarto estagio € a interpretacdo dos resultados. Através desta
interpretacdo busca-se gerar conhecimento para o problema em questéo.

7

Geralmente, esta fase é realizada com o acompanhamento de especialistas de
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dominio do contexto do problema, para garantir confiabilidade no conhecimento
extraido (XU e WUNSCH, 2005).

3.2 EXTRACAO DE ATRIBUTOS

Nesta secdo sdo apresentadas algumas formas de selecdo e extracdo de
atributos. Através delas, € possivel mensurar as caracteristicas de cada elemento,
as quais assumem o formato de atributo (DE AMO, 2004). As formas aqui
apresentadas sdo: extracdo por atributos continuos lineares e nao lineares e a
extracdo pelo método de coocorréncia. A descricdo matematica para estes métodos
€ de contexto genérico e ndo especificas para o problema tratado neste trabalho.
Outras formas de organizacdo de dados, como extragdo por atributos binarios,
extracao por atributos nominais e ordinais, e extragao de atributos mistos, ndo seréo
descritos, visto que ndo séo pertinentes ao escopo do trabalho. Mais detalhes sobre
estes outros métodos de extracdo podem ser encontrados em Han e Kamber (2001),
Kaufman e Rousseeuw (2005), Maimon e Rokach (2010) e Jain e Dubes (1998).
Salienta-se a extragcdo de atributos é ampla e dindmica e deve ser trabalhada de
forma a organizar os dados realcando as caracteristicas mais importantes dos

mesmos, de acordo com o contexto do problema.

3.2.1 Extracao de atributos em escala linear e néo linear

Os atributos em escala linear sédo utilizados nos cenarios em que os dados
estdo concentrados em uma escala de valores continuos, ou seja, com uma
alternéancia constante de valores dentro de uma ordem de grandeza representada.
Como por exemplo: peso, altura, latitude, longitude, temperatura, entre outros. A
extracdo deste tipo de atributo, na maioria dos casos, pode-se ser realizada
diretamente a partir dos valores originais (utiizando ou nao formas de
padronizacao), originando diretamente a matriz de dados, na qual cada coluna é um
atributo de valor linear. Alguns algoritmos, como o K-Means e CURE, utilizam-se
apenas desta matriz como parametro de entrada de dados, sem a necessidade de
utilizar as equacdes para calculo da distancia preliminar (DE AMO, 2004).
Entretanto, as unidades de medida utilizadas para medir estes valores (kg, g, metro,
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cm, entre outros) podem afetar a analise de clusters, de forma que, se a unidade
possuir uma escala elevada, tém-se poucos clusters. Porém, se a escala for refinada
ou diminuta, tém-se agrupamentos em demasia. Apenas nesta circunstancia, antes
de realizar a extracdo dos atributos para geracdo da matriz de dados, deve-se
padronizar os mesmos (DE AMO, 2004; HAN e KAMBER, 2001).

A padronizagéao dos dados tem como objetivo dar um peso igual a cada um
dos atributos. Para isso, aplica-se o0 seguinte procedimento de padronizacdo (HAN e
KAMBER, 2001):

1. Calcula-se o desvio medio absoluto para cada atributo A:

n

! (1)
5= n2|xif Ml

i=1

sendo m; = valor medio do atributo Af, x;r = 0 valor de Ay para um objeto i
e n = quantidade de objetos. Observa-se que s; € um valor associado a

coluna f da matriz de dados (Figura 5), onde séo operados com os valores

x;r da coordenada f de cada objeto x;.

2. Calcula-se a medida padréo ou z-score para o atributo f de cada objeto i:

Xif — My
Zip = T (2)

sendo z;; = valor padronizado do elemento x;;.

O desvio médio absoluto s, € mais robusto no que diz respeito a ruidos

(outliers) do que o desvio médio padrao oy:

n
1 2
O = ,—lZ(xif —my)” (3)
i=1
Se um dos valores, pertencentes a coluna f, esta distante da meédia dos
valores (tratando-se, portanto, de um ruido), seu efeito € amenizado no célculo do

desvio padrdo (muito mais do que no calculo do desvio absoluto), tornando-se

imperceptivel. O que ndo ocorre no desvio médio absoluto. A vantagem de utilizar o
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desvio médio absoluto € que os z-score de anomalias ndo se tornam muito
pequenos, portanto as anomalias podem ser detectadas (DE AMO, 2004).

Na extracdo dos atributos lineares, geralmente séo utilizadas as seguintes
equacdes para o calculo da medida de distancia: Euclidean (4), Manhatan (city-
block) (5) e Minkowski (6):

d(l,_]) = Z(xil - le)z, (4)
=1
d(l,]) = Z|xil - le|, (5)
=1
q n
a6y =) (e —xl)" (6)
=1

onde i e j sdo os objetos dos quais esta sendo calculada a distancia, n = quantidade

de atributos, x; ou x; = valor do atributo | para o objeto i ou j respectivamente,

sendoq > 1. Considerando que, a distancia de Minkowski generaliza tanto a
distancia Euclidean, que é um caso especial sendo g = 2, quanto a distancia de
Manhattan, que é um caso especial sendo g = 1.

Para ressaltar a importancia de certos atributos no célculo da distancia,
considera-se uma distancia ponderada, que consiste em se associar pesos a cada
uma das coordenadas do objeto. Por exemplo, a distancia Euclidean ponderada é

dada por:
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n

d(l,]) = Z Wl(xil - Xﬂ)z, (7)

=1

sendo wy,...,w, 0S pesos de cada um dos atributos envolvidos na descricdo dos
objetos (HAN e KAMBER, 2001; KAUFMAN e ROUSSEEUW, 2005).

Os atributos escalonados néo lineares estdo configurados em uma escala
ndo linear, ou seja, com uma alternancia variavel de valores dentro de uma ordem
de grandeza representada. Como por exemplo, uma escala exponencial, que &
representada através da equacao Ae®t ou 4e 5!, sendo A e B constantes positivas.
Outro exemplo de aplicacdo deste tipo de atributo é o crescimento de uma
populacdo de bactérias ou a desintegracdo de um elemento radioativo, que também
possuem conceitos medidos de acordo com uma escala exponencial.

Para extragcao deste tipo de atributo, sdo apresentadas trés abordagens para
o célculo da dissimilaridade d(i,j) entre dois objetos i e j, onde todos os atributos
escalonados néo lineares, sendo a segunda e a terceira abordagem mais eficazes. A
primeira trata os atributos escalonados nao lineares da mesma forma como se trata
os atributos em escala linear. No entanto, ndo é utilizada em demasia, sendo que
desta forma a escala linear provoca uma distor¢cdo nos dados, resultando em uma
incoeréncia em relagéo aos dados iniciais (DE AMO, 2004; HAN e KAMBER, 2001).

Na segunda abordagem, aplica-se uma transformacao logaritmica ao valor
x;r de cada atributo A de um objeto i, obtendo y;r = log (x;r). Desta forma, os

valores y;r podem ser tratados como se fossem valores em uma escala linear.

Repare que, dependendo de como for escalonado o valor, outras transformacdes
poderdo ser empregadas. Neste exemplo, utilizou-se a funcédo log, ja que € a inversa
da funcéo exponencial (JAIN e DUBES, 1998).

A terceira abordagem trata os valores x;r atribuindo caracteristicas de
valores ordinais continuos. Associa-se a cada valor um ndmero entre 0 e My — 1,
sendo My o numero total de valores assumidos pelo atributo A;. Sendo que este
namero M, de modo contrario do que acontece com os atributos ordinais, pode ser

de grandeza elevada. Uma vez realizada esta associagéo, trata-se os valores
associados da mesma forma como tratou-se os atributos em escala linear
(KAUFMAN e ROUSSEEUW, 2005; MAIMON e ROKACH, 2010).
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3.2.2 Selecéo ou extragdo por coocorréncia

Coocorréncia é o principio distribucional que diz respeito a possibilidade de
unidades, de algum recurso, ocorrerem umas em combinagcdo com outras. Uma
quantificacdo em coocorréncia € caracterizada pela contagem de combinacdes
conjuntas de determinados recursos em um escopo finito de dados, sendo
armazenado, geralmente em uma estrutura de vetor ou matriz de dimenséao variavel
(M-dimensional). Esta abordagem é comumente aplicada em dados categoricos, nos
quais cada recurso, definido como atributo, representa uma caracteristica especifica
do objeto em analise (BERKHIN, 2006). A aplicacdo desta forma de extracdo de
atributos é flexivel em grande parte dos algoritmos de clusterizacdo, como o K-
Means e o CURE, pois uma vez gerada a matriz de dados a partir do vetor M-
dimensional, é possivel efetuar a entrada destes dados nestes algoritmos. Além
destes, existem algoritmos que sdo especializados neste tipo de organizacdo de
dados, como o CACTUS (Clustering Categorical Data Using Summaries) e o STIRR
(Sieving Through Iterated Reinforcement). Desta forma, maiores informacdes sobre
estes algoritmos, podem ser encontradas em Berkhin (2006).

Para representacdo de atributos de dados biologicos, tem-se o trabalho de Ji
(2008), no qual identifica-se a aplicagdo da coocorréncia na descricéo de funcdes de
genes utilizando um vocabulario controlado. Neste artigo, foi aprimorada a
representacdo de caracteristicas da linguagem natural de genes através de
anotacdes funcionais e utilizando expansdo de termo automatica. Como ponto de
partida o autor apresenta o0 método de representacao de caracteristicas com base
na frequéncia de termos (Term Frequency — Inverse Document Frequency - TF *
IDF), que utiliza coocorréncia estruturada em um modelo de espaco vetorial (Vector
Space Model - VSM). No entanto, o autor cita que este método possui limitacdes que
foram observadas em estudos anteriores de anotacdo genémica e como melhoria
propdem dois métodos para expansdo de termo automadtica (Automatic Term
Expansion - ATE), o primeiro com base em expansao de consulta (Query Expansion
- QE) e o0 segundo com base em recuperacao de informacao (Information Retrieval -
IR).

Para fins de desenvolvimento deste trabalho, descreve-se apenas o método

TF * IDF, sendo que a informacado para os demais métodos podem ser encontrados
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em Ji (2008). A construcdo do espaco vetorial inicia-se com a selecdo de um grupo
de caracteristicas (atributos) de acordo com algum critério estatistico ou heuristico.
Este grupo é denotado por T = {t;,t,, ..., ty}, representando o conjunto de termos
(tokens de textos ou palavras) para quantificacdo, estruturados em um vetor de
espaco M-dimensional que compdem as caracteristicas de cada objeto e pode ser
representado em um histograma de peso de cada caracteristica referente ao
conjunto de dados. Dado um objeto X, utiliza-se a representacdo TF * IDF para

formatar o conteddo do objeto em um vetor, formulado por:

X = (xl,xZ, ...,xM)

= (tfy. idfy, tfy . idfy, ., tfiyr . idfy), (8)

onde tf; é a frequéncia de termos (TF) (i.e. a ocorréncia) do termo t; no objeto X, e
idf; € o inverso da frequéncia de objeto (document) (IDF) de t;, em relacdo a todo

conjunto de dados, definido por:

df;

idf, = —logWi, (9)

na qual df; é a frequéncia de objeto de t;, ou seja, o niumero de objetos que contém
t;, € N é o total de objetos no conjunto de dados.

Outra aplicacédo de coocorréncia em dominios biolégicos é encontrada em Li
et al. (2011), que implementa o framework para generalizacdo de acoplamento de
caracteristicas (Feature Coupling Generalization - FCG). Neste trabalho os autores
mostram que a técnica de coocorréncia mostra-se eficiente como parédmetro de
entrada para esses algoritmos, pois enriquece a rotulacdo de dados esparsos e
melhora o desempenho de caracteristicas localizadas. A metodologia descrita foi
aplicada em trés diferentes questdes: reconhecimento da nomenclatura da entidade
génica (Gene Named Entity Recognition - NER), extracdo de interacdo proteina-
proteina (Protein-protein Interaction Extraction - PPIE) e classificacdo de texto para
anotacdo de ontologia génica (Text Classification for Gene Ontology Annotation —
TC-GO). Outros detalhes sobre o framework podem ser obtidos no trabalho de Li et
al. (2011).



29

3.3 ALGORITMOS DE CLUSTERIZACAO

O elemento central da clusterizagdo € o algoritmo que realiza a comparacéo
dos dados através dos atributos, definindo distancias entre os objetos e unificando
ou particionando grupos de objetos de forma a classificar os mesmos. Estes
algoritmos, conhecidos como métodos de clusterizacdo, sédo definidos conforme a
necessidade do contexto e a adequacdo aos dados disponiveis, a partir dos
atributos escolhidos (MAIMON e ROKACH, 2010, p. 278). Dentre as diversas
classificacdes, Fraley e Raftery (1998) e Jain et al. (1999), dividem os métodos em
dois grandes grupos: métodos hierarquicos e métodos de particdo, conforme Figura
6. Por outro lado, Han e Kamber (2001) sugeriram categorizar os métodos em trés
categorias principais: métodos com base em densidade, clustering com base em
modelos e métodos com base em grade. E importante salientar que, devido ao
grande volume de nomenclaturas que definem clusterizacéo, neste trabalho define-
se que os termos: clusterizacdo, clustering, analise de cluster e tarefa de
agrupamento, sempre significardo o processo de clusterizar (agrupar) dados de um

modo geral.

Figura 6 - Estrutura organizacional dos métodos de analise de cluster
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Fonte: adaptacéo de JAIN et al. (1999)

Os agrupamentos criados pelos algoritmos de clustering hierarquicos podem

ser apresentandos em uma estrutura de arvore binaria, em um formato denominado
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dendrograma (Figura 7). Esta arvore representa a hierarquia de proximidade entre
0S objetos. A raiz da arvore € o conjunto de dados inteiros e os nodos folhas séo os
objetos. Os nodos intermediarios representam a magnitude da proximidade entre os
objetos. A altura do dendrograma indica a distancia entre um par de objetos ou entre
um par de subgrupos, ou ainda entre um objeto e um cluster. Para analisar os
resultados, deve-se particionar o dendrograma em diferentes niveis de abstracéo,
sendo assim possivel visualizar estruturas e grupos em potencial, como por
exemplo, dados de pesquisas sobre evolucdo das espécies (HAN e KAMBER,
2001).

Figura 7 - Dendrograma representando um clustering hierarquico
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Fonte: HAN e KAMBER (2001)

Os algoritmos hierarquicos sao divididos em aglomerativos e divisivos. Nos
aglomerativos, é utilizada a forma bottom-up, na qual inicialmente cada objeto € um
cluster e, a medida que o algoritmo é executado, ocorrem combina¢des entre esses
clusters, de modo que no final todos os objetos pertengam ao mesmo cluster. Nos
divisivos, € utilizada a forma top-down, na qual acontece a operacao oposta, tendo
inicialmente o conjunto de dados inteiro como um unico cluster e, a medida que o
algoritmo é executado, ocorrem divisbes destes grupos, de modo que no final cada
objeto torna-se um unico cluster (JAIN et al., 1999; HAN e KAMBER, 2001).

Os agrupamentos criados pelos algoritmos de particionamento podem ser
apresentados em um formato de plano cartesiano bidimensional, quando as
coordenadas dos pontos (objetos) possuirem apenas duas dimensdes. No entanto,
podem ser trabalhados objetos com pontos de coordenadas n-dimensionais. Quando
bidimensional, possibilita a visualizacdo de conjuntos de pontos proXimos uns aos

outros, formando grandes blocos (clusters) que representam a similaridade dos
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objetos, conforme observa-se na Figura 8. Inicialmente, o conjunto de dados é divido
em Kk grupos de objetos. No decorrer da execucdo do algoritmo, os elementos séao
realocados entre os clusters, reorganizando estes grupos. O processo de recalculo e
realocacdo € finalizado quando os objetos ndo alteram mais entre 0s grupos e o
sistema se estabiliza. Esta é uma abordagem exaustiva e que no final das iteracdes,
pode ndo gerar agrupamentos significativos. Por este motivo, o uso de heuristicas
torna-se um mecanismo para aumentar a relevancia da solucédo encontrada (HAN e
KAMBER, 200; JAIN et al., 1999).

Figura 8 - Exemplo de clusters em um plano

Fonte: CHEN (2012)

Considerando todos os algoritmos aplicaveis aos problemas de
clusterizacdo, optou-se pela aplicacdo de dois deles: um hierarquico e outro de
particionamento. Deste modo, conforme o objetivo deste trabalho, os algoritmos K-
Means e CURE sdo os que apresentam maior aplicabilidade e, portanto séo

apresentados nas Secofes 3.3.1 e 3.3.2, respectivamente.

3.3.1 K-Means

O K-Means é um algoritmo de clusterizacdo pertencente a categoria de
meétodos particionais, na subcategoria de métodos que utilizam o erro quadratico
para a mensuracdo da convergéncia da particdo, em relagdo ao centro do cluster.
Esse algoritmo busca realocar os elementos de forma iterativa, através da menor
distancia em relacdo a um conjunto de pontos centrais (centroides), representados

pela média destes elementos. Outra caracteristica é a criacdo de conjuntos de
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dados que sédo aglomerados compactados, ou seja, bem dissimilares entre si, mas
com dados muito parecidos no interior. O K-Means possui como entrada, dados
modelados geralmente através de atributos em escala linear, alocados na matriz de
dados, que compdem as variaveis das equacfes: Euclidean (4), Manhatan (city-
block) (5) e Minkowski (6), utilizadas no calculo da distancia. Além da matriz de
dados, necessita como entrada de dados um parametro de valor numérico inteiro
denominado k, que tem a funcdo de identificar o nimero de grupos previamente
conhecidos que se deseja trabalhar durante a execucao. Além disso, opcionalmente,
pode-se informar um parametro de valor numérico inteiro denominado T, que
representa o nimero maximo de iteracbes desejadas (DE AMO, 2004; JAIN et al.,
1999; JONES e PEVZNER, 2004; MAIMON e ROKACH, 2010).

O funcionamento do K-Means é apresentado, de forma abrangente, pelos
passos 1 a 4. O algoritmo com detalhamento matematico é encontrado no Anexo A
deste documento.

1. Seleciona-se k objetos para serem o0s centroides iniciais. Estes objetos
sédo o centro de gravidade inicial de cada k cluster gerado. Esta sele¢cao
pode ser arbitraria, ou com base em alguma técnica, ou até mesmo
heuristica, no entanto o método de selecao é facultativo (DE AMO, 2004;
HAN e KAMBER, 2001).

2. Para cara objeto do conjunto de objetos disponivel, calcula-se o valor de
distancia em relacdo aos k centroides existentes, através das Equacdes
4, 5 e 6. Na sequéncia, aloca-se o0 objeto ao cluster do qual este tem
menor proximidade em relacdo ao centroide, ou seja, a menor distancia
calculada (DE AMO, 2004; HAN e KAMBER, 2001).

3. Para cada k cluster, calcula-se um novo centroide a partir da média dos
valores de cada atributo dos elementos pertencentes ao cluster. Este sera
0 novo centro de gravidade do cluster, para balancear o mesmo. No caso

de atributos lineares, o calculo do novo centroide € definido por:

Uy = — qu (10)
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sendo u; o valor médio dos objetos do cluster k, n, a quantidade de
objetos no cluster k e x, o valor do objeto n para o atributos g, envolvidos

no somatorio, pertencentes a k (MAIMON e ROKACH, 2010).

4. Verifica-se se um ou mais objetos foram realocados para algum cluster.
Neste caso, retorna-se ao passo 2 e repete-se 0 processo. Caso nenhum
objeto tenha sido realocado, finaliza-se o processo, pois 0s clusters
estabilizaram. Além deste critério de parada, pode-se interromper o
processo ao atingir um numero T de iteracdes esperadas. (DE AMO,
2004; HAN e KAMBER, 2001).

A Figura 9 ilustra o funcionamento do método K-Means para k = 3. Observa-
se nas iteracdes (a), (b) e (c) que o os centroides, representados pelos pontos
circundados e cruz (+), alteram de posi¢céao dentro do grupo, de forma a estar sempre
no centro e balancear o mesmo. Observa-se também, através dos pontilhados, a
realocacdo dos objetos (pontos em negrito) que tende a diminuir na medida em que
acontecem as iteragbes, demonstrando que 0S agrupamentos convergem para a
estabilizacado (DE AMO, 2004; HAN e KAMBER, 2001).

Figura 9 - IteracGes do K-Means
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Fonte: HAN e KAMBER (2001)

O K-Means possui complexidade de execucdo O(T *K *m = N), onde T
representa o numero de iteracbes, m € o numero de instancias do conjunto de
objetos disponiveis que sdo caracterizadas por N atributos. Esta € uma de suas
principais vantagens, pois garante eficiéncia ao tratar grande quantidade de dados.
Além disso, possui vantagem de possuir baixa complexidade de desenvolvimento.
Em virtude destas vantagens, é largamente utilizado por pesquisadores e é aplicado

na resolucdo de problemas de ordem geral de agrupamento e classificacdo de
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informacdes que ndo necessitam de um aprendizado prévio (DE AMO, 2004; HAN e
KAMBER, 2001).

Dentre as desvantagens, o algoritmo possui um valor pré-definido de
nameros de agrupamentos (numero k), obrigando o conhecimento da quantidade de
padrées que se deseja reconhecer. Outra desvantagem € a sensibilidade a ruidos,
na qual objetos com valores altos podem causar uma grande alteragcdo no centro de
gravidade dos clusters e assim, distorcer a distribuicdo dos dados nos mesmos (DE
AMO, 2004; JONES e PEVZNER, 2004; MAIMON e ROKACH, 2010).

3.3.2 Clustering Using Representatives

O algoritmo Clustering Using Representatives (CURE) pertence a categoria
de métodos hierarquicos, na subcategoria de métodos aglomerativos. Este algoritmo
busca unificar, de forma iterativa, os objetos conforme o grau de semelhanca, com
0s representantes de cada cluster. Possui como entrada uma estrutura idéntica ao
K-Means, composta por dados em escala linear, modelados através de atributos e
alocados na matriz de dados. Além desta matriz, o algoritmo necessita como entrada
de dados: um parametro de numero k de clusters finais esperados, um parametro de
namero ¢ de representantes que sdo alocados em cada grupo e um parametro
denominado fator alpha («) que é utilizado na retracao dos representantes dentro do
cluster (DE AMO, 2004; HAN e KAMBER, 2001; JAIN et al., 1999).

No inicio da aplicacdo do algoritmo cada objeto é considerado um cluster, ou
seja, cada objeto representa solitariamente um grupo. A cada itera¢do, 0s objetos,
ou grupo de objetos, sdo analisados e aglutinados conforme a proximidade entre os
mesmos, determinada pela distancia entre os representantes de cada grupo,
gerando clusters maiores. Conforme o crescimento dos clusters repete-se 0
processo, elegendo-se o nimero ¢ de representantes, deslocando-os com o fator
alpha, calculando a proximidade e determinando novos reagrupamentos. A
aglutinacdo a cada iteracdo é realizada em apenas um par de clusters, ou objetos,
de menor distancia. O processo finaliza quando os agrupamentos convergem em um
anico cluster final. No entanto, para obter resultados pertinentes, interrompe-se o
processo ao atingir um numero k de clusters finais esperados, sendo este niumero
previamente conhecido (HAN e KAMBER, 2001; XU e WUNSCH, 2005).
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Através dos passos 1 a 7, verifica-se com detalhes o funcionamento do
CURE, assim como a retracdo dos representantes e a medida de distancia entre
estes. O algoritmo com o detalhamento matematico é encontrado no Anexo B deste
documento.

1. Identifica-se cada objeto da matriz de dados como sendo um cluster

isolado, formando inicialmente um namero de clusters igual a quantidade
de objetos disponiveis (DE AMO, 2004).

2. Calculam-se as distancias (Equacdes 4, 5 ou 6) entre todos os objetos, de
forma a obter uma matriz de dissimilaridade. Porém, armazena-se
somente a menor distancia encontrada para cada par de objetos. Para
este armazenamento pode ser utilizada uma estrutura do tipo heap, onde
€ possivel incluir os clusters de forma ordenada, e uma estrutura k-tree,
onde é possivel armazenar os representantes obtidos no passo 4. Mais
detalhes sobre estas estruturas sdo encontrados em Guha et al. (1998) e
Leiserson et al. (2001).

3. Calcula-se o centroide do cluster a partir da média dos objetos dos
clusters envolvidos, através da Equacdo 11. Salientando-se que
inicialmente, quando o cluster possuir apenas um objeto, este serd o

centroide.

n, *uU, +n, *v,

w, = ,
¢ n, +n, (11)

sendo w, é o centroide do cluster que foi originado pela unidao do cluster u
com o cluster v, n, a quantidade de objetos no cluster u, u. o centroide
do cluster u, n, a quantidade de objetos no cluster v e v, 0 centroide do
cluster v (GUHA, 1998).

4. Com o objetivo de calcular a distancia entre dois clusters, s&o
selecionados c representantes destes atraves dos passos 4.1 a 4.4. Estes
c pontos sdo escolhidos de forma a representar regides bem distintas
dentro do grupo, conforme observa-se 0s pontos destacados com um
circulo na Figura 10. Se c for menor que a quantidade objetos no cluster,
entdo estes objetos serdo 0s proprios representantes, seguindo

diretamente para o passo 5.
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4.1 Calcula-se a distancia (Equacdes 4, 5 ou 6) entre 0os objetos do grupo
em relacdo ao centroide, calculado no passo 3. Seleciona-se como
primeiro representante r; sendo o0 objeto com maior distancia, ou seja,
mais afastado do centro, podendo ser até mesmo um ruido (outlier).

4.2 Calcula-se a distancia, (Equacdes 4, 5 ou 6) entre os objetos restantes
do cluster em relagcédo a r,;. Seleciona-se como segundo representante r,
aguele que estiver mais afastado de ;.

4.3 O enésimo representante r, serd aquele cuja distancia a {ry, 7y, ..., -1}
€ a maior possivel. Desta forma, a distancia de n, a {ry, 12, ...,7h—1} € O
minimo entre {d(r5,1y),d(r5,12), oo, d(Ty—1, Tn-2)}-

4.4 Repete-se 0 processo 4.3 até atingir até o numero c de representantes
para o cluster em questao.

5. Na sequéncia, efetua-se o calculo (Equacdo 12) da retracdo dos
representantes pelo fator alpha (sendo 0 < ¢ < 1), conforme apresentado

na Figura 10, na qual observa-se o movimento dos representantes
P ~ 1 . P
através da retracdo por um fator a = > por exemplo. O ponto de origem é

identificado pelo circulo e o movimento do representante apontado pela
seta, em direcdo ao centro. Este deslocamento mantém o formato inicial
do cluster e transporta 0s representantes ao centro do conjunto,
aumentando a eficacia do calculo de distancia, tornando o algoritmo
menos sensivel a ruidos. Ou seja, caso um representante escolhido no
passo 4 seja um ruido, apGs a retracdo este se aproximara do centro
mantendo-se equilibrado em relacdo aos demais representantes, que nao
sdo ruidos, e o centro (DE AMO, 2004; XU e WUNSCH, 2005).

O calculo da retracéo dos representantes € dado por:

r=r+ ax(c—r), (12)

sendo r o representante ao qual se esta calculando a retracdo e ¢ o

centroide do cluster ao qual r pertence.
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Figura 10 - Retracdo de representantes em um cluster CURE

Fonte: DE AMO (2004)

6. Conforme observa-se na Figura 11, a distancia entre dois clusters é dada
pela distancia minima entre dois pontos, um em cada cluster, estando
estes na fronteira mais proxima entre os clusters. Desta forma, apés a
definicdo dos representantes para os clusters, calcula-se a distancias
(Equacdes 4, 5 e 6) entre estes, de modo a encontrar um par de clusters
com menor distancia em relacdo aos demais pares, e posteriormente
aglutina-los. A busca pelo par de clusters nao é definida por um processo
de comparacdo entre todos os representantes de todos os clusters
disponiveis. Este seria um processo demorado e oneroso (DE AMO,
2004; JONES e PEVZNER, 2004). Entdo, ao invés deste, utiliza-se uma
abordagem de busca através de uma arvore geradora minima (MST —
Minimum Spanning Tree). Também conhecida por arvore geradora de
custo minimo, esta estrutura € uma arvore geradora de um grafo
ponderado cuja soma dos pesos das arestas € minima (SZWARCFITER,
1986). No algoritmo CURE, este grafo € mantido através da estrutura
citada no passo 2 e é utilizado, a cada iteracdo, no célculo da distancia
entre dois clusters, configurando assim a politica MST.
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Figura 11 - Distancia entre os representantes dos grupos

(o)

Fonte: DE AMO (2004)

7. Verifica-se se a quantidade de grupos € menor ou igual a k clusters
esperados. Se nao for, repete-se o processo a partir do passo 3. Todavia,
pode-se utilizar como critério de parada o cenario em que a distancia
minima entre os clusters seja menor do que um limite fornecido. Porém
esta abordagem é complexa e custosa, ndo sendo muito utilizada (DE
AMO, 2004; XU e WUNSCH, 2005).

Uma das grandes vantagens da aplicacdo do CURE é poder detectar formas
arbitrarias de clusters. Este comportamento normalmente ndo acontece com
métodos por particionamento. Outra vantagem € que este método é
consideravelmente robusto quanto a ruidos, pois através dos c representantes, a
retracdo em direcdo ao centro de gravidade do cluster tem o efeito de diminuir a
influéncia destes ruidos (DE AMO, 2004; HAN e KAMBER, 2001; JAIN et al., 1999).

Dentre as desvantagens, CURE possui complexidade 0(n?), onde n é a
quantidade de objetos do conjunto de dados disponiveis. Esta complexidade é
encontrada no passo 2, onde tem-se o calculo das distancias iniciais. No entanto,
esta complexidade é encontrada novamente no passo 6, no calculo das distancias
entre os representantes de dois grupos, onde é necessario realizar uma comparacao
de distancia entre todos os representes destes dois grupos. Outra desvantagem de
CURE, e dos métodos hierarquicos no geral, é que estes possuem determinada
incapacidade de realizar ajustes quando uma decisdo de fusdo ou cisdao foi
executada. Ou seja, ao realizar uma aglutinacdo ou divisdo que néo tende ao
resultado esperado, o algoritmo fica incapacitado de retroagir a esta operacao e
realinhar a execucdo (HAN e KAMBER, 2001; JAIN et al.,, 1999 XU e WUNSCH,
2005).
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3.4 APLICACOES EM BIOLOGIA

Os métodos de clusterizagdo vém sendo aplicados na andlise de vetores de
DNA, alterando o cenério de pesquisas biomédicas e genéticas. Suas aplicacdes
possibilitam uma visdo simultanea da transcricdo de centenas de genes, de
diferentes origens. A informacdo obtida por este monitoramento de sequéncias
génicas em diferentes estdgios celulares, tipos de tecidos, condi¢cdes clinicas e
organismos pode ajudar no entendimento de suas funcdes e como essas se
influenciam mutuamente. Deste modo, contribuindo para a orientacdo de
diagnosticos e efeitos em tratamentos medicinais (SHAMIR e SHARAN, 2001; XU e
WUNSCH, 2010).

Exemplos de aplicacdes de algoritmos de clusterizagdo e analise de cluster
a partir de sequéncias de DNA podem ser encontrados em diversos artigos. Shamir
e Sharan (2001) descrevem algumas das principais abordagens algoritmicas para
clusterizacdo de dados de expressao génica, assim como as tecnologias do cenario
biolégico para geracdo de dados para clusterizacdo (cDNA Microarrays,
Oligonucleotide Microarrays e Oligonucleotide Fingerprinting - ONF) e algoritmos
recorrentemente utilizados na clusterizacdo génica: HSC (Highly Connected
Subgraph), CLICK (Cluster Identification via Connectivity Kernels), CAST (Cluster
Affinity Search Technique), SOM (Self Organizing Maps), K-Means e Clusterizagao
Hierarquica. Estes algoritmos foram aplicados em um conjunto de dados da
expressdo génica de uma levedura. Os resultados foram avaliados de modo a
encontrar qual algoritmo apresenta melhor abordagem de clusterizacdo, porém o0s
autores concluem que, através de todas as disciplinas mateméticas e aplicacbes
realizadas, todos os algoritmos descritos apresentam pontos positivos e negativos.
Desta forma, € impossivel escolher um anico algoritmo para resolver todas as
classes de problemas. A decisdo eventual de qual solucdo e de qual algoritmo
funciona melhor depende de quem esta analisando e da questdo especifica de
clusterizagdo que se esta tentando responder.

Na biomedicina, exemplos de aplicacdo de algoritmos de clusterizacéo séo
encontrados em areas como a analise da expressao génica de dados, analise de
sequéncia gen6mica, mineracdo de documentos biomédicos e andlise de imagens
de ressonancia magnética. No entanto, devido a diversidade de analises de clusters,

diferentes terminologias, objetivos e pressupostos subjacentes de diferentes
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algoritmos, determinar a combinacédo correta do algoritmo na aplicacdo biomédica é
uma decisdo complexa (XU e WUNSCH, 2010). Xu e Wunsch (2010) apresentam
uma revisdo das aplicacdes dos algoritmos de clusterizacdo envolvendo as
pesquisas biomédicas, de modo a auxiliar na selecédo do algoritmo mais adequado.
Nesta proposta de Xu e Wunsch (2010), sdo discutidos os problemas relativos a
analise de cluster, utilizando para isto os mais importantes e influentes algoritmos de
agrupamento, como K-Means, CURE, entre outros. Os autores concluem que o0s
algoritmos hierarquicos sdo uma opcao impropria para agrupamento de dados em
larga escala, devido ao grau de complexidade computacional. Além disso, a falta de
robustez também restringe suas aplicacdes em um ambiente ruidoso. Porém, CURE
e alguns outros algoritmos hierarquicos, apresentam eficacia com reconhecimento
progressivo pelos pesquisadores biomédicos. Em suma, as principais dificuldades
sdo a falta de orientacdo efetiva para implementacdo dos algoritmos e ajuste de
parametros, ou apenas a falta de uma boa comunicacdo entre os campos da
biologia e computacéao.

A andlise de cluster por métodos hierarquicos € comumente abordada na
andlise de dados de expressdao génica (TORONEN, 2004). Os agrupamentos
criados pelos algoritmos de clustering hierarquicos podem ser apresentandos em
uma estrutura de arvore binaria, em um formato denominado dendrograma,
conforme descrito na Secdo 3.3. Para que esta analise possa ser realizada, €
necessario selecionar os clusters através do corte no dendrograma, em um nivel
adequado e/ou através da extracdo de uma lista de genes ordenada. No entanto
este corte no nivel adequado resulta na perda de informag¢des em outros niveis. Ja a
extracdo da lista de genes ordenada depende do método de ordenacédo utilizado na
geracdo dos agrupamentos (TORONEN, 2004). Com o propésito de facilitar a
analise e melhorar a qualidade da selecao de clusters, Toronen (2004) aborda a
selecéo de clusters significativos a partir de arvores de clusters hierarquicos através
da classificacdo génica. As categorias de genes utilizadas estdo enquadradas no
processo bioldgico, funcdo molecular e localizacao celular. O método compara todos
os clusters do dendrograma com todas as classes de genes realizando uma
mensuracao de distribuicdo hipergeométrica, que busca a melhor correlacdo entre a
classe de gene a ramificagdo do dendrograma. Este método foi demonstrado com
aplicacdo nos dados da expressdo génica de uma levedura. Os resultados obtidos

mostraram que o método encontrou clusters com informagdes relevantes a partir de
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muitos niveis do dendrograma e indicou que estes mesmos clusters ndo poderiam
ser obtidos por um corte simples na arvore. O método foi aplicado em diversas
arvores geradas por diferentes algoritmos hierarquicos e a comparacdo aplicada
demonstrou que o método selecionou 0os mesmos clusters para estes diferentes
dendrogramas.

Pesquisas em andlise de clusterizacdo de sequéncias de DNA, deteccédo e
reconhecimento de promotores tém sido realizadas, como por exemplo, Radjiman et
al. (2006). O objetivo dos autores foi analisar e extrair o comportamento
correlacionado de sequéncias génicas com base em seus padrbes de expressao,
através de um algoritmo de clusterizacdo ndo supervisionado, denominado
Clusterizacdo Super Paramagnética (Super Paramagnetic Clustering - SPC). Este
algoritmo utiliza propriedades fisicas de um ferromagneto granular heterogéneo com
base em um modelo estatistico de ferromagnetos desordenados (BLATT et al.,
1996). O método de analise utiliza simulacbes Swendsen-Wang cluster Monte Carlo
(EDWARDS e SOKAL, 1988) para distinguir clusters através da mensuracdo de
pares de funcdes correlacionadas a partir de diferentes resolugcdes. A clusterizacao
foi aplicada em 4541 sequéncias de DNA contendo regifes de promotores ativos,
com classes de vertebrados e artropodes, incluindo os genes virais. As informacdes
foram mensuradas a partir de frequéncias de tri-nucleotideos e tetra-nucleotideos.
Os resultados separaram as sequéncias de artropodes e vertebrados com sucesso
em duas diferentes classes com apenas 9,25% de sequéncias de artropodes
erroneamente classificadas. Isto indica que, através de uma perspectiva funcional,
estas sequéncias tém funcbes génicas elevadas e se correlacionam com as
sequéncias dos clusters de vertebrados.

Com o desenvolvimento de tecnologias, sdo criados atualmente muitos
dados biologicos de DNA. Como consequéncia disso, os bancos de dados
gendmicos estdo crescendo exponencialmente em poucos anos. Como forma de
estudar estes dados de forma abrangente, muitos métodos novos de analises estédo
sendo propostos. Com base neste cenario, Liu et al. (2006) descreve um trabalho de
clusterizagdo de sequéncias de DNA através de vetores de caracteristicas. Deste
modo, as sequéncias de DNA sdo representadas como pontos de um espaco de
doze dimensdes (twelve-dimensional) permitindo o agrupamento sequéncias
homélogas, abrindo espagco para a comparagdo de sequéncias em ambito global

para milhdes de genes simultaneamente. A composi¢cdo destes vetores é dada a
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partir da definicho de atributos que representam caracteristicas comuns das
sequéncias. O primeiro atributo do vetor € obtido através ocorréncia dos termos A,
C, T e G, semelhante a teoria de coocorréncia descrita ha Secao 3.2.2, porém de
forma mais simplificada. Sendo que estes termos podem estar distribuidos em
combinagles de AA, AC, AT e AG, ou AAA, AAC, AAT, entre outras. Os demais
atributos do vetor sdo determinados por: total da distancia de cada nucleotideo base
até o primeiro nucleotideo e total da distribuicdo de cada nucleotideo Unico. Atraves
destes vetores, os dados sdo clusterizados pelo método BLAST (Basic Local
Alignment Search Tool). A aplicacdo desta forma global de estruturacédo de genes foi
testada em familias de proteinas e constatou-se que os membros de cada familia
foram apresentados em distancias menores do que os membros de familias
diferentes. Além disso, foi possivel distinguir sequéncias aleatérias com base na
mesma base de composicdo. Através desta constatacdo, o autor relata que o
método de comparagdo mostrou-se consistente e que novos genes descobertos

podem ser verificados através desta abordagem.

3.5 CONSIDERACOES FINAIS

A andlise de cluster parte da preparacdo dos dados e extracao dos atributos
até a validacdo dos resultados, abrangendo a aplicacdo dos algoritmos. Dentre
todas as fases, a mais complexa consiste na organizacédo e extracao dos atributos
para a entrada de dados. Esta dificuldade se agrava no contexto da genética, uma
vez que a quantidade de informacbBes para diversos organismos aumenta
diariamente. Consequentemente, uma abordagem computacional € interessante,
pois apesar das limitacBes, apresenta inUmeras possibilidades de descobertas.
Desta forma, a fundamentacdo da analise de cluster pode ser explorada em
trabalhos futuros, como o desenvolvimento da extracdo de atributos utilizado ATE

(Secéo 3.2.2), por exemplo.
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4 METODOLOGIA

Neste capitulo, os elementos da metodologia sdo apresentados
individualmente, juntamente com o fluxo de trabalho executado no desenvolvimento

e aplicacao dos algoritmos de clusterizagao.

4.1 FLUXO DE TRABALHO

Observa-se através da Figura 12 o fluxo de trabalho executado. Na fase de
formatacdo de dados realizou-se a selecdo dos dados originais da fonte de dados
(Secdo 4.3) assim como a formatacdo dos mesmos através da preparacdo dos
dados (Secdo 4.5), tendo como saida os segmentos de DNA formatados em
arquivos de promotores genes e terminadores. Estes arquivos serviram de entrada
para a fase de extracdo de atributos (Capitulo 3.2 e Secdo 4.5) resultando nos
arquivos com atributos e valores para serem processados pelos algoritmos. Na fase
de desenvolvimento e aplicagdo do algoritmo de clusterizagéo foi desenvolvido um
aplicativo de plataforma desktop (Secéo 4.6) e processados 0s arquivos de saida da
fase anterior. Os resultados obtidos deste processamento foram os clusters, dos

quais foram interpretados na fase de validacédo dos resultados (Capitulo 5).
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Figura 12 - Fluxo de trabalho
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GCTGC  GCTGC  GCTGC

4.2 ORGANISMO

O organismo utilizado como elemento de estudo através dos métodos de
clusterizacdo é a bactéria modelo E. coli da cepa K12-MG1655, cuja descricao

encontra-se na Secéo 2.1.
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4.3 FONTE DE DADOS

Os dados utilizados na solucéo referem-se ao sequenciamento de DNA da
bactéria E. coli. Trata-se de um conjunto de arquivos em formatos textuais obtidos
da base de dados do portal de acesso publico RegulonDB. Para este trabalho,
optou-se por utilizar os arquivos referentes as segmentacdes de promotores, genes
(regido codificadora) e terminadores, sendo que para cada uma destas, analisou-se
uma determinada quantidade de sequéncias, conforme Tabela 1. Informacbes

adicionais podem ser encontradas em: http://regulondb.ccg.unam.mx.

Tabela 1 - Quantidade de sequéncias

Promotores | 8452
Genes | 4632

Terminadores | 252
Total | 13336

Fonte: autor (2013)

4.4 FERRAMENTAS

Para desenvolvimento da solucdo e obtencdo dos resultados foram
utilizadas as seguintes ferramentas: plataforma de desenvolvimento Microsoft .NET
Framework versdo 4, ambiente integrado de desenvolvimento (Integrated
Development Environment - IDE) Microsoft Visual Studio 2010 Professional e
linguagem de desenvolvimento orientada a objetos Microsoft C#. Ambas as
ferramentas constituem parte do conjunto de ferramentas de desenvolvimento de
software da Microsoft, sendo o framework requisito basico para execucdo da
solucéo, no entanto nativo ao sistema operacional Windows (versées recentes com
0S pacotes de atualizagGes). Optou-se por utilizar estas tecnologias por serem
largamente utilizadas e consolidadas no meio comercial e educacional. Além disso,
por possuirem confiabilidade, robustez e segurangca no processamento e
gerenciamento de grandes quantidades de dados, conforme citado pelo fabricante
(VISUAL STUDIO 2010, 2013; MICROSOFT C#, 2013; FRAMEWORK, 2013).
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4.5 PREPARACAO DOS DADOS

Os arquivos provenientes do RegulonDB possuem formato especifico com
informacBes nado relevantes na aplicacdo dos algoritmos de clusterizacdo. Deste
modo, a primeira etapa do desenvolvimento da solucdo consistiu na formatacdo dos
dados, que tratou de selecionar as informacdes adequadas destes arquivos, através
dos recursos de andlise de expressao regular e identificacdo de padrbes de
espacamento e tabulacdo. As informacdes extraidas estdo destacadas nas areas A,
B, C e D da Figura 13, sendo:

A. ldentificador do gene;

B. Nome do gene;

C. Sigmas relacionados, quando promotor;
D. Segmento de DNA.

Figura 13 - Arquivo fonte de dados de promotores

[ promotertt &3
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Fonte: autor (2013)

A segunda etapa do desenvolvimento da solugdo consistiu na extracdo dos
atributos a partir do DNA selecionado na fase de formatacdo. O método de extragédo
de atributos escolhido foi a coocorréncia (Secdo 3.2.2), por ser um método ja
utilizado na literatura e com resultados relevantes para a area em questdo. Os
termos utilizados para montar o vetor M-dimensional, que representa a frequéncia de

termos, foram gerados a partir da combinacdo dos quatro nucleotideos A, C, Te G
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em um conjunto de tamanho X. Para isso, identificou-se por Xn o vetor gerado a
partir de todas as combinacbes possiveis entre 0s nucleotideos (n), para um
conjunto de tamanho X, por exemplo: 2n = {AA, AC, AT, AG, CA, CC, CT, CG, TA,
TC, TT, TG, GA, GC, GT, GG}, 3n = {AAA, AAC, AAT, AAG, ACA, ACC, ACT, ACG,
ATA, ATC, ATT, ATG, AGA, AGC, ...}. A partir destes vetores, verificou-se a
coocorréncia destes termos utilizando a teoria VSM (Equacéo 9), extraindo assim os
atributos. De forma complementar, para a realizacdo da quantificacdo da frequéncia
de cada conjunto de termos do vetor Xn, foram utilizadas duas abordagens de

combinagdes dos termos, conforme Figura 14.

Figura 14 - Consuming Window x Moving Window

a) b)

CW- Consuming Window: 2n= {A&, .}

18 pcomréncia;
ACAAAAAGAAATATACT

28 proméncia:

MW - Moving Window: 2n={AA, ... }

12 ocorréncia;
ACAAJAAAGAAATATACT

2% poaréncia:

ACAAMAJAGAAATATACT | AcCih
3% pooméncia:
ACAAAAAGAAATATACT
Total de 3 ocorréncias.

\[AIA|GAAATATACT
58 poorréncia:
ACAAAAAGAAATATACT
68 peorréncia:

ACAAAAAMGAAATATACT

Total de 6 ocorréncias.

Fonte: autor (2013)

A primeira abordagem (a) (Consuming Window - CW) consome o termo
depois de lido, fazendo com que a janela deslizante do conjunto nédo reutilize o
mesmo. A segunda abordagem (b) (Moving Window - MW) ndo consome o termo
apos a leitura, permitindo que o mesmo alimente o proximo conjunto conforme o

deslizamento da janela.
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4.6 ALGORITMOS DE CLUSTERIZACAO

A terceira etapa do desenvolvimento da solucdo consistiu na implementacao
dos algoritmos de clusterizacdo K-Means e CURE, conforme descritos nas Secodes
3.3.1 e 3.3.2, respectivamente. Ambos os algoritmos foram construidos em um
aplicativo de plataforma desktop, cujo desenvolvimento ocorreu por meio da
utilizacdo das ferramentas descritas na Secédo 4.4. O aplicativo foi arquitetado
utilizando-se threads, de forma a desvincular a interface do sistema ao médulo de
processamento, permitindo assim modificacdo ou portabilidade da interface para
outros ambientes, sem necessidade de alteracdo nos algoritmos. Maiores detalhes
sobre o aplicativo podem ser encontrados no Anexo C deste trabalho.

4.7 CONSIDERACOES FINAIS

O fluxo de trabalho proposto concretizou-se durante o desenvolvimento.
Foram utilizadas as ferramentas propostas, sem a necessidade de alteracdo por
outras ferramentas. Algumas dificuldades foram encontradas nas etapas de
formatacéo, extragdo de atributos e desenvolvimento dos algoritmos. Por exemplo,
na fase de formatacdo dos dados, houve dificuldade em extrair os dados dos
arquivos, pois 0s mesmos ndo possuem um padrdo de divisdo das colunas de
informacdes. Desta forma foi necessario utilizar mais de uma técnica para extrair as
informacdes, conforme citado na Secdo 4.5. Ja, na fase de extracdo de atributos, a
principal dificuldade consistiu em selecionar um método de extracdo adequado para
os algoritmos escolhidos, o qual deve contemplar a matriz de dados (Secédo 3.1).
Considerando esta premissa, foi selecionado o método de coocorréncia, conforme
citado na Secao 4.5.

Na fase de desenvolvimento dos algoritmos, o desenvolvimento de CURE,
por possuir ordem de complexidade quadratica, sub-rotinas para selecdo de
representante e calculo de fator alpha, exigiu o carregamento do arquivo de atributos

na integra em memoaria principal (RAM).
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5 RESULTADOS E DISCUSSAO

Os resultados foram obtidos através da realizacdo de simulacdes para cada
um dos algoritmos selecionados, sendo a configuragdo de maquina utilizada:
Processador: Intel(R) Core(TM)2 Duo CPU P8600 @2.40GHz; Memdria: DDR2, 6
GBytes, Dual Channel. Os valores de tempos de execucéo sao referentes a esta
configuragcdo. A parametrizagdo da extracdo de atributos e dos algoritmos foram
inicialmente estabelecidas a partir dos dados de entrada. Os resultados esperados
sao clusters que caracterizam distintamente os segmentos de promotores, genes e

terminadores.

5.1 SIMULAQ()ES UTILIZANDO K-MEANS
As simulacdes com o algoritmo K-Means utilizaram como dados de entrada
os atributos extraidos dos segmentos de promotores, genes e terminadores. Os

parametros e configuragdes gerais utilizados estao descritos na Tabela 2.

Tabela 2 - Configuracdes gerais para K-Means

Parametros |Valores Observacao

Vetor . Conjunto de nucleotideos para os
. . De 2n até 7n \ . )
M-dimensional vetores M-dimensionais.

Atributos

Selecédo da frequéncia dos termos

Window CW e MW (Secdo 4.3).

Sendo cada cluster
Clusters C1, C2 e C3 | correspondendo a um segmento,
contido em um arquivo especifico.

K-Means |  Centroide
inicial
Calculo de
distancias

Aleatério |Para cada um dos trés arquivos.

Euclidean |Euclidean (4) (Secao 3.2.1).

Na primeira simulacdo aplicaram-se os vetores de 2n até 7n, abrangendo

CW e MW. Analisando os resultados da distribuicdo da quantidade de objetos
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(sequéncias) para cada um dos segmentos, constatou-se que K-Means néo separou
os terminadores, genes e promotores nos clusters gerados, conforme apresentado
na Tabela 3. No entanto, para os atributos de 2n, K-Means distinguiu quase que
totalmente um cluster (C3) contendo terminadores.

Tabela 3 - K-Means: resultados 12 simulacéo

Configuracéo Tempo gle Quantidade de objetos por cluster
] . execucgao .

Nucleotideos | Window (aprox.) Cluster |Promotor | Gene | Terminador
C1 5463 | 262 4
2n MW 3 min C2 2989 | 4369 17
@3 0 1 231
C1l 2632 | 4295 15
2n Cw 3 min C2 5820| 336 7
C3 0 1 230
C1l 3| 2676 20
3n MW 15 min C2 3955| 558 141
C3 4494 | 1398 91
C1 3| 2656 25
3n CwW 15 min C2 4356 | 1310 90
C3 4093| 666 137
C1 0| 991 2
4n MW 25 min C2 3980| 1843 48
C3 4472 | 1798 202
Cl 0| 345 0
5n MW 1h C2 0] 2198 2
C3 8452 | 2089 250
Cl 8451 | 2434 252
6n MW 1h C2 1 0 0
C3 0| 2198 0
Cl 0 1 0
7n MW 4h C2 0| 2292 0
C3 8452 | 2339 252

Existe determinada dificuldade no reconhecimento dos promotores a partir
de via computacional (in silico). Esta dificuldade é determinada pela sequéncia dos
promotores ndo apresentarem-se completamente conservada, ou seja, com
subsequéncias de caracteristicas Unicas, que existem apenas nos promotores.

Portanto, ha uma alta probabilidade de encontrar sequéncias similares em outras



51

regides gendmicas que nao as promotoras (HOWARD e BENSON, 2002;
SIVARAMAN et al., 2005 apud DE AVILA E SILVA, 2006). De forma complementar,
analisando as sequéncias de genes utilizadas nos dados de entrada, constatou-se
gue estas possuem dimensdo muito maior do que as sequéncias de promotores e
terminadores, reforcando a probabilidade de encontrar uma sequéncia de promotor
ou terminador dentro de uma sequéncia de gene. Em funcé&o destas percepcoes,
acredita-se que os genes podem ser uma fonte de ruidos, impedindo a distincao
entre os trés clusters. Além disso, analisando os agrupamentos de genes das
janelas de 4n até 7n da Tabela 3, em comparacdo aos agrupamentos genes das
janelas 2n e 3n, observa-se que os clusters perdem continuamente a caracteristica
de separagdo dos genes. Desta forma, conclui-se que janelas com vetores Xn de
dimenséao elevada néo sao eficientes para sequéncias como genes e promotores.

A separacdo dos terminadores em um cluster especifico deve-se a
constituicdo das sequéncias dos terminadores da E. coli, dos quais sdo compostos
pelo tipo intrinseco (Rho-independentes) e pelo tipo fator-dependente. Os
intrinsecos sao constituidos por uma sequéncia de aproximadamente 20
nucleotideos, rica em GC. Por outro lado, os fatores-dependentes séo constituidos
por sequéncias de nucleotideos que se estendem de 150 a 200 pares, formando
uma sequéncia muito variada (CIAMPI, 2006; LEWIN, 2001 apud CORNO, 2010).
Acredita-se que a menor separacdo dos terminadores com janela de 3n deve-se ao
fato de que conjuntos menores (2n) de nucleotideos caracterizam com maior
qualidade uma sequéncia de dimensao menor como a de terminadores, pelo fato
desta janela 2n apresentar menor perda de informacéo na busca de ocorréncias.

A partir da Tabela 3 pode-se também constatar que ndo houve diferencas
entre os resultados com as abordagens de CW e MW para os vetores 2n e 3n. Desta
forma, optou-se por prosseguir com as simulacdes utilizando apenas a abordagem
de MW, da qual assemelha-se com o processo de leitura do DNA pelas enzimas
biolégicas (ALBERTS et al., 2002; LEWIN, 2001).

Deste modo, percebe-se que o objetivo inicial de caracterizagcdo das
sequéncias em trés clusters distintos ndo foi alcancado. Assim, ap0s a analise
destes resultados, realizaram-se outras simulagbes, nas quais foi removido o
conjunto de genes dos dados de entrada, em funcdo da suspeita deste estar

causando ruidos. Nesta segunda simulacédo aplicaram-se novamente os vetores de
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2n e 3n, porém abrangendo somente MW, conforme resultados apresentados na

Tabela 4.

Tabela 4 - K-Means: resultados 22 simulagao

Configuracéo Tempo gle Quantidade de objetos por cluster
Nucleotideos | Window e(xae;crl;c);(a)o Cluster |Promotor | Gene | Terminador
. C1 8452 - 21

2 MW 1
: min C2 o] - 231
. C1 3897 - 152
MW

3n > min C2 4555| - 100

Analisando os resultados da segunda simulacdo constatou-se que a retirada

dos genes qualificou a clusterizacao para o vetor 2n, no qual obteve-se o cluster C2,

contendo semente terminadores, e o cluster C1, contendo todos os promotores e

com a mesma quantidade de terminadores ruidosos apresentada na primeira

simulacdo. No entanto, para a clusterizagdo com o vetor 3n, permaneceu com uma

divisdo indefinida, reforcando a hipotese de que ocorréncias de conjuntos menores

de nucleotideos caracterizam com maior qualidade uma sequéncia.

Desta forma, para comprovar esta segunda hipétese, realizou-se uma

terceira simulacdo, mantendo as mesmas configuracdes e dados de entrada, apenas

aumentando o numero de nucleotideos, conforme resultados apresentados na

Tabela 5.

Tabela 5 - K-Means: resultados 32 simulacao

Configuracéao Tempo de Quantidade de objetos por cluster
Nucleotideos | Window ez(a%crléiio Cluster |Promotor |Gene|Terminador
L e —
o" MW 4 min g; 844; : 252
6n MW 13 min g; 8442 - 252
7n MW 22 min g; 8455 - 252
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Esta terceira simulacdo confirmou a hipotese de que conjuntos menores de
nucleotideos caracterizam uma sequéncia com mais distincdo em relacdo aos
demais segmentos. Na Tabela 5 observa-se o cluster C2 com um acumulo maior de
objetos, tanto promotores, quanto terminadores. No entanto, nas execucfes dos
vetores 5n, 6n e 7n originaram-se alguns promotores ruidosos, que podem possuir
significado relevante sob o aspecto bioldgico.

Dentre as demais simulacbes realizadas, constatou-se que a escolha
aleatoria do centroide inicial pode variar o numero final de objetos no mesmo cluster,
para uma mesma configuracdo, assim como o tempo final de execucdo, neste
mesmo cenario. No entanto, por serem variagbes minimas, o centroide inicial
aleatério apresentou-se insignificante se considerado o conjunto total de objetos de
cada segmento. Porém, se o0 objetivo da analise forem os ruidos, este parametro
pode influenciar, alterando os objetos ruidosos gerados que foram obtidos no final da

execucao.

5.2 SIMULACOES UTILIZANDO CURE

As simulagdes com o algoritmo CURE utilizaram como dados de entrada os
atributos extraidos dos segmentos de promotores, genes e terminadores. Os
parametros e configuragdes gerais utilizados estao descritos na Tabela 6.

Tabela 6 - Configuracdes gerais para CURE

Parametros Valores Descricao

Vetor Conjunto de nucleotideos para os

. . 2ne 3n . : .

M-dimensional vetores M-dimensionais.
Atributos - .
Window CW e MW SelegNao da frequéncia dos termos
(Secéo 4.3).
Clusters C1 até C50 Quantidade de clusters no estado final

do algoritmo.

Representantes De 4 até 8 Quantidade de representantes de

cada grupo.
CURE Fator alpha De 0,4 até |Fator alpha de deslocamento dos
0,95 representantes de cada grupo.
Célculo de

distancias Euclidean | Euclidean (4) (Secéo 3.2.1).
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Na primeira simulacdo utilizaram-se quatro representantes, aplicaram-se 0s
vetores 2n e 3n, abrangendo CW e MW, com fator alpha de 0,7. Analisando os
resultados da distribuicdo da quantidade de objetos para cada um dos segmentos,
constatou-se que CURE n&o separou os terminadores, genes e promotores, gerando
apenas um cluster contendo a maior parte dos objetos, conforme apresentado na
Tabela 7.

Tabela 7 - CURE: resultados 12 simulacao

Configuracao Tempo Sle Quantidade de objetos por cluster
. . execucao .
Nucleotideos | Window Cluster |Promotor |Gene| Terminador
(aprox.)

Cl 0 1 0
2n MW 30min |C2 8452 | 4631 250
@3 0 0 2
Cl 0 0 1
2n Ccw 30min |C2 8452 | 4632 249
C3 0 0 2
C1l 0 1 0
3n MW 8 h C2 8452 | 4631 251
C3 0 0 1
Cl 0 1 0
3n Cw 8h C2 8452 | 4631 251
C3 0 0 1

Assim como nas simulacdes com K-Means, sup6s-se que 0S genes Sao uma
fonte de ruidos, impedindo a geracdo dos clusters distintos. Além disso, constatou-
se novamente que nao houve diferencas entre as abordagens de CW e MW para os
vetores 2n e 3n. Desta forma, optou-se por prosseguir com as simulacfes utilizando
a mesma configuracdo, porém com a abordagem de MW e removendo os genes dos

dados de entrada, conforme apresentado na segunda simulacao na Tabela 8.
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Tabela 8 - CURE: resultados 22 simulacao

Configuracéo Tempo gle Quantidade de objetos por cluster
Nucleotideos | Window e(xaepcrléc);(a)o Cluster | Promotor | Gene | Terminador
. C1 o - 3

MW
2n 10min e 8452 - 249
Ci1 8452 | - 251
3 MW 8h

n C2 o - 1

A segunda simulagdo com a remocdo dos genes, no entanto n&o trouxe
resultados semelhantes aos do K-Means. Também néo foram identificadas
mudancas significativas entre vetores de atributos de 2n e 3n. Desta forma,
utilizando a mesma configuracdo da segunda simulacdo, porém somente com vetor
2n, realizou-se uma terceira simulacdo, alterando os parametros do fator alpha e o
namero final de clusters, conforme resultados apresentados na Tabela 9.

A partir dos resultados da terceira simulacdo, constatou-se que a variacao
do fator alpha e o aumento do numero de clusters ndo determinou que CURE
aglomerasse 0s objetos em, ao menos, dois grupos distintos. Apenas verificou-se
gue a variacdo do parametro alpha ocasionou pequenas variacdes de quantidade de
objetos ndo agrupados.

Com o resultado destas trés simulacdes, constatou-se que as alteracdes dos
parametros ndo surtiram efeito sobre os clusters finais gerados por CURE, dos quais
nao equivaleram aos segmentos de promotores e terminadores. A partir da reviséo
bibliografica de Toronen (2004) (Secédo 3.4), considerou-se que clusters relevantes,
de promotores e terminadores, pudessem estar sendo formados em niveis
intermediarios da arvore binaria de agrupamentos gerados por CURE. Portanto
verificou-se que a analise de CURE exigia uma abordagem diferenciada através de
novas execucdes do algoritmo, que constituiram-se em aumentar consideravelmente
o numero de clusters finais esperados, de modo a interromper o processo de
agrupamento em varios niveis anteriores as aglomeragdes finais. Na Tabela 10 s&o
apresentados os resultados desta quarta simulagéo que tratou de encontrar o ponto
correto de parada do algoritmo, equivalente ao nivel de corte do dendrograma, que
possui a quantidade final de clusters gerados. Nesta tabela sao identificadas cada

uma das execuc¢des dos algoritmos com a configuracdo correspondente, sendo que
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coluna clusters apresenta a quantidade final de agrupamento ao término da

execugdo, assim como a coluna de representantes (Repres.) que mostra a

quantidade de representantes utilizados. A coluna alteracdo representa qual

alteracdo de configuracdo foi realizada entre a execucdo corrente e a anterior,

rotulando o resultado desta alteracdo como efeito positivo ou negativo em relagéo ao

comportamento esperado, apresentado pela coluna resultado.

Tabela 9 - CURE: resultados 32 simulacao

Configuracéo Tempo de | Quantidade de objetos por cluster
Fator . . execucao ]
alpha Nucleotideos | Window (aprox.) Cluster |Promotor | Gene | Terminador
. C1l 0 - 3
MW
0.7 2n 10min-r~ 8452| - 249
C1 0 - 1
. C2 8452 - 249
MW
0,7 2n 10 min c3 0 - 1
C4 0 - 1
C1l 0 - 4
C2 0 - 1
. C3 0 - 2
0,7 2n MW 10 min ca 8452 - 43
C5 0 - 1
C6 0 - 1
. C1 8452 - 250
MW
0,4 2n 10 min c2 0 - >
C1 0 - 1
) C2 8452 - 249
MW
0,4 2n 10 min C3 0 - 1
C4 0 - 1
C1 0 - 1
C2 0 - 2
) C3 8452 - 246
MW
0,4 2n 10 min ca 0 - 1
C5 0 - 1
C6 0 - 1
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Tabela 10 - Resultados 42 simulacao

Execucéo | Clusters ;T;ﬁ; Nucleotideos | Repres. Alteracéo Resultado
1 2 0,7 2n 8 Representantes Negativo
2 4 0,7 2n 8 Clusters Negativo
3 6 0,7 2n 8 Clusters Negativo
4 20 0,7 2n 4 Clusters;Repres. Negativo
5 50 0,95 2n 4 Alpha; Clusters Positivo
6 2 0,95 2n 4 Clusters Negativo
7 45 0,95 2n 4 Clusters Positivo
8 35 0,95 2n 4 Clusters Positivo
9 20 0,95 2n 4 Clusters Negativo

10 30 0,95 2n 4 Clusters Positivo

Analisando as execucdes 1 e 3 da Tabela 10, constatou-se que a alteracao
de representantes ndo provocou efeitos relevantes e as alteracfes da quantidade de
clusters finais ndo atingiram o nivel de corte que apresentasse grupos separados de
promotores e terminadores, ou seja, resultado marcado como negativo. Na
execucao 4, aumentou-se o numero de clusters para 20, retornando a quantidade de
representantes para 4, porém o resultado continuo sendo negativo. Na execucao 5,
aumentou-se entdo o numero de clusters para 50 e o fator alpha para 0,95, com o
objetivo a aprofundar o ponto de corte no dendrograma (Secéao 3.3), que confirmou-
se em dois grandes grupos de objetos, sendo um deles constituido, em sua maioria,
de objetos promotores e outro grupo constituido, em sua maioria, de objetos
terminadores, ou seja, € um nivel de corte significativo, com resultado positivo. Para
comprovar que o causador deste efeito positivo néo foi o fator alpha e sim o nimero
de clusters, realizou-se a execucdo 6, reduzindo o numero de clusters para 2,
mantendo o alpha em 0,95. Desta forma, o foco das execucdes 7 até 10 ficou em
torno do numero de clusters, conforme previsto inicialmente, das quais confirmou-se
gue o nivel do corte significativo estava entre 20 e 30 clusters finais.

Com o objetivo de melhorar a eficacia da andlise do nivel de corte ideal,
agregou-se na ferramenta desenvolvida uma saida parcial de dados que
apresentava 0s agrupamentos intermediarios conforme a convergéncia dos
mesmos. Com estas informacdes foi possivel gerar as tabelas: Tabela 11, Tabela 12
e Tabela 13 e efetuar uma analise mais consistente do comportamento de CURE.

Estas tabelas assemelham-se a um dendrograma, onde cada linha representa um
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ponto de corte em um determinado nivel, que apresenta a quantidade de clusters
formados. Neste determinado nivel ressaltou-se agrupamentos relevantes, isto é, um
cluster com muitos objetos do mesmo tipo, representados pelas colunas clusters 1-5.
Lé-se, no nivel 397, para um o cluster 1, sdo encontrados 3949 genes (3949G) e 4

promotores (4P), por exemplo.

Tabela 11- Clusters relevantes da 12 simulacao

Clusters relevantes

Quantidade
de clusters Cluster 1 Cluster 2 | Cluster 3 | Cluster 4 | Cluster 5
(nivel)
500 2552G 1397G 3P |1969P 4066P 1542P
397 3949G 4P 4327P 3601P
396 3949G 3605P 4327P
250 3952G 8224P 610G
221 4563G 8451P 20T
169 4564G 8451P 14T
168 4564G 8451P 14T 49T
66 4564G 8451P 14T |163T
57 4564G 8451P 177T |5T 3T
19 4564G 8451P 212T |22T
Aglomeram-se demais objetos de clusters com pequenas
guantidades.
1 4632G 8452P 2527 | | | |

Legenda: G = genes; P = promotores; T = terminadores.

Analisando a Tabela 11, referente a primeira simulacdo, encontra-se no nivel
500 algumas aglomeracdes de promotores, pertencentes aos clusters 3, 4 e 5. Na
transicdo do nivel 397 ao nivel 396 observa-se que o cluster 1, com quantidade
elevada de genes, é aglomerado a um grande grupo de promotores, perdendo assim
a funcdo de representagdo da separacgdo distinta dos genes. A partir do nivel 250 um
novo grupo relevante de genes é gerado (610G) e a quantidade de promotores do
cluster 1 continua elevando-se consideravelmente, descaracterizando ainda mais o
grupo. No nivel 221, iniciam-se as aglomeracdes relevantes dos terminadores (20T).
Na transicdo do nivel 169 ao nivel 168 o grupo de terminadores 20T é aglomerado

ao cluster 1, junto aos demais genes e promotores. Porém, ainda nesta transicéo, €
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gerado um novo grupo relevante de terminadores em cluster 2 (49T). Na sequéncia,
até o nivel 66, observa-se que o cluster 1 permanece inalterado, enquanto o cluster
2 segue agregando elementos, gerando um grupo que distingue significativamente
os terminadores (163T). A partir deste ponto de corte em diante (nivel), ndo obteve-
se agrupamentos relevantes, apenas objetos de promotores, genes e terminadores
de caracteristicas ruidosas e que podem ter alguma relevancia biolégica, pelo fato
de nédo terem sido aglomerados em seus devidos grupos em niveis anteriores.

Ainda na andlise da Tabela 11, é possivel identificar no nivel 500 e no nivel
397, pequenos grupos ruidosos 4P e 3P que estédo unificados a grandes grupos de
genes. A pergunta em questdo € o que estes objetos de promotores possuem de
comum aos genes, e se 0S mesmos possuem implicacao biolégica. A partir desta
analise, é possivel observar que 0s grupos de promotores e terminadores sao

unificados diretamente ao de genes, comprovando assim o efeito poluidor deste

segmento.
Tabela 12 - Clusters relevantes da 22 simulacao
Clusters relevantes
Quantidade
de clusters Cluster 1 Cluster 2 Cluster 3
(nivel)
200 8449P 33T 8T
100 8450P 137T
79 8450P 161T 5T
78 8450P 1T 161T 5T
53 8451P 1T 197T
52 8451P 198T 2T
25 8452P 225T

Aglomeram-se demais objetos T de clusters com
pequenas quantidades.

1 8452P 252T | |

Legenda: P = promotores; T = terminadores.

Na Tabela 12, referente a segunda simulacéo, verifica-se que do nivel 200
ao nivel 79 o algoritmo gerou um agrupamento com quase a totalidade de
promotores (cluster 1), que expressa a qualidade no agrupamento sem a presenca
de genes. No mesmo nivel, encontra-se também um grupo relevante de

terminadores (137T) que representa 64% da totalidade dos terminadores. No nivel
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78 observa-se que o grupo de genes contém um terminador ruidoso, do qual pode
ter alguma relevancia biolégica, sendo que o0 mesmo permanece sem alteracdo até o
nivel 52, onde um conjunto volumoso de terminadores une-se ao cluster 1. Assim
como os resultados apresentados na Tabela 11, é possivel verificar na Tabela 12
que os objetos terminadores também apresentam um certo grau de ruido. Em
comparacado a primeira simulagdo, nesta segunda constatou-se que o algoritmo
aglomerou os terminadores representativos em niveis predecessores, ou seja, 0
algoritmo reconheceu antecipadamente que os terminadores se parecem mais entre

si do que com promotores ou genes.

Tabela 13 - Clusters relevantes da 62 execuc¢ao da 42 simulacao

Clusters relevantes

Quantidade
de clusters Cluster 1 Cluster 2 Cluster 3
(nivel)
200 |8207P 243P 22T
100 | 8450P 1177
63 |8450P 169T
62|8450P 1T 169T
23|8451P 1T 225T
22|8451P 226T
12|8452P 226T

Aglomeram-se demais objetos T de clusters com
pequenas quantidades.
1/8452P 2527 | |

Legenda: P = promotores; T = terminadores.

Durante a realizacdo das execuc¢fes da quarta simulacao, extrairam-se os
clusters relevantes da execucdo de numero 6, apresentados na Tabela 13. Optou-se
por esta execuc¢ao, pois a mesma possui fator alpha 0,95, servindo assim como base
de comparacdo entre as extracdes da Tabela 12 e Tabela 11, que utilizaram fator
alpha 0,7. Em funcado desta alteracdo de parametro, observou-se que a Tabela 13
possui resultados semelhantes a Tabela 12, porém o grupo relevante de promotores
(cluster 1) aglomera um grupo relevante de terminadores (226T) apenas no ponto de
corte de nivel 22, e ndo no 52 como apresentado na segunda simulacdo. A partir
disto, constata-se que os terminadores foram identificados com mais objetos até

este nivel, tornando o grupo de terminadores mais distinto. Este fato deve-se ao
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aumento na aproximacao dos representantes ao centro do cluster, provocado pelo
fator alpha elevado, de valor 0,95. Portanto, conforme De Amo, (2004) e Xu e
Wunsch (2005) (Secdo 3.3.2), quanto maior o fator alpha, mais proximo os
representantes ficardo do centro do cluster, aumentando a eficacia do célculo de
distancia, tornando o algoritmo reduzidamente sensivel a ruidos.

De um modo geral, ndo foram constatadas alteragbes relevantes de
agrupamentos em funcdo do numero de representantes utilizados nos parametros
das simulacbes. Uma vez que, ao elevar o numero de representantes juntamente
com fator alpha (alpha de 0,4 para 0,95 e representantes de 4 para 8), constatou-se
que a retragdo provocada torna o representantes aproximadamente equidistantes
aos demais clusters. Desta forma, mesmo em quantidade elevada, provocam
comportamentos semelhantes nas aglomeracfes. Portanto, um cenario interessante
para ser analisado seria com um numero elevado de representantes e fator alpha

proximo a zero.
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6 CONCLUSAO

O objetivo deste trabalho consistiu em efetuar uma anélise gendmica do
DNA da bactéria E. coli, aplicando os algoritmos de clusterizacdo K-Means e CURE,
através da construcdo de um programa desktop implementados por uma linguagem
de programacao. Os resultados obtidos foram analisados e comparados de modo a
demonstrar a eficAcia do reconhecimento de padrBes por vias computacionais,
contribuindo assim nos estudos de pesquisas com padrdes de genes, promotores e
terminadores desta bactéria.

A metodologia aplicada, que teve base nas etapas da analise de cluster, ndo
produziu os resultados esperados utilizando como formatacdo de entrada a técnica
de coocorréncia implementada neste trabalho. Acredita-se que este resultado esta
associado a natureza complexa e ruidosa da representacdo dos dados biol6gicos.
Além disso, a decisdo de quais algoritmos seriam utilizados foi tomada com base na
revisdo bibliografica realizada em trabalhos envolvendo esta area de pesquisa. Os
algoritmos foram desenvolvidos na ferramenta desktop, conforme a proposta inicial e
os resultados obtidos através da analise dos dados juntamente com um especialista
da area.

Os clusters gerados apresentaram resultados significativos, considerando
gue ambos os algoritmos apresentaram grupos de objetos bem definidos, em pelo
menos um contexto de configuracdo. No entanto, alguns contextos de configuragdes
estenderam-se em tempo de execucdo além da viabilidade aceitavel, ou néo
geraram grupos significativos de promotores, genes e terminadores. Com base nisto,
conclui-se que, a proposta inicial de clusterizar todos os segmentos utilizando
vetores de 2n até 8n (ou 10n) e obter grupos distintos, ndo se adequou a realidade
encontrada. Desta forma, foi necessario reformular a estratégia utilizando apenas
vetores de 2n e 3n, aproximando assim 0s resultados dos objetivos iniciais. Deste
modo, percebeu-se que expoentes maiores caracterizam genes, mas se perde
informacao de promotores e terminadores. Além disso, a ideia inicial de obter trés
clusters distintos mostrou-se demasiado ruidosa.

As perspectivas de trabalhos futuros envolvem uma exploragdo mais
elaborada da extracdo de atributos, pois esta fase € determinante para a definicao
das caracteristicas relevantes de quaisquer objetos. Tratando-se de DNA, a partir

das pesquisas realizadas com coocorréncia, pode ser desenvolvido um trabalho
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utilizando a teoria de ATE de Ji (2008) (Secédo 3.2.2) para a contabilizacdo de
frequéncia de termos. Além disso, este trabalho pode ainda ser complementado
através do desenvolvimento de componentes que organizam os dados em graficos e
exibem os mesmos através da ferramenta implementada. Como por exemplo,
graficos de dendrogramas para CURE, erro quadratico para K-Means, weblogo
(CROOKS, 2004) e alinhamento de sequéncias de cada cluster. Na ferramenta
desenvolvida, é possivel aplicar algumas melhorias ja identificadas, como
formatacao restritiva para o arquivo de entrada, configuracdo de personalizacdo dos
dados de saida e pesquisa (online) dos conceitos biolégicos para cada uma das
sequéncias. Agregando assim funcionalidades extras a ferramenta, tornando-a mais

robusta de modo a facilitar a analise dos clusters.
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ANEXO A — ALGORITMO K-MEANS

10:

Parametros de entrada:
K, nimero de clusters, sendo 2 < k < n, onde n é o total de objetos;
T, limite m&ximo de iteracdes;
M, matriz de dados lineares, sendo x um objeto correspondente a uma
linha da matriz.
Definigc&do dos centroides iniciais:
Dado um método facultativo, define-se {c?, ..., cp} a partir de M.
Parat=1até T faca
Passo de alocacéao
Associa-se cada x;, sendo i = 1, ...,n, a um cluster k*,
considerando a menor d(x;, cf,) dada pela equacao:

4
q
k* =ming_y p d(x;,cl) = Z(lxil - Cﬁqu
=1

onde g = 1 e p = quantidade de atributos em x;.

Passo de representacéo
Calcula-se os centroides cf, sendo z =1, ..., k, calculando-se o
valor médio de cada atributo representado por p,;, sendo
l=1,..,p, através da equacao:

onde n, = quantidade de objetos no cluster z.
Critério de parada
Se nenhum objeto foi alocado no passo 4 entéo
Interrompe-se 0 processo
Fim se
Fim para

Fonte: adaptacdo de MACQUEEN (1967)
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ANEXO B — ALGORITMO CURE

1. Parametros de entrada:
k, nUmero de clusters finais esperados;
c, humero de representantes que serdo selecionados nos clusters;
a, fator alpha utilizado na retracéo dos representantes;
M, matriz de dados lineares, sendo x e p um objeto correspondente a
uma linha da matriz.
2. Definicdo dos clusters iniciais:
Define-se cada x de M como sendo um cluster.
3: Calculam-se as distancias entre todos os objetos (matriz de
dissimilaridade) e constroem-se as estruturas auxiliares k-tree e heap:
T = construir_k_tree(M)
Q = construir_heap(M), mantendo-se Q ordenado crescentemente pelas
distancias dos pares de objetos mais préximos.
4. Enquanto tamanho(Q) > k faca
5: Extrair par de objetos que possui menor distancia entre si:
u = extrair_menor_distancia(Q), ou seja, objeto na primeira
posicéo de Q.
V = u.mais_proximo
6: Unificar (merge) u e v formando um dnico cluster w:
w = Unificar(u, v)
7 Calcular centroide de w:

Ny, *U; + Ny, * U,

w, =
n, +n,

onde w, = o centroide de w, n,, = a quantidade de objetos no
cluster u, u, = o centroide do cluster u, n,, = quantidade de objetos
no cluster v e v, = o centroide do cluster v.

8: Selecionar representantes:
tmpSet = vazio
Paraide 1 até c faca
maxDist = 0
Para cada p em w faca
Sei==
mimDist = distancia(p, w.c)
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Se Néo
mimDist = min { distancia(p, q) : q € tmpSet }
Fim Se
Se minDist >= maxDist
maxDist = minDist
maxPoint = p
Fim Se
Fim Para
tmpSet = tmpSet U { maxPoint }
Fim Para
Onde tmpSet = objetos representantes do cluster w.
9: Calcular fator alpha:
Para cada p em tmpSet faca
wr=w.r U {p+a*(w.c-p)}
Fim Para
Onde w.r é o conjunto de representantes de w que sdo
transferidos de tmpSet para w no mesmo instante em que o fator
alpha é calculado.
10: Reorganizar estrutura k-tree e heap:
Remover representantes de ude T
Remover representantes de vde T
Inserir representantes dewem T
11: Calcular objeto (cluster) mais préximo a w:
w.mais_proéximo = X, sendo x um objeto qualquer em Q.
Para cada x em Q faca
Se distancia(w, x) < distancia(w, w.mais_proximo)
w.mais_proximo = x
Fim se
Se (x.mais_préximo == u) ou (X.mais_proximo == v)
Se distancia(x, x.mais_préximo) < distancia(x, w)

X.mais_préximo = cluster_mais_proximo(z,
distancia(x, w))

Ou seja, sendo z um objeto de Q, busca-se
um cluster z tal que a distancia(x, z) <
distancia(x, w). Se encontrado, entao
X.mais_préximo = z. Se ndo encontrado, entao
X.mais_proximo = w.
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Se Néao
X.mais_préximo = w
Fim se
Se Nao, Se distancia(x, x.mais_proximo) > distancia(x, w)
X.mais_proximo = w
Fim se
Realocar x em Q, ou seja, reposicionar x em Q mantendo Q
ordenado pelas distancias.
Fim Para
12: Inserirw em Q
13: Fim enquanto

Fonte: adaptagcédo de GUHA (1998)



ANEXO C - APLICATIVO DESKTOP

-
at! TCC I - Clustering Gene Sequence

gy ——— - s e I:-ﬂg

Formatar | Extrair Atributos | K-Means | Cure |

Selecionar pasta onde estdo os arquivos de entrada

| Selecionar Pasta |

Pasta atual:  K:\Clusterzador\RegulonDB

Selecionar arquivos de entrada Arquivos formatados gerados

Arquivos na pasta: Lkilize click-duplo (dais clicks) para abrir o arquivo.

D

|tilize Ctrl ou Shift + Click para selecionar diversos arquivos. | Apagar amuivos gerados (selecionados) |

[] Exibir somente arquivos TXT

Processamento de operagies Log de operagies
Arquivos: | a— | 33% Cancelar ] [ Visualizar arquive de log ]
Linhas: |m— | 38% .
[ Apagar arquivo de log l

Resultado: executando...aguarde!
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gt! TCC I - Clustering Gene Sequence E@u
Extrair Atrbutos | K-Means | Cure
Selecionar método e configurar extragdo de atibutos
Coocoméncia CQuantidade de letras | AAAAAC AT AAG ACAACC ACT ACG ATAATC ATT ATG AGAAGC, -
) 3 - AGT AGG CAACAC,CAT CAG CCACCC CCT CCG CTACTC CTT.CTG,
Consume Window : CGACGC,CGT.CGG, TAA TAC TAT TAG, TCA TCC TCT. TCG TTA.TTC
@ Move Window JTT,TTG TGATGE, TGT, TGGE GAAGAC GAT GAG,GCAGCC GCT.G
[/] Teoria do Modelo de Espago Vetorial (VSM) CGGTAGTCGTT.GTG.GGAGGL.GGT GGG i
Selecionar arquivos para extrair atributos Arquivos com atributos extraidos
Arquivos formatados gerados: Ltilize click-duplo (dois clicks) para abrir o arquivo.
Lkilize Ctd ou Shift + Click para selecionar diversos arquivos. | Apagar amuivos gerados (selecionados) |
Processamento de operagies Log de operagiies
Arquivos: | — | 33% [ Cancelar I l Visualizar arquivo de log ] '
Linhas: s | 12%
Resultado: executando...aguarde! [ dnogaanpim dejog ]
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@ Centroide inicial & randémico dentro do arquivao

Quantidade de clusters dindmica (centroide inicial randdmico)

g5 TCC I - Clustering Gene Sequence =it
| Formatar | Extrair Atrbutos | K-Means | Cure |
Selecionar configuragdo do K-Means )
@ Quantidade de clusters comespondente aos arquivos selecionados Fauagdes
Centroide inicial € o 12individuo do arguivo @ Eucidiana *
Manhattan *

Minkowski

Selecionar arquivos para o K-Means Arquivos com agrupamentos gerados

Arquivos com atributos extraidos: Ltilize click-duplo (dois clicks) para abrir o arquivo.

ene-2n-MWVW b

romoter-3n-MVW b

teminator-3n-MW bd

| Apagar anquivos gerados (selecionados) |

|tilize Cir ou Shift + Click para selecionar diversos anquivos. | Exportar para C5V | | Abrir pasta de exportados |

Processamento de operagies

Log de operagies

Arquivos: | | 100% [ Cancelar I [ Wisualizar arquivo de log ]

Linhas: e | 1M%
Executando - Executando K-Means. Aguarde!

[ Apagar arquivo de log ]

|
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g5 TCC I - Clustering Gene Sequence

| Formatar | Extrair Atrbutos | K-Means | Cure |

Selecionar configuragdo do Cure

(Clusters esperados k)

Fator alfa de retrac@o de representantes

Quantidade de representantes (c)

Selecionar arquivos para o Cure

Arquivos com atributos extraidos:

ene-3n-MVW bt
romoter-2n-MW td

terminator-3n-MWW bd

Quanto mais préx. de 1, mais
perto do centro.

Equacies
@ Euclidiana 2

Manhattan

Minkowski

Arquivos com agrupamentos gerados

Ltilize click-duplo (dois clicks) para abrir o arquivo.

| Apagar arquivos gerados (selecionados) |

Ltilize Ctd ou Shift + Click para selecionar diversos arquivos.

| Exportar para CSW

BExecutando - extraindo objetos do arquivo. Aguarde!

| | Abrir pasta de exportados |
Processamento de operagies Log de operaciies
Arquivos: | | 100% [ Cancelar I [ Visualizar arquivo de log l
Linhas: s | 24%

[ Apagar arquivo de log l

|!

75



